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In eigenerSache

DiesesSkript ist am Entstehen,eswerdenstetigKapitel hinzugef̈ugt und Fehlerverbessert.Für
KommentareundHinweiseaufFehlerbin ich jederzeitdankbar.

Die Vorlesunggehtnicht linearmit demSkriptvor, sonderngibt ersteinenGrob̈uberblicküber
die einzelnenNetzmodellemit besonderemWert auf denunmittelbarpraktischrelevantenBerei-
chen,d.h. insbesondereTrainingsalgorithmen,in einemzweitemDurchlaufwerdendie teilweise
ehertheoretischenFragestellungenunddie aufwendigerenpraktischenVerfahrenbehandelt.Wer
denerstenTeil beherrscht,kannmit Neuroin derPraxisschonviel anfangen.Die weiterenFragen
sindnaẗurlich für dasVersẗandnisinteressant,teilweiseabernicht ganzeinfach,sodaßein grobes
VersẗandnisnachdemerstenHörenausreichendist – zumTeil handeltessichumsichgeradeerst
etablierendeGebieteoder auchneueForschungsergebnisse.Der verzweiflealsonicht, der just
einigeSätzenicht in anderenLehrb̈uchernfindet,die kommendannausPapernoderstehennoch
nirgends:-)

Die Auswahl desStoffes lehnt sich prinzipiell soweit wie möglich an dasim Neurobereich
etablierteRepertoirean– allerdingsgibt esdiesesbishernur in grundlegendenTeilbereichen.Ein
Vergleichmit Lehrb̈uchern(sieheSemesterapparat)seihier empfohlen.

Es wird so wenig wie möglich an mathematischenMethodenverwandt. Sollte dennochder
eineoderandereBegriff neusein,so reicht eineintuitive Vorstellung. Da wir unsin gutartigen
Gefildenbewegen,tretenSpezialf̈alle, wo manmit intuitivemVersẗandnisschiefliegt, nicht auf.
Zum Trost: DurchseineAktualität unddasEinbeziehenvieler unterschiedlichermathematischer
undandererMethodenwird Neurointeressant;mankommtsehrschnellanStellen,wo manselbst
forschenkann.

NocheineBitte: Esist manchmalschwierig,einzuscḧatzen,obderStoff beimerstenHörenzu
schwerist. Da esaberniemandemetwasnützt, wennStoff zu schnelloderzu schwerpräsentiert
wird oderumgekehrtuninteressanteSachenzu sehrausgewälzt werden,bitte ich in demFall um
möglichstsofortigeRückmeldung,dannkannman’s ändern!Danke!
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1 Einleitung

1.1 Moti vation

Viele Aufgabensind mit exaktenMethodenbishernur unzureichendgelöst,die Möglichkeit der
Automatisierung– obwohl erwünscht– ist nur partiell gegeben: Personenerkennung,Sprach-
verstehen,Aufräumen,Autofahren,. . .Sie habengemein,daßeinemathematischeModellierung
unmöglich oderaufwendigerscheint.Nichtsdestotrotzkönnendie Aufgabenabervon Menschen
zufriedenstellendgelöst werden– nur aufgrundvon partiellerexpliziter Information,Erfahrung
und Übung. LetzterebeidenBegriffe könntemanauchals

’
Vorhandenseinvon Beispielen‘ be-

zeichnen.NeuronaleNetzesindeineMethode,eineGesetzm̈aßigkeit (Funktion,Verhaltensweise,
. . . ) nur mithilfe von Beispielenzu lernen. Sie sind dabeiwederdaseinzig möglicheVerfahren
in diesemBereich,nochein Allheilmittel – obwohl scheinbarein universellerAnsatz.Bei jedem
neuenProblemwird mandenHauptteilderArbeit für dieProblemrepr̈asentation,diekonkreteAn-
passungunddasFeintuningverwenden.Jedochin diesemRahmenverhelfenneuronaleNetzeoft
zuerstaunlichenErfolgen,wenn(undnurwenn!) keinausreichendesexplizitesWissenvorhanden
ist. EinigeBeispielefür Anwendungen:� Bildverarbeitung

– Erkennungvon handgeschriebenenZif fern

– ErkennenvonPersonen

– ErkennenvonFehlstellenin Materialien

– KrankheitsdiagnoseanhandvonRöntgenbildern� Klassifikation/Prognose

– Krankheitsverlaufsprognoseanhandvon Daten

– Kreditwürdigkeitsprognose

– EigenschaftenvonMolekülenvorhersagen,z.B.Sekund̈arstruktur, Aktivitit ät in Bezug
aufMedikamentierung,

– KlassifikationvonBootstypenanhandvon Unterwasserger̈auschen

– Minenerkennung� Zeitreihenverarbeitung

– Börsenkursprognose

– Wettervorhersage

– Spracherkennung/-erzeugung� Robotik/Steuerung

– Robotersteuerung

– SteuerungvonMaschinen

– Fahren� Datenaufbereitung
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– Clustering

– Dimensionsreduktion

– DataMining� Varia

– Spielstrategien

– Komponieren� . . .

Eigenschaftensind,daßdie zu modellierendenProzesse/Gesetzmäßigkeitennicht in einerex-
aktenmathematischenBeschreibung vorliegen. VorhandenesWissenist in der Regel in die Re-
präsentationder Daten integriert (z.B. Rotationsinvarianz, Inflationsrate,Wichtigkeit oder Un-
wichtigkeit einzelnerFaktoren). Es gibt (viele) Beispielefür die Gesetzm̈aßigkeit. Neuronale
Netzesinddort� lernfähig,� hochgradigparallel,� fehlertolerant,bei wachsendemFehlerder DatenoderAusfall von Komponentensinkt die

Leistungnur allmählichab,� arbeitenaufeinerverteiltenDarstellungderInformation,daherist dieVerkn̈upfungmit sym-
bolischenKomponentenschwierig,keineIntrospektionmöglich.

1.2 DasbiologischeNeuron

DasmenschlicheGehirnbestehtausca.
�������

Neuronenmit je ca.
�������

bis
�������	�

Synapsen(teil-
weisewesentlichmehr:PurkinjeZellen)ausgehendvomAxon undje 
 ���	� bis

���������
synaptischen

Verbindungenvon anderenNeuronenzu denDendritenderZelle. Informationwird mithilfe elek-
trischerSignalevermittelt. Im RuhezustandhatdieZelleeinPotentialvon �� � mV gegen̈uberder
Umgebung.Diesesberechnetsichwie folgt: Die Zellmembranist permeabelfür K � , abernichtfür
Cl � . Diesesführt zu einerDif fusionvon K � in die Umgebung,bissichein Gleichgewicht mit der
durchdie in derZelle verbleibendenCl � IonenerzeugtenSpannungeinstellt.Gleichzeitigsorgen
Ionenpumpenin derZelle für denAustauschvon je dreiNa� Ionenvon innerhalbderZelle gegen
zweiK � IonenvonaußerhalbderZelleje Pumpvorgang,sodaßim RuhezustanddieKonzentration
anNa� außerhalb12 malhöher, die KonzentrationanK � innerhalb40 malhöherist.

Liegt positive Ladung(von anderenZellen) an, so öffnen sich Natriumkan̈ale,die durchdie
einstr̈omendenIonenein ErhöhendesPotentialsauf 30 mV bewirken. Bei ca. 30 mV öffnensich
Kaliumkan̈ale,dieKaliumionennachaußendringenlassen.DasPotentialsinktkurzeitigunterdas
RuhepotentialabundgleichtsichdannwiederdemRuhezustandan. Esist ein Spike entstanden,
einkurzzeitigerSpannungsanstieg undAbfall.

Der Spike pflanztsich überdasAxon fort, indemdie durchdasEinstr̈omender Natriumio-
nen verursachtepositive LadungdasÖffnen weitererspannungsgesteuerterNatriumkan̈ale be-
wirkt. Das Quadratder Geschwindigkeit ist dabeiproportionalzum DurchmesserdesAxons.
Einige wichtige Nervenstr̈angeweisenAxone mit Myelinhülle auf. Diesehat eine isolierende
Wirkung, waszu einerÜbertragungsgeschwindigkeit proportionalzum Durchmesserführt: Oh-
neMyelinhülle nimmt die DichtederFeldlinienab,sofernmansichvom depolarisiertenBereich
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wegbewegt, ÜbertragungerfolgtdurchdasÖffnenbenachbarterNatriumkan̈ale.Mit Myelinhülle,
die in regelmäßigenAbsẗandenUnterbrechungenaufweist,verlaufendie Feldliniennahezupa-
rallel vom polarisiertenBereichzur nächstenUnterbrechungderHülle. Die Übertragungerfolgt
durchdasÖffnenvon KanälenandernächstenUnterbrechung,durchdassẗarkereFeldkanndie
Distanzüberwundenwerden.

ÜberNervenzellenhinweg pflanztsichderSpike durchdie Synapsenfort: DasAktionspoten-
tial bewirkt andenSynapsendasÖffnenvonKalziumkan̈alen,diewiederumeinVerschmelzender
in derSynapseenthaltenenBläschenmit derMembranbewirken,Neurotransmitterwerdenfreige-
setzt. Die TransmitterüberwindendensynaptischenSpaltundbeeinflussenchemischgesteuerte
Ionenkan̈aleandenanliegendenNeuronen.Neurotransmittersindetwa Dopamin,Glutamins̈aure,
Noradrenalin;sie wirken hemmendoderversẗarkendje nachdem,welcheArt von Ionenkan̈alen
siebeeinflussen.

Den genauenNatrium-/Kalium-/Kalzium-/Chlorflußkann man lokal durch ein Systemvon
Differentialgleichungen,densog.Hodgin-Huxley-Gleichungenbeschreiben,die Fortsetzungauf
räumlichesGeschehengeschiehtetwadurchgeeigneteKompartimentmodelle.

PlastiziẗatentstehtdurchVer̈andernderVerbindungsstrukturen(mangehtdavonaus,daßzwar
dieNeuronennachderGeburt komplettvorhandensind,abernichtdiesynaptischenVerbindungen)
unddurchVer̈andernderSẗarke derSynapsenbindungen.

Esist nicht klar, welchesElementderelektrischenSignaleInformationträgt,denkbarwäre� binäreKodierungdurchdenZustanddesNeurons(fehleranf̈allig),� Frequenzkodierung(langsam),� KodierungdurchKoinzidenz(wer steuertdiese?).

Verifizierbarist diesesdurchdienotwendigenEigenschaften,diesoeineKodierungbesitzenmuß,
undnachgewieseneEffekte(z.B. synchronspikendeNeuronen).

Im menschlichenGehirnsinddie Zellen in Regionenmit unterschiedlicherFunktionaliẗat an-
geordnet.Dengrößten(undjüngsten)Teil bildet derNeocortex mit unterschiedlichenfunktionel-
len Bereichen,etwa demmotorischenundsomato-sensorischenRindenfeld,welcheje Regionen,
die für einzelneOrganeverantwortlich sind,aufweisen.Etwa dasvisuelleSystemist relativ gut
untersucht,mankannhier verschiedeneSchichtenvon Neuronenausmachen,die untereinander
verbundensind.

1.3 HistorischeEntwicklung

[43] McCulloch/Pitts:Schaltkreisemit Schwellwertelementen,binäreGewichte.SiezeigenBe-
rechnungsuniversaliẗat.

[49] Hebb: LernparadigmadesHebbschenLernens,Versẗarkungvon Verbindungenzwischen
NeuronengleichartigerAktivierung,AbschẅachungderübrigenVerbindungen.

[58] Rosenblatt:DasRosenblatt-PerzeptronbestehtauseinemeinzelnenPerzeptronmit vorge-
lagertenMasken.EsfindetEinsatzin derMustererkennung.Die Gewichtewerdenmit einer
Hebb-artigenRegel trainiert,BeweisderKonvergenzdesAlgorithmus.

[60] Widrow/Hoff: Adaline, ähnlichesPrinzip. Widrow gründetdie ersteNeurocomputing-
Firma,die Memistor-Corporation.� NeuronaleNetzegeltenalshinreichendesModell für selbstlernendeintelligenteSysteme.
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[69] Minsky/Papert: Sie zeigendie theoretischeBeschr̈ankungder existentenModelle, einige
einfacherscheinendeAufgabensindnichtdarstellbar.� StopderFinanzierungvonForschungim Neuro-Bereich.

[71] Vapnik/Chervonenkis:Möglichkeit, ausempirischenDatenauf die Generalisierungsfähig-
keit einesSystemszu schließen;diesesbildet bis heutedie mathematischeGrundlagenfür
sog.informationstheoretischeLernbarkeit.

[73] von der Malsburg: Schl̈agt einenAnsatzfür unüberwachtesLernenvor, der es erlaubt,
die AusbildungspeziellerArealedesvisuellenCortex, die auf spezielleOrientierungenvon
Linien reagieren,zuerklären.

[74] Werbos:Schl̈agt in seinerDoktorarbeitdasnochheutegebr̈auchlicheLernverfahrenBack-
propagationfür überwachtesLernenneuronalerNetzevor. EsfindetallerdingskeineBeach-
tung,undWerboswurdelangeZeit nichtalsUrheberdesVerfahrensanerkannt.

[76] Grossberg: Schl̈agt(in unleserlichenArtikeln) verschiedeneModellevor, wobeier sowohl
überwachtesals auchunüberwachtesLernenbenutzt. Besondersinteressiertist er am so-
genanntenStabilitäts-Plastiziẗats-Dilemma,d.h. der Möglichkeit, sich an die Umwelt zu
adaptierenund gleichzeitigGelerntesbeizubehalten.Bekanntist er durchseineAdaptive
ResonanceTheory.

[77] Kohonen: Effiziente Algorithmen zu selbstorganisierendemLernen, topologieerhaltende
Abbildungen.

[82] Hopfield: HopfieldnetzealsAssoziativspeicher. Er entwickelt sowohl Lernregelnalsauch
dienotwendigeHintergrundtheorie(mit AnleihenanphysikalischeModelle).

[83] Kirkpatrick et.al.: ErweiterungdesHopfieldmodellsum SimulatedAnnealing,sodaßeffi-
zienterBetriebmöglichscheint.

[83] Fukushima:DasNeocognitronalsfunktionsf̈ahigesSchriftzeichenerkennungssystem.� WachsendesInteresseim Neurobereich.

[84] Valiant: Schl̈agtdenBegriff PAC Lernbarkeit vor.� Formalismus,derdie Fähigkeit einesSystems,effizientzu lernen,mathematischbeschreibt.

[85] Hopfield:AnwendungaufklassischeOptimierungsaufgaben,z.B.TSP.

[86] Rumelhartet.al.:(Wieder-)EntdeckungvonBackpropagation.

[86] Sejnowski/Rosenberg: NetTalk, ein extremerfolgreichesProjektzur Spracherzeugung;die
Leistungist vergleichbarmit dembisdatobestensymbolischenAnsatz.� Aufschwungim Neurobereich.

[89] Blumeret.al.:Verkn̈upfungvon VC-DimensionundPAC Lernbarkeit.� MathematischeFundierungvon lernendenSystemen.��� Es gibt eine Fülle von weiterenneuronalenSystemen,Anwendungenin verschiedensten
Bereichen,Verkn̈upfung mit unterschiedlichstenMethoden,internationaleTagungenund
ZeitschriftenundeineetablierteNeuro-Society.
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1.4 Definition

Definition 1.1 Ein neuronalesNetz ist ein Tupel � ������������� �"!#�%$��%&'��(*) mit� �+�-, � ��.�.�./�%021 denNeuronen,� ��34�657� der Vernetzungsstruktur,� �8���:9<;>=?)�;A@B= ( 9<;>=DCFE ) denGewichten,� !��G�:HI;J)�;LK�M ( HI;NCFE ) denSchwellwertenoderBiases.� $O�P��QR;NS�ET�UE<)�;LK�M denAkti vierungsfunktionen,� &V34� denEingabeneuronen,� (G3W� denAusgabeneuronen,

Eine neuronale Ar chitektur ist ein Tupel �TXB�Y���Z�"�����[X\�"! X �%$��%&'��(*) wie oben,wobei �[X nur
für einige (in der Regel keine)Verbindung]^� _ definiertist und ! X nur für einige (in der Regel
kein) Neurondefiniertist.

Die Ideeist, daßein einzelnesNeuron] die entsprechenddenVerbindungsgewichtengewichteten
Signaledurchdie Vorgängerneuronenaufsummiertund je nachGrößeder berechnetenZahl ein
Signalweiterleitet,welchesmithilfe der Aktivierungsfunktionberechnetwird. Im Falle, daßdie
Neuronennur einenvon zwei Zusẗandenbesitzen(Spike odernicht-Spike), und die Funktion Q
die Perzeptronaktivierungist, die je nachGrößedenWert

�
oder

�
ausgibt,findetmandirekt das

biologischeVerhaltenunterVernachl̈assigungvon zeitlichenAspektenwieder:Die aneinNeuron
anliegendenSpikeswerdenje nachSẗarke der Synapsenverbindunggewichtet aufsummiertund
bei ÜberschreiteneinerSchwelleein Spike weitergeleitet. Die Verkn̈upfungsstrukturregelt das
Gesamtverhaltenund & und ( dieVerbindungzurAußenwelt.

Achtung:DieseDefinition faßtzun̈achstnur die meistengebr̈auchlichenneuronalenNetzefür
überwachtesLernen,eswerdenweitereObjekteeinneuronalesNetzgenannt.

Definition 1.2 FolgendeVernetzungsstrukturen tretenauf:
Bei einemfeedforward Netz ist ���Z�"�`) ein azyklischer Graph, & sind die Neuronenohne

Vorgänger, ( sinddie NeuronenohneNachfolger. Wir nehmenim Folgenden&�a (��cb an. Man
findetimmereineZerlegungder Form �d�e�gfihj.�.�.	h7�gk mit �l;'am�n=*�eb für ]po�q_ , &F�e�lf ,(c�T�gk , ��3 k � �r;Astf kr=�su; � � ��;N57�=�.
Bezogenauf soeineDarstellung, heißt �l; die ] te hidden Schicht für

�[v ] v�w , �gf heißtEinga-
beschicht, �lk heißtAusgabeschicht,

w
heißtdie Tiefe desNetzes.Verbindungenin �l;x5y�n= mit] v _l� � heißenshortcut Verbindungen.

Ein (voll vernetztes)multilay er feedforward Netz liegt vor, falls zus̈atzlich

�`� kr;As � �l; � � 5 �l;
gilt. Die Vernetzungsstrukturwird durch denAusdruck �:0zf���.�.�.?�%0zk{) mit 0z;|�~}���;�} angegeben.
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Ein (voll vernetztes)multilayerfeedforward Netzmit shortcutVerbindungenist einfeedforward
Netzmit �`� k � �r;Astf kr=�su; � � ��;N57�=R.
Die Vernetzungsstrukturwird durch denAusdruck �:0|f��I.�.�.I��0|k{) smit 0�;|�~}���;�} angegeben.

DieseNetztypenwerden haupts̈achlich zur Klassifikationoder Funktionsapproximationver-
wendet.

Ein (voll) rekurrentesNetz liegt für �`����57�
vor. Häufigist dann &��P(��P� oder &��P( . DieserNetztypwird haupts̈achlich als Assoziativ-
speicheroderfür Optimierungsaufgabenverwendet.

Bei einempartiell rekurrentenNetz ist��3`�Y57�
(aber i.A. wederazyklisch noch � ). & sinddie NeuronenohneVorgänger. Gebraucht wird dieses
zurVerarbeitungvonSequenzenoderzurSimulationdynamischerSysteme.

Definition 1.3 EinigeAkti vierungsfunktionen:

Perzeptronaktivierung H ���z)i��� � � � �� � v��
BipolareAkti vierung sgn���z)i��� � �F� �� � � v`�
Identit ät id �J�z)B�T�
SemilineareFunktion lin ���z)B� ��>� � � � �� �pv � vW�� � � �
Sigmoide sgd���z)i� �R� � �i� e���R)
Tangenshyperbolicus �����t�#�J�z)B�G� e�^� e���{) � � e� � e���{)
EineSquashingFunktion ist einemonotonwachsendeFunktion Q mit �L�\� � @ ��� Q��J�z)��c�
und �L�\� � @ � Qx�J�z)���� für Werte � v � .

Häufigist QR;|�WQ für alle NeuroneneinesNetzes.In diesemFall lassenwir die Indizesweg.

Definition 1.4 Ein Zustand einesNetzes� ist ein Tupel  m�¡�:¢R;�)£;LK�M mit ¢R;iCjE . EineAkti vie-
rung von � ist eineFolgevonZusẗanden 2�J¤¥)�¦§KI¨ . Die Akti vierung desNeurons ] zumZeitpunkt¤ ist dieGröße

net;£��¤¥)B�q©=¥@�; 9B=ª;L¢/=��J¤¥)x�«HI;¬.
EswerdenjetztverschiedeneDynamikendefiniert,die eserlauben,ausgehendvoneinemStartzu-
stand  2� � ) undweiteren EingabeneineAktivierungzuberechnen. Diesesbeschreibt die Funkti-
onsweiseder Netze.
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TopologischeSchaltdynamik bei feedforward Netzen:
Sei ����gfxhy.I.�.Rh��lk eineZerlegung. Für  2� � )<CFE^® M ® definiere¢�;£�J¤ �T� )��¯� ¢R;��J¤¥) falls ]BC7�= mit _°�`¤"�QR;£� net;��J¤¥)¥) sonst.

DasNetz� berechnetdie Funktion Q«S�E ® ±"® � E ® ²³® , Q��J´#)��8��¢�;>µ{� w )�)�;>µ"K ² , wobei ¢�;>µ{� � )��¶��= für]L=C & und ¢�;>µ	� � )�� � sonst.Die Funktion Q hängtnicht vonder Zerlegungab.
SynchroneSchaltdynamik bei rekurrentenNetzen:¢�;£��¤ �4� )��qQ�;£� net;£��¤¥)�)
für alle ]BC7� , ¤·C7¸ .
AsynchroneSchaltdynamik bei rekurrentenNetzen:¢R;��J¤ �T� )B��� Q�;£� net;£��¤¥)�) ]2�W]���¤¥)?�¢�;£��¤¥) sonst

wobei ]���¤¥) ein (zuf̈allig ausgesuchtes)Neuron ist. In beidenFällenstartetmanmit einemvorgege-
benenVektor  2� � )¹CFE ® M ® .
RekurrenteSchaltdynamik bei partiell rekurrentenNetzen:
Sei �JE^® ±"®A)ªº dieMengederendlichenSequenzenmit Elementenin E^® ±"® , notiertals »�´ f �I.�.�.I�¥´|¼'½ ( ¾ �°�
ist die Länge der Sequenz).Für vorgegebenes¿TCÀE^® M ® ��® ±?® , densogenanntenStartkontext, und
eineSequenzder Länge ¾ definiere

¢�;£��¤¥)B� �ÁÁ� ÁÁ�
� ¦= ]2�T]L=DC &'��¤·�Â¾Â� � �Ã = ]2�T]L=poC &'��¤�� � �QR;£� net;£��¤�� � )¥) ]^oC &'� �pv ¤¹�Â¾Ä�¢�;£�J¤x� � ) sonst.

MankanneineFunktion QRÅ°S���En® ±"®A)ªº¹�ÆE^® ²³® definierenals QRÅ'�¥»�´ f ��.�.�./��´|¼'½§)��G��¢�;>µ{�J¾ �T� )¥)£;>µ%K ² .
2 DasPerzeptron

2.1 Perzeptronalgorithmus

Wir fangenmalmit einemNeuronan,einemsogenanntenPerzeptron, formaleinmultilayerfeed-
forwardNetz �:0x� � ) mit derAktivierungsfunktionH. Die GewichtederAusgabeseien9 � , . . . , 9<Ç ,
derBias H . Esberechnetalso ´FÈ� H � Ç© ;És � 9<;\�Ê;��ËH�)|.
EineLernaufgabefür einPerzeptronist folgendeAufgabe:GegebenseieineTrainingsmengeÌ �¶,��J´ =�Í Ã = )<CFE Ç 5Î, � � � 1�}ª_*� � ��.�.I./�%Ï 1·.
Die Aufgabeist dann,Gewichte � undeinenBias H zu finden,sodaßH �¬Ð�9<;L� = ; �ÂH	)D� Ã = gilt
für alle _ , d.h. © 9<;L� = ; �4H falls Ã = � � � © 9<;\� = ; v H falls Ã = � � . �ÒÑ	)
Die Punkté = mit Ã = � � heißenpositivePunkte, die anderennegativePunkte.
ElementareReduktionen:



8 B. Hammer� Statt́ = kannman ��´ = � � )¹CFE Ç � � betrachtenundso H durcheinzus̈atzlichesGewicht �^9<Ç � �
simulieren.Wir lassenalso H im Folgendenweg.� Falls esGewichte gibt, die ��Ñ	) erfüllen, so gibt esauchGewichte, die ��Ñ	) mit � statt �
erfüllen. Skalierenvon � führt dazu,daßmansogar } Ð 9<;L� = ; }�� � verlangenkann. Wir
betrachtenalsoim Folgenden�ÒÑ	) mit � statt � undggfs.auchmit letztererSkalierung.

Die IdeedesPerzeptronalgorithmusist HebbschesLernen. Die Gewichtewerdensukzessive für
falschklassifizierteBeispieleso angepaßt,daßsie tendentiellkorrekt sind. D.h. im Falle der
GewünschtenAusgabe

�
werdenVerbindungen,wo positiveAktivierunganliegt, versẗarkt,andere

abgeschẅacht.Entspechendbei gewünschterAktivierung
�
.

Definition 2.1 Sei Ó �J� �¥´N)�� �� � � ´ positiv und Ð 9<;\�Ê;2� � �� � ´ negativ und Ð�9<;\�Ê;2� � ��
sonst.

Dannist der Algorithmusfolgendermaßen:�ÔSÕ�4�°f
Solangeein ´ mit

Ó ��� ��´#)Do� � existiert�ÔSÕ�4� � Ó �J�F��´N)2Ö�´
Satz2.2 SoferndieLernaufgabelösbarist, konvergiert derPerzeptronalgorithmusin endlich vie-
lenSchritten.

Beweis: Wir schreiben� ¦ ´ für Ð×9<;L�Ê; , } ´<} für Ø Ð��'Ù; . Sei � einLösungsvektormit } � ¦ ´<}�� � .
Sei �°Ú der Vektor im Perzeptronalgorithmusnachdem Û ten Schritt. Sei �ÊÜ¯�Ý�[�RÞ',Ê} ´<}'}R´ ist
Beispiel 1 . Danngilt

1. � ¦ �°ÚO�Â� ¦ �°f � Û ,
2. } �ßÚ�} Ù �G} �°f	} Ù � Û�� ÙÜ .

Induktionnach Û : Ûà� � ist ok. Die Rechnung� ¦ �°Ú � � � � ¦ ���°Ú � Ó �J�°Ú��¥´N)£´N)� � ¦ �°f � Û � Ó �J�°Ú���´N)£� ¦ ´á âIã äå �� � ¦ �°f � Û �T�
zeigt1. 2 folgt aus } �°Ú � � } Ù � } �°Ú � Ó �J�°Ú��¥´N)£´<} Ù� } �°Ú�} Ù � 
 Ó �J�°Ú{��´N)�� ¦Ú ´á âIã äæ f � } ´<} Ù

� } �°f	} Ù � Û�� ÙÜ � � ÙÜ .
Esgilt } � ¦ �ßÚ�}��G} �ç}�Öt} �°Ú�} (Cauchy-SchwarzscheUngleichung).Man erḧalt also� ¦ �°f � Û��`� ¦ �°ÚO�G} �Î}\} �°Úè}��G} �Î} Ø } �ßf�} Ù � Û�� ÙÜ . ��ÑèÑ	)
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Daskannfür großeÛ nichtgelten. é
Wie siehtso eineLösungaus? Ein Neurondefiniertnichtsanderesals eineHyperebene(in E Ù
eine Gerade),wobei die Punkteauf der einenSeitenach

�
abgebildetwerden,die Punkteauf

der anderenSeitenach
�
. Ist eineLernaufgabelösbar, dannheißendeswegendie Punkteauch

linear tr ennbar. Wir habengesehen,daßderAlgorithmusfür lineartrennbarePunktekonvergiert.
Allerdingsgibt esauchnicht lineartrennbareMengen,soz.B.dasXOR:� � � � Í � )"�R� � � � Í � )"�R� � � � Í � )"�R� � � � Í � )|.
Kannmanerkennen,wenneineTrainingsmengenicht lineartrennbarist?

Satz2.3 Gegebeneine Trainingsmenge, dann kann man eine Zahl ê berechnen,so daß nach
spätestensê Schritten der Perzeptronalgorithmuskonvergieren muß, soferndie Menge linear
trennbarist.

Beweis: Sofernin ��ÑèÑ	) Gleichheitgilt, dannist kein weitererSchritt möglich. Diesesliefert
einenAusdruckfür ê , derdieGrößen�°f , �ÊÜ und � ben̈otigt. Für �°f<� � etwaê+��} �Î} Ù } �ÊÜ�} Ù .
Könntenwir } �Î} beschr̈anken,dannkönntenwir auch ê abscḧatzen. � ist irgendeinVektormit� ¦ ´ ; � � für positive ´ ; und � ¦ ´ ; �-� � für negative ´ ; . O.E.fällt letzteresweg. D.h.ë �Ô�cì
für eineMatrix

ë
. Ist

ë �d�¯ì lösbar, dannfindetmanmaximal 0 Zeilen in derMatrix, sodaß
sich eineLösungdurchdasGleichungssystem

ë X � � ì (
ë X sind die 0 Zeilen von

ë
) ergibt.

Anschaulichbedeutetdas,daßmanim Lösungspolygonin die Eckengehenkann.
[Idee: Startemit einerLösung. Ändere 9 � , bis die ersteUngleichungzur Gleichungwird.

Falls dasnicht geht,kann 9 � beliebiggewählt werden. Sei ´ ;\í die zugeḧorige Zeile. Sucheim
Orthogonalraumvon ´ ;Lí eineneueRichtung,entlangdererdie Gewichtegëandertwerden,bis die
nächsteUngleichungzur Gleichungwird. Falls dasnicht geht, ist dieseRichtungfrei wählbar.
Sei ´ ;Éî die zugeḧorigeZeile. Analogkannmanim SchnittderOrthogonalr̈aumevon ´ ;Lí , ´ ;Aî , . . .
fortfahren.Sukzessiveerḧalt manso 0x� dim(Lösungsraum)Gleichungenmit vollemRang.]

D.h. aber, daßmandie Koeffizientenvon } �ç} durcheinesvon endlichvielenGleichungssyste-
men,die durchdie Punktegegebensind,erḧalt, daherkannman � abscḧatzen. é
Alternativ kann man dassog.Perzeptron-Zyklus-Theorem von Minsky und Papertbenutzen,
welchesbesagt,daßmandie LängederdurchdenPerzeptronalgorithmuserreichbarenGewichts-
vektorenin Abhängigkeit von der Trainingsmengeund demStartvektor abscḧatzenkann. Lernt
mannur mit ganzzahligenoderrationalenMustern,soerḧalt manalsoim Falle einernicht linear
trennbarenTrainingsmengeeinenZyklus undkanndannstoppen.

Wie schnellkonvergiert derAlgorithmusbei einerlösbarenTrainingsaufgabe?Wir beschr̈an-
kenunshier auf binäreMuster, d.h.EingabeńjCj, � � � 1 Ç . DannkonvergiertderAlgorithmusbei
Startin ï nachsp̈atestens �:0 �4� ) Ù �J0 �T� ) Ç � �
Schritten.

[Wir haben ê � } �Î} Ù } �ÊÜg} Ù berechnet. Für Einträgemit
�

und
�

kann man aber } �Î} be-
schr̈anken, indem man daszugeḧorige Gleichungssystemwie obenbeschriebenlöst, dasführt
übereinigeRechnereizueinerGewichtsschranke 
 Çtð�ñ�ò�óÕÇ � ��ô .]
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Umgekehrtben̈otigt aberdie Funktion��´���¿x)�È� � � Ð��Ê;:
 ; � � ��Ð Ã ;J
 ; � ��
sonst

Gewichte � mit Ð } 9<;ª}��T
 Ç � � , folglich einGewicht derGröße
 Ç � � � �:0 �[� ) . (DerBeweisbenutzt
dassog.DiskriminatorlemmaausderTheorieBoolescherSchaltkreise.)Der Perzeptronalgorith-
musbrauchtalsomindestensõ�Ö{
 Ç Schritte( õ ist einepositiveKonstante)für dieseFunktion,hat
alsoexponentiellenAufwand.

Nichtsdestotrotzist er aufgrundseinerEinfachheit,Plausibiliẗat und häufigenSchnelligkeit
beachtenswert.

2.2 Alter nativen

UngleichungenderForm ö ´ç�`÷
für einefesteMatrix

ö
, einenfestenVektor ÷ und Unbekannté könnenmithilfe Methodenli-

nearerOptimierunggelöstwerden.79 bewiesKhachiyan,daßdiesesProblempolynomiell lösbar
ist. (Eine austheoretischerSichtweisebemerkenswerteTatsache,da dasselbeProblemmit der
Restriktion,daßdie Lösungeń ganzzahligseinmüssen,NP-vollständigist.) Allerdings ist sein
Algorithmus in der Regel wesentlichlangsamerals der gebr̈auchliche,aberevtl. exponentielle
Simplex-Algorithmus. 84 schlugKarmakareinenAlgorithmusmit der LaufzeitO �:0|ø�ù ú?) vor, der
insbesonderebeigroßenInstanzenbesseralsderSimplexalgorithmusist.

[Idee: Überführe
ö ´Î�4÷ zueinemProblemderForm:

minimiere ÷ ¦ ¿
mit Bedingung

ö ¿m��û ,¿Î�4ï ,
wobei maneinendie NebenbedingungenerfüllendenVektor ¿ kennt. Genauer:Man erḧalt die
Form

ö X ´ X ��÷ X , ´ X �Gï durch
ö ´7� ö[ü´ � ¿��G÷ , ´m� ü´ý� � , ´4�Gï , ü´`�Pï , ¿T�Pï . O.E. ist÷#Xz�4ï , sonstersetzedurch

ö XÕ´|X �«þ � ü÷ ,
þ � ü÷ �j÷#X , þ �4ï für gen̈ugendgroßes

ü÷ . Dieseswird
überf̈uhrt zumProblem:minimiere Ð Ã ; mit

ö X ´ X � ¿ X �W÷ X , ¿ X �4ï , ´ X X �4ï . DasMinimum ist
�

genaudann,wennesfür dasvorherigeProblemeineLösunggab. Für diesesProblemkenntman
einenPunktim durchdieNebenbedingungendefiniertenPolygon: ´ X �Tï , ¿ X �4÷ X .

DasProblemwird approximiertdurch

minimiere ÷ ¦ ¿��ËÿgÐ������ Ã =
mit Bedingung

ö ¿7��û ,
für ÿ � � . Für ¿ç� ï wird derWert groß,sodaßmandie Ungleichungfür ¿ quasiintegriert hat.
ObigesSystemkannmanmit üblichenMethodenderAnalysisangehen.Lagrangemultiplikatoren
führenzueinemnäherungsweiselösbarenGleichungssystemundeinemneuen(besseren)Wert für¿ . DiesesVorgehenwird jetzt geeignetfür ÿÀ� �

iteriert und liefert einenPfadvon Punkten¿ ,
diegegendasOptimumkonvergieren.]

2.3 Exkurs in die Komplexitätstheorie

Gegebenist ein Entscheidungsproblem;d.h., gegebeneinegeeignetrepr̈asentierteInstanzeines
Problems� , soll entschiedenwerdenwerden,ob für � ein Sachverhaltzutrifft. Für eineInstanz�
sei } ��} die LängederRepr̈asentation.
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Definition 2.4 Ein Problemheißtpolynomiell lösbar, falls esein Programmund ein Polynom� gibt, das,gegebeneineInstanz� , nach spätestens� �"} ��}>) Schritten entscheidet,ob der nachzu-
prüfendeSachverhaltzutrifft. Die Klasseder polynomielllösbarenProblemebezeichnenwir mit
P.

Beispielesind:� Test,obeineListesortiertist,� Test,obdasProduktvon � und Ã dieZahl � ergibt,� Test,obeineTrainingsmengelinearseparierbarist.

Nur polynomielllösbareProblemesindauchfür großeInstanzeneffizient lösbar. [Stimmtnichtso
ganz,dieheutealspraktikabelanerkannteKlasseist nichtP, sondernRP, dieKlassedermit einem
nichtdeterministischenAlgorithmus in polynomiellerZeit und mit großer Wahrscheinlichkeit
korrektlösbarenProbleme.Eswird aberebensoNP o� RPvermutet.]

Definition 2.5 Ein Problemist nichtdeterministisch polynomiell lösbar, falls esein Programm
undPolynome� � , � Ù gibt mit folgenderEigenschaft: DasProgrammläuftmit durch � � beschränk-
ter Laufzeit.Auf eineInstanz� trif ft diezutestendeEigenschaftzugenaudann,wenneseineHilfeÃ mit � Ù ��} ��}>)^�¯} Ã } gibt, sodaßdasProgrammdie Eingabe � Ã ���z) mit

’
ja‘ bescheidet.Die Klasse

dernichtdeterministisch polynomielllösbarenProblemebezeichnenwir mit NP.
Ein ProblemheißtNP-vollständig, falls esin NP liegt, aberdie polynomielleLösbarkeit des

Problemsdie polynomielleLösbarkeit jedesanderenProblemsin NP implizierenwürde.

Die Ideebei NP ist, daßmanzwar mit demProblemselbstnicht viel anfangenkann.Ist aller-
dingsein guterFreundzur Hand,derunseinenTipp gibt, dannkönnenwir damitetwasanfangen
unddie nachzuweiseneEigenschafttesten.

DasBemerkenswerteist, daßestats̈achlichsogareineganzeLattevon NP-vollständigenPro-
blemengibt! Falls ein ProblemNP-vollständigist, wird vermutet,daßesnicht effizient lösbarist.
Genauer:Für keinesderNP-vollständigenProblemewurdebisdatoeinpolynomiellerLösungsal-
gorithmusgefunden[auchkein AlgorithmusausRP].
EinigeBeispielefür NP-vollständigeProbleme:� SAT: GegebeneineBoolescheFormelin konjunktiverNormalform� � � ; � =
	 ;�={�

wobei 	 ;>= eineBoolescheVariableodereinenegierteBoolescheVariableist, gibt eseine
erfüllendeBelegung?CookwiesdasalsNP-vollständignach,sogarim Fall _[CÎ, � ��
�����1 .
Dasist in NP: Wir könnenzwar bei einerFormel( � ) die Erfüllbarkeit nur testen,indemwir
alle (exponentiellvielen)Belegungendurchprobieren.Verr̈at unsaberjemandeineerfüllen-
deBelegung( Ã ), dannkönnenwir sehrschnellsehen,ob siestimmt. Pechhabenwir, wenn
unsjemandfalschgeratenhat.� TSP:GegebenSẗadte,positive VerbindungsdistanzenzwischendenSẗadtenund eineZahlê , gibt eseineRundreisemit derLängemaximal ê ?



12 B. Hammer� Hitting set: GegebenPunkte  , Teilmengen� und eineZahl Û , gibt eseineMenge õ vonÛ Punkten,so daß õ�aÎõ�;po� b für alle õ�;DC�� gilt? Anschaulich:Kann manverschiedene
Interessengruppenmit maximal Û Vertreternabdecken?

[Reduktionvon SAT: EineReduktionist ein polynomiellerAlgorithmus Q von Instanzen�
vonSAT zuInstanzenQ�� � ) deshitting setProblems,sodaß� lösbarist, wennundnurwennQ�� � ) lösbarist. Könntemanjetzt dashitting setProblemeffizient lösen,soauchSAT und
damitalle anderenProblemein NP.

Wir reduzieren: Q7S � � � � ;|È� ��x�����"Ût)
mit Ûß� AnzahlderVariablenin � ,j�-,�� � ��.�.�./����Ú	���� � �I.�.�.?�����Ú�1���c�-,è,���;³} ë ; kommtin � = vor 1�h7,����;³}�� ë ; kommtin � = vor 1l}ª_t1�hm,è,���;�����I;¬1l}"]¥1·.
Sei � erfüllbar. Für eineerfüllendeBelegungdefinieredie Menge õ��e,��I;2} ë ; ist wahr1^h,���I;³}�� ë ; ist wahr1 . Dadurchwird jedesõ�;NC�� getroffen.

Sei umgekehrteineMenge õ von Û Punktengegeben,so daßjedes õ�;C�� getroffen wird.
DefiniereeineBelegungdurch

ë ; wahr � � �I;C4õ . Wegender Mengen ,��I;¬����I;¬1 ist fürë ; falschder Punkt ���; CPõ . D.h. aber, daßdie Punktein õ genaudenerfüllten Literalen
entsprechenundalsojedeFormel � erfüllt ist, dajedederFormelentsprechendeMengevon
PunktendurchmindestenseinenVertreterin õ abgedecktist.]� 
 -SSP:GegebenPunkte , Teilmengen� , existiert einedisjunkteZerlegung Â�� � h� Ù ,
sodaß õZoC�z; für alle õ°C�� , ]nC`, � �"
�1 gilt? Anschaulich:Teile eineSchulklassein zwei
Gruppenein,sodaßdieLeute,die zusammenQuatschmachen,getrenntwerden.

[Reduktionvon SAT, überf̈uhre � �! � ; in G�6,�� � ��.�.I.I���IÇ����� � ��.�.I.I����IÇ�� � 1 , 0�� Anzahl
Variablenin � , � � ,è,��I;¬�"��I;�}�]ª1ph`,è,���;¬�"���=�� � } ë ; C � Ú���� ë =ÀC � Ú{1Z}�Û'1 . Erfüllende
BelegungenentsprechenZerlegungen  � � ,��I;¹} ë ; ist wahr1gh`,#��I;·} ë ; ist falsch1 und Ù �c, � 1<hm,�� � ��.I.�./�"���Ç�1�$% � .]� Û -SSP:GegebenPunkte , Teilmengen� , existierteinedisjunkteZerlegung Î�& � h�.�.�.�h|Ú mit õpoC'z; für alle õC�� , ]BCÎ, � ��.�.I./�"Û'1 ? Dasgilt sogarfür }�õè}���� für alle õC'� .

[Reduktionvon 
 -SSP, auchbei letzteremkann }�õè}���� angenommenwerden.]� Separabilityin theplane:GegebenPunkte¶3PE Ù , Zerlegungvon  in
Ì

und ( , Zahl Û ,
gibt es Û Linien, sodaßfür alle � C Ì und ) C*( eineLinie zwischen� und ) verläuft?

[BewiesendurchMegiddo.]

2.4 DasPerzeptron im nicht linear tr ennbaren Fall

Man kann immer nochversuchen,einemöglichstguteLösungzu finden,sofernmanmit einer
nicht linear trennbarenMengekonfrontiert ist. Um möglichstguteErgebnissezu erzielen,wird
derPerzeptronalgorithmuswie folgt modifiziert:

Definition 2.6 GegebeneinePatternmenge
Ì

, sohatder Pocket-Algorithmus folgendeForm:



NeuronaleNetze,WS99/00 13�SÕ�Wï ; �Vº^SÕ�4� Í,+ S � � Í,+ ºÄS � � Í , Ì fnSÕ� Ì Í
WHILE � Ì fgo��b undich habenochGeduld ) DO

Wähle ´çC Ì f Í �ÒÑ	)
IF

Ó �J�F��´N)�� �+ SÕ� + �4� Í Ì fnSÕ� Ì f�$�,�´�1 Í
IF
+ � + º THEN��ºÄS �`� Í�+ ºÄSÕ� +�Í

END;
ELSE�ÔS �4� � Ó �J�F��´N)£´ Í,+ SÕ� � Í Ì fnSÕ� Ì Í
END;

END;

Satz2.7 Esgilt dasPocket-Konvergenz-Theorem: SeiendiePunkterational. Für alle - � � gibt
esein ¾|f , sodaßfür alle ¾~�P¾zf gilt: Wählt manin ��Ñ	)�´ soaus,daßjederPunktmit positiver
Wahrscheinlichkeit ausgesucht wird, dannist dieWahrscheinlichkeit,nach ¾ Schleifendurchläufen
einenmaximalmöglichenWert

+ º erreicht zuhaben,� � �.- .
Beweis: BetrachteeineoptimaleHyperebeneunddiePunkte

Ì X , diedadurchrichtig klassifiziert
werden. Egal von welchemVektor man startet,esgibt eineFolge von je falschklassifizierten
Punktenin

Ì X , die zu einemoptimalenVektor führt. Die Wahrscheinlichkeit, genaudieseFolge
ausdenPunkten

Ì
zu ziehen,ist n.V. � � . Nehmejetzt an,

+ X sei die maximalerreichteMenge
an korrekt klassifiziertenPunktenund diesesei nicht optimal. NachdemZyklustheoremist die
LängederGewichtsvektoren,dieerreichtwerdenkönnen,beschr̈ankt.Bei rationalenMusterngibt
esalsonur endlichverschiedeneerreichbareGesichtsvektoren.Für jedenvon diesengibt eseine
Folge, die mit positiver Wahrscheinlichkeit gezogenwird und zu einemoptimalenVektor führt,
d.h.zu jedemZeitpunktkannmanmit positiverWahrscheinlichkeit eineoptimalePatternfolgefol-
gen.Bei beliebigerZeitdauerwird alsomit Wahrscheinlichkeit

�
einezumErfolg führendeFolge

gezogen.Man kanndahereinenZeitpunktbestimmen,nachdemmit Wahrscheinlichkeit � � �/-
einOptimumerreichtist. é
Allerdings ist esso, daßbei anderer, z.B. zyklischerReihenfolgenicht notwendigein Optimum
erreichtwird. Wannerḧalt mansoein Optimummit hoherWahrscheinlichkeit? Die ausdemBe-
weisresultierendenSchrankenfür die Zeitdauersindastronomisch.Ist dasnötig? Wahrscheinlich
ja, odergenauer:

Satz2.8 Betrachte folgendesProblem: ÛçCý¸ , 0�Cý¸ , einePatternmenge
Ì

in , � � � 1 Ç 5Ë, � � � 1
seiengegeben. Gibt esein Perzeptron, dasauf

Ì
höchstensÛ Fehler macht? ( Û , 0 und

Ì
sind

variabel.)DiesesProblemist NP-vollsẗandig.

Beweis: In NP ist klar, dennmankannGewichte raten(derenDarstellungist durchO �:0O������0³)
beschr̈ankt)undtesten,obsiezumaximal Û Fehlernführen.

DasProblemist auchNP-vollständig:Dieseswird durcheineReduktionvom hitting setPro-
blemgezeigt.Sei �0Î�¶,�� � ��.I.�.I���IÇ�1����c�-,{õ � �I.�.�.I�%õ"ÜÄ1��"Ût)
eine Instanzvom hitting set Problem. O.E. }�õ � }¹� .�.�.Ä� }�õ�Ül}¹� +

. (Ansonstenvergrößereõ";
um neueElemente.)Definieredie Eingabedimension0zX¹�Ý0 + und die Trainingsmengemit den
Punkten 1 ; � � e;Ò� e;¬�¡.�.�./� e;Ò� e; Í � )"�-]2� � ��.I.�.I�%02�1 �2 µ � � e;Lí43 ù�ù�ù 3 ;65¬� �,7 �e.�.�./� �,7 � �,7 Í � )"�1 72 µ � � �,7 � �,7 �e.�.�./� �,7 � e;Lí83 ù�ù�ù 3 ;95 Í � )"�4_p� � ��.�.�./�%Ï7�
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wobeie;�CËE Ç der ] te Einheitsvektor ist unde;\í83 ù�ù�ù 3 ;95 derVektormit
�

andenPositionen] � ��.I.�.I�%] 7
und

�
sonstfür õ¥=ß��,��I;Lí%��.�.�./���I;95�1 . DieseMengekannmit maximal Û Fehlerngetrenntwerden

dannundnurdann,wennesein hitting setderGröße Û gibt:
Esgebeeinhitting set õ derGröße Û . Definierefür die Gewichte �:9<;>=?)�;As � 3 ù�ù�ù 3 7 3 =�s � 3 ù�ù�ù 3 Ç9<;�=��~� � ��=poC7õ� � ��=DC7õ

und Hl� � . Dasbildetgenaudie Punkte
1 ; mit �I;NC7õ falschab.

Sei umgekehrt eineLösungmit maximal Û Fehlerngegeben.Definiereein hitting set õ wie
folgt: Falls

1 ; falschist, ist �I;2C õ . Fallsein
1 k2 µ falsch,aberalle

1 ; für Punkte�I; in õª= richtig sind,
ist ein beliebigerPunktaus õª= in õ . Nehmean,ein õ¥= seinicht von õ getroffen. Dannbek̈ameman
für alle �I;NC7õª= : 7© k?s � 9�k�;#�4H � 7© k?s � ©:<; K 2 µ 9�k�;#� + H
undfür õª= selberfür

w CÎ, � ��.I.�.I� + 1 :
©:0; K 2 µ 9�kª= v H � 7© k?s � ©:<; K 2 µ 9�k�; v + H<.

Widerspruch. é
ObigeReduktionist sogarkostenerhaltend,d.h. die Größeeineshitting setund die Anzahl der
Fehlklassifikationenentsprechensichgenau.Esist für hitting setsogarschwierig,eineLösungzu
finden,dienurmaximal õ malsoschlechtwie dasOptimumist ( õ einepositiveKonstante).Dieses
transferiertsichaufdasTrainingsproblem:AuchnurLösungenzufinden,diemaximal õ malmehr
Fehleralsoptimalmachen,ist schwierig.

2.5 DasRosenblatt-Perzeptron

Um die Mächtigkeit einesPerzeptronszu erḧohen,sind verschiedeneVariationendenkbar. Das
RosenblattPerzeptronversucht,lineareTrennbarkeit zu erreichen,indemdie Datendurchgeeig-
nete,aberfesteFunktionenvorverarbeitetwerden.Konstruiertist esfürBilddaten,d.h.wir nehmen
eineEingabeausE Ç%=�Ü an. Die Funktionensollen– demvisuellenSystemdesMenschen̈ahnlich
– lokaleOperationenvornehmen,etwa Rauschenunterdr̈ucken,Kantenextrahieren,speziellelo-
kaleMustererkennen,. . . . Hinter die sovorverarbeitetnDatenwird ein wie üblich trainierbares
Perzeptrongeschaltet.

Definition 2.9 Ein RosenblattPerzeptron berechneteineFunktion QmS�E Ç%=�Ü � , � � � 1 , die sich
durch Verkn̈upfungeinesPerzeptrons� mit festenFunktionenQR;NS�E Ç>=�Ü � , � � � 1 ergibt, d.h.Q � � �¬Q � �J´N)"��.�.�./�"Q�?���´N)�)|.
Die FunktionenQR; heißenMasken. Die Maske QR; hat die Ordnung Û , falls Q�; nur von Û Koeffizi-
entender Eingabeabhängt. Die Maske QR; hat denDurchmesser Û , falls QR; nur vonKoeffizienten
in einemQuadrat der Kantenl̈ange Û abhängt.

Offensichtlichkönntenbei unbeschr̈anktenMaskenalle wesentlichenOperationeneinfachdurch
die Maskenvorgenommenwerden,sodaßallesverarbeitetwerdenkann. Sinnvolle Operationen
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sindjedochbegrenzte,lokaleOperationen,die durchausvom Bildmaterialabḧangigseinkönnen.
Auf einerAuktion von Gem̈aldensind etwa Masken sinnvoll, die denSchriftzugdesMalerser-
kennenkönnen– dieserist für denPreisentscheidend.Um einenText erkennenzu können,sind
Masken(für Prototypen)für die einzelnenBuchstabensinnvoll. Tats̈achlichist eseinegebr̈auch-
liche Methodein derBildverarbeitung,im original Bildmaterialzun̈achstlokaleMerkmalezu ex-
trahieren,etwa Kantendetektoren,mittlererGrauwert,. . . undauf diesesvorverarbeiteteMaterial
zu trainieren.

JedochdasRosenblattPerzeptronhat mit beschr̈anktenMasken nur eingeschr̈ankteTrenn-
fähigkeit, so daßes nicht als universellerMechanismuseingesetztwerdenkann. Konkret be-
trachtenwir dasProblem,zusammenḧangendeMusterzu erkennen:Sei @ die Aufgabe,zusam-
menḧangendeMusterin , � � � 1 Ç>=�Ü nach

�
undunzusammenḧangendeMusternach

�
abzubilden.

Dabeiheißtein Muster ´ zusammenḧangend,sofernje zwei Punkte�Ê;>= und �'Ú 7 mit Wert
�

über
einenPfadvonPunktenmit Wert

�
verbundenwerdenkönnen.

Satz2.10 Ein RosenblattPerzeptronmit MaskenvomDurchmesserÏ ( Ï×�BA ) kannaufEingaben
aus , � � � 1 Ç%=�Ü für 0m���	Ï dasProblem@ nicht lösen.

Beweis: Betrachtedie folgendenMuster.

L M R L L LM M MR R R

Es gibt Masken,die auchauf denBereich 	 bzw. auchauf denBereich C , abernicht auf beide
zugreifen,undMasken,dienuraufdenmittlerenBereichzugreifen.VondiesendreiGruppenvon
Masken erhaltenwir alsoje einenBeitragfür die AktivierungdesPerzeptrons.Dieserwird mit� + ;Ò�%ÏV;¬�EDI;�) bezeichnet,wobei ] dasMusterundderBuchstabedie jeweiligeRegionbezeichnet.Da
dieMusterin denentsprechendenBereichenteilweisegleichsind,erḧalt manÏ � �WÏ Ù �WÏ ø �TÏGFR�+ � � + ø �ED � �BD Ù � + Ù � + FR�ED ø ��DHFN.
Wärendie Musterkorrekt,erhieltemanalsofolgendeUngleichungen,wobei H denBiasdesNeu-
ronsdarstellt: + � � Ï � � D � �4H+ Ù � Ï � � D � v H+ � � Ï � � D ø v H+ Ù � Ï � � D ø �4H� + � � + Ù � 
�Ï � � D � � D ø v 
	H � + � � + Ù � 
�Ï � � D � � D ø
Widerspruch. é
Minsky undPapertbetrachtenspezielleMaskenfolgenderForm:Q�;£��´N)B� � � ��=¥Ú^� � I _�Û C ö�

sonst

wobei
ö

eineausgezeichneteMengevon Koeffizientenist. D.h. Masken dieserForm testen,ob
anmindestensdendurch

ö
spezifiziertenStelleneine

�
steht.Minsky undPapertzeigen,daßfol-

gendesProblem,sofernesmit einemPerzeptronmit MaskenobigerBauartimplementiertwerden
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soll, mindestenseineMaskeben̈otigt, die aufdenganzenEingaberaumzugreift:Q��J´N)B��� � }Õ,��\_���Ût)·}���=¥Ú^� � 1Ê} ist gerade�
sonst

Eskannalsonichtmit lokalenVorverarbeitungenzueinemlineartrennbarenProblemtransformiert
werden.

[Dazunutzensiedassog.Gruppeninvarianztheorem, welchesbesagt,daßein Problem,das
gegen̈ubereinerGruppe J von Transformationen(etwa Rotation,Translation,. . . ) invariant ist
undmithilfe von Maskendargestelltwerdenkann,sodaßdie Mengeder zulässigenMaskenge-
gen̈uber J abgeschlossenist, dannaucheineDarstellungbesitzt,sodaßalle durch J ineinander
überf̈uhrbarenMaskendieselbeGewichtungbesitzen.

Dahersindin obigemProblemo.E.die GewichteallerMaskenzu einerMenge
ö

mit demsel-
ben } ö } gleich,dennwir könnenals J die Gruppealler Permutationender Indizesbetrachten.Es
seiein Patternmit K Stellen

�
gegeben.Für diesesliefern genaudie Maskenmit festem } ö }��4_

eine
�
, bei denen

ö
in den K Stellenenthaltenist, d.h.manerḧalt von L ? =NM solchenMaskeneine

Rückgabe.Daherfindetmandie Aktivierung© O Ú=�s �QP K _SR
für alle Mustermit K Koeffizienten

�
. Û ist die maximaleMaskengr̈oße. Das ist ein Polynom

vom Grad _ in K . Betrachtedie Funktion Q . Die Patternmit K Werten
�

werdenabwechselnd
für wachsendesK nach

�
,
�
,
�
, . . . abgebildet.D.h. die Aktivierungmußfür wachsendesK das

Vorzeichen0[5°Ï Mal wechseln.DahermußesmindestenseineMaskegeben,dieaufallePunkte
zugreift.]

Vom RosenblattPerzeptron̈ubriggebliebenist in dermodernenBildverarbeitungimmernoch
dasVerfahren,zun̈achstlokale Merkmalezu extrahieren,die dannmit – wie wir gesehenhaben
notwendigmächtigeren– Klassifikatorenweiterverarbeitetwerdenkönnen.

2.6 Konstrukti veVerfahren

Alternativ kannmanfür diesekomplexerenProblemePerzeptronnetzeeinsetzen– nur, wie soll
mandiesetrainieren?Basierendauf demPerzeptronalgorithmusgibt esverschiedeneVerfahren,
die jeweils nur ein Perzeptrontrainierenund geeignetmit einembestehendenNetz zusammen-
setzen,so daßsukzessive ein mächtigererKlassifikatorentsteht. Sei

Ì fÂ3 E Ç 5�, � � � 1 eine
Trainingsmenge.

Ì f sei nicht widerspr̈uchlich, d.h. enthaltekeineWerte ��´ Í Ã � ) und �J´ Í Ã Ù ) mitÃ � o� Ã Ù .
Definition 2.11 Tower-Algorithmus:Ì SÕ� Ì f Í Q7SÕ�P�J´ È� ïz) Í

Wiederhole, solange Q die Menge
Ì

noch falsch klassifiziert:
Trainiereein Perzeptron � auf

Ì
.Q7S ���J´ È� � ��´��"Q���´N)�)¥) ÍÌ SÕ�¶,��J´��"Q��J´#)�) Í Ã )�}��J´ Í Ã )¹C Ì fI1 ;

Nach & Schleifendurchl̈aufenbestehtdasfertigeNetzaus & PerzeptronennebendenEingabeneu-
ronen,die in einemTurmangeordnetsind,d.h.esgibt VerbindungenvonNeuron] zuNeuron] �m�
für alle ] , dieberechneteFunktionhatdie Form� ± ��´�� � ±%� � ��´���.�.�./�R�J´�� � � ��´N)�)|.I.�. )�)|.
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Satz2.12 Esgibt einenTrainingsverlauf, sodaßder Tower-Algorithmusnach Zufügenvonmaxi-
mal } Ì f	} Neuronenhält.

Beweis: Ordnedie Muster ´ � ��.�.�./��´ Ü , so daß } ´ � }Ä� } ´ Ù }Ä�d.�.�. gilt. Sind ´ � �I.�.�.I�¥´ ; durch
die bisherberechneteFunktion Q korrekt klassifiziert,aber ´|; � � nochfalsch,dannkönnendurch
HinzufügeneinesweiterenNeuronś � �I.�.�.I�¥´ ; � � korrektklassifiziertwerden.Dahergibt esauch
einegeeigneteAuswahlderMuster, die genaudiesenTrainingsverlaufbewirkt.

1.Fall: ´ ; � � ist positiv. Definierefür dasNeurondie Gewichte �J9 � ��.�.�./�%9<Ç	)n��´|; � � , 9<Ç � � �
�} ´ ; � � } Ù unddenBias } ´ ; � � } Ù . Für ´ ; � � berechnetsichdieAktivierung 
'} ´ ; � � } Ù ÖIQ���´ ; � � )B� � . Für
anderePunkté'= , _[�`] ergibt sichderWert
�} ´ ; � � } Ù Ö{Qx�J´'=/) � ´ ¦; � � ´'=¹�q} ´ ; � � } Ù .
Da } ´ ¦; � � ´'=è} v } ´ ; � � } Ù ist, ist diesesgenaufür Q��J´'=?)B� � nichtnegativ.

2.Fall: ´|; � � ist negativ. Definierefür dasNeurondie Gewichte �:9 � ��.I.�.I�%9<Ç	)à�6�Ä´ ; � � , das
Gewicht 9<Ç � � �¶
�} ´|; � � } Ù �/- für

�Vv - v �ß�\��=�,Ê} ´ ; � � } Ù �c} ´ ¦; � � ´Ê=�} 1 unddenBias �à} ´ ; � � } Ù . Das
ergibt die Aktivierung �¬
�} ´ ; � � } Ù �T-%)�Q���´'=?)x�j´ ¦; � � ´'=i�q} ´ ; � � } Ù .
Diesesergibt diegewünschtenAusgaben. é
Offensichtlichkann damit der Algorithmus mit jedemNeuronauchbei beliebigembisherigen
TrainingsverlaufmindestenseinMustermehrkorrektklassifizieren,soferndieEingabemusteralle
denselbenBetraghaben.Dasgilt alsofür Musteraus ,�� � � � 1 Ç und,dasienur durcheineaffine
AbbildungdereinzelnenKomponentenausdiesenhervorgehen,auchfür Musteraus , � � � 1 Ç . D.h.
auf binärenoder bipolarenMusternist man nachsp̈atestens} Ì f	} Neuronenfertig, sofernjedes
einzelneNeuronoptimaltrainiertwird.

Trainiertmanetwaauf dasXOR Problem� � � � Í � )"�R� � � � Í � )"�R� � � � Í � )"�R� � � � Í � )|�
sokannmanz.B. nachdemerstenDurchlaufdieTrainingsmenge� � � � � � Í � )"�R� � � � � � Í � )?�R� � � � � � Í � )"�R� � � � � � Í � )
erhalten,soferndasersteNeuronein OR berechnet.DieseTrainingsmengeist etwa mit denGe-
wichten �£� � ��� � �"
 Í � ) linear trennbar, so daßmanin diesemFall nachzwei Durchl̈aufenfertig
ist.

Definition 2.13 Upstart-Algorithmus: Die Prozedur

Training(
Ì

; Q ),
TrainiereeinPerzeptron � auf

Ì
, dieGewichteseien �J�F��H�) .

Falls
Ì

nicht korrektist:Ì � S �¶,���´ Í � )B}��J´ Í � )¹C Ì � � �J´#)�� � 1<hm,��J´ Í � )·}{��´ Í � )<C Ì 1Ì Ù S �¶,���´ Í � )B}��J´ Í � )¹C Ì � � �J´#)�� � 1<hm,��J´ Í � )·}{��´ Í � )<C Ì 1
Training(

Ì � , Q � )
Training(

Ì Ù , Q Ù )Q��J´N)<SÕ� H �J� ¦ ´ ��U Q � �J´#)x� U Q Ù �J´N)x�«H	)
sonst: Q S � �1
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wird mit Training(
Ì f ; Q ) gestartet.

U � � ist gen̈ugendgroßgewählt.

D.h. in jedemrekursivenSchrittwerdenzweiNeuroneneingef̈ugt,diesichquasiaufdasTren-
nendernochfalschenpositivenbzw. dernochfalschennegativenMustervomRestspezialisieren.
Bei geeigneterKopplungdiesesSpezialwissenskommtmanzumZiel, da ja in jedemSchritt die
MengenummindestenseinenPunktkleinerwerden.(Ein positiverundeinnegativerPunktkönnen
mindestensrichtig gemachtwerden.)Soerḧalt maneinNetzmit einerNeuronenanzahlvonmaxi-
mal 0 , 
 ± , 
 ±%� � , . . . , 
 , � Neuronenje Schicht,wobei & �T� die maximaleRekursionstiefeist.

Satz2.14 Wennman
U

gen̈ugendgroßwählt, dannklassifiziert Q die Menge
Ì

richtig, wenn Q �
und Q Ù die Mengen

Ì � bzw.
Ì Ù korrektklassifizieren.

Beweis: Für ein Patterngibt esvier Möglichkeitenfür die Aktivierung:� ��´ Í � ) mit � ¦ ´Î�4H : � ¦ �[�«Há âIã äå f �
U Q � �J´N)á âIã äå f � U Q Ù �J´N)á âIã ästf � �
� ��´ Í � ) mit � ¦ ´ v H : � ¦ �V�jHá âIã äV f �WU Q � ��´N)á âIã ästf � U Q Ù ��´N)á âIã äå f vÂ�
� ��´ Í � ) mit � ¦ ´ v H : � ¦ �V�jHá âIã äV f �WU Q � ��´N)á âIã äs�X � U Q Ù ��´N)á âIã ästf � �
� ��´ Í � ) mit � ¦ ´Î�4H : � ¦ �[�«Há âIã äå f �
U Q � �J´N)á âIã ästf � U Q Ù �J´N)á âIã äs�X vÂ�

Diesesgilt für gen̈ugendgroßes
U
. é

2.7 Ensembles

Ein EnsemblekombiniertmehrereKlassifikatorenQ � ��.�.�./�"QRÜ , dieetwavonPerzeptronengebildet
werden,zu einemeinzelnenKlassifikatordurcheineeinfacheFunktion QjStE Ç � E , sodaßeine
komplexereFunktion QZYl��Q � ��.I.�.I�"Q�Ü¹) entsteht.Üblich sindetwaeineeinfacheMittelung� È� H � Ü© ;As � QR;��J´N)x� Ï 
 )
odereinegewichteteMittelung ��È� H � Ü© ;As � O³;JQ�;ª�J´N)x�jH�)
mit geeignetenGewichten O#; , H , die man z.B so wählenkann, daßFunktionen Q�; mit höherer
Güte sẗarker gewichtet werden,oder die man einfach trainierenkann. DieserAnsatzwird uns
sp̈aternocheinmalbegegnen,wobei wir statteinfachenPerzeptronenQ�; komplexereFunktionen
kombinierenwerden.

Die Darstellungsm̈achtigkeit so einesEnsemblesist gegen̈uber einemeinfachenPerzeptron
gesteigert,dennjedeBoolescheFunktionkannmit einemPerzeptronnetzderTiefezweidargestellt
werden,sogarfallsdie GewichtederAusgabeneuronenalle

�
sind.

DieFragestelltsichjetzt,wiemandieeinzelnenPerzeptronenQR; ambestentrainiert.Siesollten
jeweils möglichstwenigFehlermachen.HabensieallerdingsFehler, dannnützt esoffensichtlich
nichts,wenndiesefür alleNeuronengleichsind.DaherwendetmanHeuristikenan,diemöglichst
unterschiedlicheeinzelnenQ�; produzieren.Möglichkeitensindetwa:
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lich langetrainierenlassen.� JedesNeuronaufunterschiedlicheTrainingsmengentrainieren.

Boosting: ZieheausderTrainingsmenge
Ì

mit ZurücklegeneineMengederselbenGröße
pro Perzeptron.

Ar cing: Zieheje neuemPerzeptronaus
Ì

eineTrainingsmengederselbenGröße,wobeidie
bishernochnicht korrektklassifiziertenPunkteeinehöhereWahrscheinlichkeit haben.SindQ � , . . . , QRÚ schontrainiert,wählt manfür ´ etwadie Wahrscheinlichkeit� �J´#)i� �¹� }Õ,R]x}/Q�;ª�J´#) ist falsch1Ê} FÐ ® [³®=�s � � �·� }Õ,R]x}/Q�;£�J´Ê=I) ist falsch1Ê} F )
Etwa für dasXOR ProblemkanndieserMechanismuszudenTrainingsmengen,�� � � � Í � )?�R� � � � Í � )?�R� � � � Í � )"1 und ,�� � � � Í � )?�R� � � � Í � )?�R� � � � Í � )"1
führen,die beideetwamit PerzeptronenQ � und Q Ù lineartrennbarsind.Die Kombination\ �¬Q � �J´#) � Q Ù ��´N)x� � .]A�)
löstdannXOR.

Ensembleswerdenhäufigeingesetzt,um die Generalisierungsfähigkeit desKlassifikatorszu ver-
bessern.Wir kommensp̈aterzudiesemEffekt.

2.8 Perzeptronnetze

Mankannnaẗurlich mit beliebigenPerzeptronnetzenstarten.EsreichtzurDarstellungjederBoole-
schenFunktioneineverborgeneSchichtaus.NichtsdestotrotzkönnenmehrSchichtendie Anzahl
derNeuronenreduzierenhelfen.

[Etwadie Funktion,die 0 binäreEingabenderGrößenachsortiert,kannnichtmit einemNetz
der Tiefe 
 und nur polynomiell vielen Neuronendargestelltwerden,hingegendochmit einem
NetzderTiefe � undpolynomiellvielenNeuronen.]

Sei also ein festesNetz mit Schichtenmit 0|f , 0 � , . . . , 0|k Neuronenund der Perzeptronak-
tivierunggegeben.Wie kannmandiesestrainieren?Ein Algorithmusergibt sich ausfolgender
Überlegung:In einemfertig trainiertenNetzbildet jedeseinzelneNeuron] diePunkté ; � , . . . , ´ ;Ü ,
die sichdurchdie Aktivierungauf denTrainingspatternergeben,auf Werte Ã ;� , . . . , Ã ;Ü ab. Dieses
geschieht,indemdie AktivierungdesNeurons� ¦ ´ ;= �ýH mit

�
verglichenwird. Wir hattenschon

gesehen,daßesmöglich ist, � und H sozu ändern,daßsiesichalsLösungeinesGleichungssy-
stemsmit durchdie Punkté ;= bestimmtenKoeffizientenergeben,ohnedie FunktiondesNetzes
auf dengegebenenDatenzu ändern.Dasheißtaber, mit Auswahl von maximal 0�; �¶� Punkten
aus ´ ;= ( 0z; sei die EingabedimensiondesNeurons] ) und derenKlassifikationnach

�
oder

�
ist� und H bestimmt. Jetzttestenwir einfach für jedesNeuronSchichtfür Schichtrekursive alle

Möglichkeitendurch. Es gibt zwar exponentiellviele Möglichkeitenin Bezugauf die jeweilige
Eingabedimension0z; desbetrachtetenNeurons] (mansuchtbis zu L ÜÇ ; � � M Punkteund für diese
eineallermöglichenKlassifikationenaus),abernurpolynomiellvieleMöglichkeitenin Bezugauf
die Anzahlder TrainingspunkteÏ . D.h. die Prozedurist polynomiell für einefesteArchitektur.
Die Architekturparametertretenaberexponentiellauf.

Wahrscheinlichgehtdasprinzipiell nichtbesser. GenauerhatmanfolgendeNP-Ergebnisse:
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Satz2.15 Betrachte folgendesProblem: 0¡Ce¸ und eine Patternmenge
Ì

in , � � � 1 Ç 54, � � � 1
seiengegeben.Gibt esein Perzeptronnetz�:02�"
�� � ) , dasauf

Ì
korrektklassifiziert?( 0 und

Ì
sind

variabel.)DiesesProblemist NP-vollsẗandig.

Beweis: DasProblemist in NP, dennmankann(polynomielle)Gewichteratenundtesten,obsie
stimmen.Esist auchNP-vollständig,damandasNP-vollständige
 -SSPdaraufreduzierenkann:

Seiein SSP ��x���g) gegeben.Seio.E. }�õè}t�&� für alle õgC
� . Sei }^}��-0 . FolgendePunktein, � � � 1 Ç �tøÄ5ç, � � � 1 sindzu lernen:� � � ��.�.�.?� � � � � � � � Í � ) ,� 1 ;|�P� � ��.�.�./� � ��.�.I. � � � � � � � Í � ) für alle ]BCÎ, � ��.I.�.I�%0N1 , die
�

stehtanderStelle ] ,� 1 2 µ��P� � ��.�.�./� � .�.�.?� � � � .�.I./� � � � � � � � Í � ) für alle õª=��c,��I; í ���I; î ���I;9_/1*C�� ; die
�

stehenanden
Stellen �I; í , �I; î , ��;6_ ,� � � ��.�.�.?� � � � � � � � Í � ) ,� � � ��.�.�.?� � � � � � � � Í � ) ,� � � ��.�.�.?� � � � � � � � Í � ) ,� � � ��.�.�.?� � � � � � � � Í � ) ,� � � ��.�.�.?� � � � � � � � Í � ) ,� � � ��.�.�.?� � � � � � � � Í � )

Es ist jetzt zu zeigen,daßdiesesProblemmit einemNetz genaudannlösbarist, wenndasSSP
lösbarist.

SeieineLösung � ,  Ù für dasSSPgegeben.DefinierealsGewichtefür diebeidenverborgenen
Neuronen�J� � � � � � ��� � ) bzw. ��� Ù ��� � ��� � � � ) mit9<;>=�� � � � falls ��=C'z;
 sonst�
undBiases� � .6A , die Ausgabeberechneein und.Dasbildetalle Punkterichtig ab. Für die Punkte1 2 µ folgt das,daalleMengenõª= gesplittetwerden.

Sei umgekehrt ein neuronalesNetz gegeben,dasdie positiven Punktekorrekt abbildet. Be-
trachtezun̈achstfolgendesTeilproblemin denletztendreiKoordinaten:

Die unterschiedlichklassifiziertenPunktewerdendurchzwei Ebenen
\ � und

\ Ù , die denNeuro-
nenin derhiddenSchichtentsprechen,voneinandergetrennt.O.E.liegt keinPunktdirektaufeiner
dieserEbenen.Sei

w � die Abbildung,die die Punkteauf derSeitevon
\ � , auf der ï liegt, nach

�
abbildet,

w Ù analog.DannberechnetdasAugabeneuron
w �  w Ù : Angenommen,dasseinicht der

Fall. Dannwürdeesnicht nur einen,sonderndrei der vier möglichenWertein der verborgenen
Schicht � � � � ) , � � � � ) , � � � � ) , � � � � ) nach

�
abbilden,da nur eineEbeneoffensichtlichdie Punkte
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nicht trenntunddasXOR nicht mit einemPerzeptronlösbarist. Dashießeaber, daßeineEbene
mindestenszwei schwarzePunktevonallenweißenabtrennt.Dasgehtoffensichtlichnicht.

Betrachtejetzt wiederalle Dimensionen.Die beidenhiddenNeuronendefinierenje eineEbe-
ne,die wir wiedermit

\ � und
\ Ù bezeichnen.Analogzu ebenseiendie Abbildungen

w � und
w Ù

definiert. Sei  � �d,��I;i} w � � 1 ;J)[� � 1 und  Ù �d,���;i} w Ù � 1 ;�)V� � 1�$% � . Da dasNetz
w �  w Ù

berechnetunddie Punkte
1 ; alle nach

�
gehen,ist daseinedisjunkteZerlegungvon  . Wärenfür

eineMenge õ alle Punktein  � , dannwürdeauch
1 2 von

w � auf
�

abgebildetwerden,dennder
Punktliegt dannalsLinearkombinationdereinzelnen

1 ; auf derselbenSeitederEbenen
\ � , wie

dieeinzelnen
1 ; . Analogmit  Ù . é

Obwohl man dasvermutet,folgt nicht automatisch,daßdasTraining größererNetzegenauso
schwierigist. DazubedarfeseinesneuenBeweises:

Satz2.16 Betrachte folgendesProblem: 0qC�¸ und einePatternmenge
Ì

in E Ç 5�, � � � 1 seien
gegeben.Gibt esein Perzeptronnetz�J0x�%0 � ��.�.�./�%0|k�� � ) , dasauf

Ì
korrektklassifiziert?( 0 und

Ì
sindvariabel, 0 � �T
 , . . . , 0|k sindfest.)DiesesProblemist NP-vollsẗandig.

Beweis: Auchhier kannmanGewichteratenundtesten,ob siefunktionieren.
DerBeweisderNP-Vollständigkeit gehtdurcheineähnlicheReduktionvom 0 � -SSP:Wir deu-

tendashier nur an.
Seiein 0 � -SSP �0x���*) mit Mengenõ°C`� derKardinaliẗat maximal � gegeben.Sei }^D}Ê��0 .

Sei 0 X �W0 � 0 � �T� . FolgendePunktein E Ç�a 5Î, � � � 1 sindzu lernen:� � � ��.I.�.I� � � � ��.�.I./� � Í � ) ,� 1 ; �P� � ��.�.�./� � ��.I.�. � � � � � �I.�.�. Í � ) für alle ]iCç, � ��.�.�.?�%0N1 , die
�

stehtanderStelle ] ,� 1 2 µg�� � ��.�.I./� � .�.I./� � � � .�.�.?� � � � �I.�.�.?� � Í � ) für alle õ¥=g�¡,��I;Lí����I;Aî/���I; _ 1 C/� ; die
�

stehenan
denStellen �I;Lí , �I;Aî , �I; _ ,� � � Ç ��bz;¬� � Í � ) für alle bz;NCÎ,�� � � � 1 Ç í $Ê� � ��.�.�.?� � )� � � Ç ��b|f�� � Í � ) mit b|f¹�¶, � 1 Ç{í� � � Ç � üþ ;Ò� � Í � ) für ]�� � , . . . , 0 � �:0 � �W� ) und � � Ç � �þ ;¬� � � � ) für ]�� � , . . . , 0 � �:0 � �T� ) , wobei

üþ ;
und �þ ; wie folgt konstruiertwerden:

Wähle 0 � ��� Punktein jederMenge
\ ;2��,�´ýCÎE Ç�í }/�Ê;2� � � I _Îo�c]���= � � 1 , undnenne

sie
þ � , þ Ù , . . . , die gesamteMenge @ . Die folgendeEigenschaftsoll dabeigelten:Gegeben0 � �G� verschiedenePunktein @ , dannliegendieseauf einerHyperebenedannund nur

dann,wennsie in einemeinzigen
\ ; enthaltensind. (Daskannmandurchdie Bedingung

det P � .�.�. �þ ; í .�.�. þ ;9c í0d í R o� � testen,daherist dasmöglich.) Für ��=C \ ; definiere
üþ =CFE Ç{í

als
üþ =��G�0��= � ��.�.I./����=£; � � ����=£; � -I����=£; � � ��.�.I./����=£Ç�í£)?� und �þ =C�E Ç{í als �þ =��P�0��= � ��.�.�./����=ª; � � ����=ª;��-I����=ª; � � ��.�.�.?����=ªÇ{íª)"� für kleines - mit folgenderEigenschaft:Falls eineHyperebenein E Ç{í

mindestens0 � �À� Paare� üþ ;Ò� �þ ;�) separiert,dannsinddasdie 0 � �À� Paare,diezudenjenigen0 � �Â� Punktenin einerHyperebenen
\ ; korrespondierenunddieseparierendeHyperebene

ist nahezugleichmit derjenigendurch
\ ; . (DaskannmanwiederdurcheineDeterminante

testen,dahergehtdas.)

DiesePunkteerzwingen,daßdie Neuronenin der erstenverborgenenSchichtnahezumit
den

\ ; übereinstimmenmüssen.Daherwerdendie
1 ; auf ganz , � � � 1 Ç�í abgebildetin der

erstenverborgenenSchicht,dasheißt,dasrestlicheNetzberechnetwegen bz; notwendigein
und!
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SeieineLösung � , . . . , zÇ�í des 0 � -SSPgegeben.DefinieredenBiasdes ] tenNeuronim ersten
hiddenLayerals � � .]A unddie Gewichteals ��� � ��.�.I.I��� ® e³® � e;¬��� � .6A	) mit

�R=��¯� � � ��= ist in z; enthalten
 sonst

unddem ] tenEinheitsvektore; . Alle anderenNeuronenberechnenein und. Dasklassifiziertalles
richtig.

Seiumgekehrtein Netzwerk,dasallesrichtig klassifiziert,gegeben.WegenderPunkteb�; , �þ ;
und

üþ ; berechnetdanndasNetz ab der zweitenSchichteinfachnur die Funktionund. Definierez;z�¶,���=�} das] teNeuronin dererstenverborgenenSchichtbildet
1 = nach

�
ab. 1�$Ê�0 � h�.�.�.Jhfz; � � ) .

Dasbildetein Splitting,wie analogzumobigenBeweisgesehenwerdenkann. é
ObigesErgebnisgilt sogar, wennmannichteineperfekte,sondernnureineapproximativeLösung
sucht,d.h.eineLösung,dieeinengroßenBruchteil,abernichtallePunktekorrektklassifiziert.

Man erḧalt sogarNP-Ergebnisse,wennmandie Eingabedimensionfest läßt,aberdie Neuro-
nenanzahlvariiert. DiesesProblemkönntez.B.auftreten,wennmannacheinermöglichstkleinen
Architekturfür ein festesProblemsucht.Manerḧalt:

Satz2.17 Für eineArchitekturderForm �:0x��0 � ��.�.I.I�%0zk�� � ) mit festem
w �T
 , 07�W
 undvariieren-

dem0 � und 0 Ù undeinevariierendePatternmenge
Ì

in E Ç 5Z, � � � 1 ist esNP-hartzuentscheiden,
ob
Ì

mit geeignetenGewichtenkorrektklassifiziertwerdenkann.

Beweis: Reduktionvon ’separabilityin theplanewith lines’: SeienPunkte( und C in E Ù gege-
ben.BetrachteÌ �¶,��J´ ;¬� Ã ;§)<CFE Ù 5ç, � � � 1�}��J´ ;NC�C� Ã ;z� � )hgÎ��´ ;NC�(� Ã ;|� � )�1�.Ì

kannmit einemNetzderArchitektur ��
��"Ûz��}^C[} � � ) klassifiziertwerdendannundnurdann,wenn( und C sichdurchmaximal Û Geradentrennenlassen:
Falls

Ì
korrekt klassifiziertwerdenkann, danndefinierendie durchdie Û Neuronenin der

erstenverborgenenSchichtdefiniertenGeradenÛ Geraden,die ( und C trennen.
Falls ( und C durchGeradengetrenntwerden,danndefinieredasNetzwie folgt: Die Neuro-

nenin dererstenverborgenenSchichtentsprechenden Û Geraden.Sei CW�¶, 1 � ��.�.�.?� 1 Ün1 . Das_ te
Neuronin derzweitenverborgenenSchichtberechnet�J� � ��.�.I.I���'Ú�)�È� ���B)�� �  F.�.�.� 7���B)��'Ú , wobei� bei �Ê; auftaucht,falls

1 = aufdernegativenSeiteder ] tenGeradeliegt. Insbesonderebildetdieses
Neuron

1 = nach
�

und b nach
�

abfür alle b7C�( . Also tut’sein
’
oder‘ alsAusgabe. é

Tja, die Situationsiehtalsoziemlich schnellübel aus,falls die Architektur zu großwird. Man
hofft aber, daßobigeschwierigenFälle in der Praxisnicht auftretenund trainiert trotzdem. Da
niemanddenobengenanntenpolynomiellenAlgorithmusfür kleine Architekturenin der Praxis
ernsthaftbenutzt,betrachtenwir aberjetztdie in derPraxisgebr̈auchlichenTrainingsmethodenfür
feedforwardNetze.

3 Feedforward Netze

Um ein effizientesTrainingvon feedforwardNetzenzu ermöglichen,bedientmansicheinesent-
scheidendenTricks: Man ersetztdie Aktivierungsfunktiondurchdie sigmoideFunktionsgd�J�z)B��R� � ��� e���{) die ja die Perzeptronaktivierung für Werte gegen ikj gut ann̈ahert. Vorteil: Die
Netzfunktionenwerdendifferenzierbar, und alles löst sich in Wohlgefallen auf. Alles, wasmit
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Perzeptronnetzendarstellbarwar, läßtsichauchdurchNetzemit dersigmoidenFunktiongut ap-
proximieren,dafür �«o� � �\�L�2 @ � sgd��õ��z)i� H ���z)
gilt. Außerdemkönnenjetzt nicht nur binärwertigeAbbildungen,sondernAusgabenaus » � � � ½
betrachtetwerden.

3.1 Trainingsverfahren

Seialsoein NetzundeineTrainingsmenge,��J´ml��¥¿ml{)<C E Ç 5«» � � � ½ 7 } � � � ��.�.�.?�%Ï 1 gegeben.Die
Eingabeneuronenseiendie Neuronen

�
, . . . , 0 . Die AusgabedesNeurons] bei Eingabedes� ten

Mustersbezeichnenwir mit ¢�l"; , die AktivierungdesNeurons] bei Eingabedes� tenMustersmit
netl�; ; für dieNeuronen,die nichtEingabeneuronensind,gilt

netl";|� © =�@<; 9B=£;§¢�lª=·�«HI;¬� ¢�l�;z� sgd� netl�;�)".
DerquadratischeFehler desNetzesist die Größen � �
 Ü© l?s � ©= ist Ausgabeneuron

��¢�lª=·� Ã l¥=?) Ùá âIã äo�p � �
 Ü© l/s � n lè.
Falls dasNetz alle Beispielerichtig abbildet,dannist

n � � . Training bedeutet,Gewichte zu
finden,so daß

n
möglichstklein ist. Man beachte,daß

n
differenzierbarist. Daherist ein so-

genannterGradientenabstiegmöglich: Geheauf der Fehlerfl̈acheschrittweisein die Richtung
dessteilstenAbstiegs,bis esnicht mehrweitergeht. Die RichtungdessteilstenAbstiegsist aber
geradedersogenannteGradient qSr n ��� )�� Pts n �J��)s 9<;>= R ;A@B= �
wobeiwir wiederangenommenhaben,daßderBiasjedesNeuronsdurcheinzus̈atzlichesGewicht,
d.h.eineVerbindungzu einemEingabeneuronmit konstanterEingabe

�
realisiertist. Mathema-

tischist Gradientenabstieg daherfolgendesVerfahren:

setze�ÔS �T�vu (i.A. kleineZufallszahlen)
wiederhole�ÔSÕ�T�e�.w P s n �J��)s 9<;>= R ;>=

Dabeiist
�àv w die sogenannteSchrittweite, die die GrößederGewichts̈anderungenbestimmt.

BackpropagationbezeichnetlediglichobigesVerfahren,wobeidieGradientenaufeinespezielle,
besonderseffizienteWeiseberechnetwerden;wir betrachtenderEinfachheithalberdenFall � ��
, und lassenden Index � weg. Für mehrerePatternmußmandie Rechnungfür jedesPattern

durchf̈uhrenundanschließendaufsummieren.Esists n �J� )s 9<;>= � s ns net= Ö s net=s 9<;>= � Ó =¹ÖR¢�;è.
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(Kettenregel: �¬Q��yx ���z)�)¥)£X��qQ�X��zx|�J�z)¥)2Ö{x�XJ���z) ) mit demFehlertermÓ =SÕ� s ns net=
und s net=s 9<;>= � s Ð Ú�@B= 9�ÚÒ=?¢RÚs 9<;>= ��¢�;Ò.
Man kanndie

Ó = sehreinfachdurchfolgenderekursive Formel berechnen,die esgestattet,aus-
gehendvon denAusgabeneuronendie Fehlertermefür die Neuronender einzelnenSchichtenzu
berechnen.SiewerdenquasiSchichtfür Schichtzurückpropagiert,daherderName

’
Backpropa-

gation‘ : Ó =��}| ��¢?=·� Ã =/)xÖ sgdX � net=?)?� _ ist AusgabeneuronÐ =�@�Ú 9B=ªÚ Ó Ú�Ö sgdX � net=/)"� sonst.

Letzteresergibt sichwie folgt: s ns net= � ©=¥@�Ú s ns netÚ Ö s netÚs net=� ©=¥@�Ú
Ó Ú#© ;A@�Ú 9<;ÉÚ s sgd� net;:)s net=� ©=¥@�Ú
Ó ÚI9B=ªÚ<Ö sgdX � net=?)

(Kettenregel im Mehrdimensionalen:Q��yx � �J�z)?�I.�.�.I�~x�Çu�J�z)¥) X � ������ í Ö{x � X �J�z) � .�.�. � ������ c x{Ç X �J�z) )
Definition 3.1 Offline/Batch Backpropagation ist folgenderAlgorithmus:wVS �Bw,u Í

Initialisiere � , ! mit kleinenZufallszahlen;
Wiederhole� �ÔS �Tï ; � !7S ��ï Í

Für jedesPattern ��´mlè��¿ml�)¢�;NS � | �>l�; ] ist Eingabeneuron,

sgd��Ð =�@<; 9B=£;§¢?=·�«HI;:) sonst.Ó =DS ��| �:¢/=¹� Ã lª=?)¥¢?=�� � �«¢/=?) _ ist Ausgabeneuron,Ð =¥@ÄÚ 9B=¥Ú Ó ÚI¢/={� � �«¢?=?) sonst� 9<;�=S � � 9<;>=i�«¢R; Ó = Í� HI;NSÕ� � HI; � Ó ; Í�ÔSÕ�T� � w � � ; !mSÕ�q! � w � ! Í (*)

Beionline Backpropagationwird die Änderung(*) ersetztdurch die Änderung9<;>=SÕ�W9<;>=i�.wu¢�; Ó = Í HI;NS ��HI; � w Ó ; Í
innerhalbder Schleife.
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Dabei ist w�f � � ; wir habensgdX �J�z) � sgd�J�z)I� � � sgd�J�z)¥) benutzt. Online Backpropagation
nimmt die Gewichts̈anderungenjeweils schonnachjedemPatternvor, ist alsokein tats̈achlicher
Gradientenabstieg mehr. Es hat sich abergezeigt,daßdie dadurchentstehendenZufälligkeiten
förderlichfür die Ergebnissesind. Der Aufwandvon Backpropagationhängtvon derAnzahlder
nötigenSchleifendurchl̈aufeab, die sich je nachgewählterLernrateund Situationändernkann.
Der AufwandeineseinzelnenSchleifendurchlaufsergibt sichalsAnzahlderPatternmultipliziert
mit derAnzahlderGewichtemal eineKonstante,dain jeder

’
Vorwärtswelle‘ zumBerechnender¢�; bzw.

’
Rückwärtswelle‘ zumBerechnender

Ó ; jedesGewicht genaueinmalangeschautwird.
DiesesVerfahrenist mit einigenProblemenkonfrontiert, die man durchzahlreicheVariationen
versuchthat,zumeistern:� LokalesstattglobalesMinimum gefunden,� Minimum wird aufgrundzugroßerSchrittweiteübersprungen,� Oszillationin schmalenTälern,� Stagnatationim Hochplateaus,� . . .

Folgendeteilweiseheuristischmotivierte Modifikationensind etwa möglich. (Bias durch On-
Neuronrealisiert!):� Flat-spot-elimination:

In denFehlertermen

Ó = tauchtdieGrößesgdX �J�z) auf,die im bestenFall
� . 
,A , im schlimmsten

Fall nahezu
�

ist. Diesesführt zu extrem kleinenFehlersignalen,insbesondere,sofernsie
durchmehrereSchichtenpropagiertwerden.Bei flat-spot-eliminationverwendetmanstatt
sgdX ���z) denWert sgdX �J�z) � - für ein - � (ß.� Momentum Term: (Nur für die Offline-Version)
Nahebei lokalenMinima kannesgeschehen,daßderGradientzugroßist unddeswegendas
Verfahrenoszilliert. Umgekehrtkannauf einerlangenGef̈allstrecke ein kleineslokalesMi-
nimumdenSuchprozeßaufhalten.Die Ideeist, gegensolcheEffekteein Trägheitsmoment
einzuf̈uhren,sodaßtendentielldie letzteRichtungbeibehaltenwird. Esbezeichne

� � die
in �ÒÑ	) berechnetëAnderungund

� �7�J¤¥) die im Folgendentats̈achlichvorgenommenëAnde-
rungnachdem ¤ tenSchleifendurchlauf,d.h. 9<;>=OS �q9<;>= � � 9<;>={�J¤¥) . Esist

� �m� � )i�cï . Bei
Backpropagationmit Momentumist� 9<;>={�J¤ �T� )���w � 9<;>= � O � 9<;>={�J¤¥)
mit O¯C¯» � .Õ
�� � .���½ demMomentum Term. Allerdings ist der Effekt begrenztund ändert
nichtsdaran,daßdie auchdurchdenGradientenbestimmteSchrittweitefür die jeweiligen
Situationenunpassendist.� Manhattan Training: ManersetztinnerhalbderSchleife� 9<;�=S � � 9<;>=i�«¢R; sgn� Ó =/) Í
Die FehlersignalebestimmenalsonurdieRichtungderÄnderungundnichtmehrdieGröße.
Tats̈achlichentsprichtdieseseinemGradientenabstieg auf derdurch Ð l Ð = }�¢�lª=<� Ã l¥=	} ge-
gebenenFehlerfl̈ache.Da in

�
keineDifferenzierbarkeit gegebenist, kommteshier evtl. zu

Oszillationen.
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Die Ideeist, für jedesGewicht eineeigeneSchrittweitezuverwenden,umVerzerrungenfür
dieeinzelnenRichtungenzuvermeiden.Die Schrittweitenwerdenadaptiert.w�;>=�� � )��Bw	f (z. B.

�
)� 9<;>={�J¤¥)��Bw�;>=��J¤¥) � 9<;>=

w�;>=��J¤¥)�� �ÁÁÁÁÁ� ÁÁÁÁÁ�
w�;>=��J¤2� � )2Ö�wÊ� s ns 9<;>= �J¤2� � ) s ns 9<;>= �J¤¥) v`� �w�;>=��J¤2� � )2Ö�w�� s ns 9<;>= �J¤2� � ) s ns 9<;>= �J¤¥) � � �w�;>=��J¤2� � ) sonst�

mit s n �J¤¥) � s 9<;>=Ä��� � 9<;>= . wÊ��Cg½ � � � » z.B.
� .]A sorgt fürVerkleinerungderSchrittweite,falls

sichdie Richtunggëanderthat, w � � � z.B.
� .Õ
 sorgt für Vergrößerung,falls die Richtung

beibehaltenbleibt. Allerdings ist derGradientein immernochstarkbestimmenderFaktor.
Im zweitenFall kanneszueinerExplosionderSchrittweitekommen.� DeltaBarDelta:
DasselbeVerfahren,wobeimandenzweitenFall durchw{;>={�J¤¥)B��w�;�=���¤�� � ) � w � � falls s ns 9<;>= �J¤2� � ) s ns 9<;>= �J¤¥) � �
ersetzt.Dadurchsoll eineExplosionverhindertwerden.� RProp:
ResilientPropagationbenutztaucheineeigeneadaptiveSchrittweitefür jedesGewicht, ver-
zichtetabergänzlichdarauf,die i.A. irreführendeGrößedesGradientenzuverwenden.Zu-
dem werdenverschlechterndeSchritte,d.h. man ist über dasMinimum hinausgegangen,
zurückgenommenundmit verbesserterSchrittweiteneuprobiert.� 9<;>={�J¤¥)B� �ÁÁÁÁÁÁÁ� ÁÁÁÁÁÁÁ�

� � 9<;�=	��¤x� � ) falls s ns 9<;�= ��¤x� � ) s ns 9<;>= �J¤¥) v`� �
setzezudem s ns 9<;>= ��¤¥)<S � s ns 9<;�= ��¤�� � )"��fw{;>=���¤¥)xÖ sgn P s ns 9<;>= �J¤¥) R sonstw{;>={�J¤¥) wird wie beiSuperSABver̈andert.DerersteFall entsprichtdemZurücknehmeneines

verschlechterndenSchrittes.Die Größeder maximalenGewichts̈anderungwird zus̈atzlich
beschr̈ankt.RPropist einextremrobustesundschnellesVerfahren,sodaßeshäufigdieMe-
thodederWahl ist. Allerdingsist schnellesTraininghäufigkontraproduktiv für die Genera-
lisierungsleistung,sodaßdiesedurchweightdecayoderearlystoppingerzwungenwerden
sollte(kommtsp̈ater).� Steepestdescent:
Die Ideeist, in RichtungdesGradientensoweit zu gehen,daßmanin dieserRichtungein
Minimum erreicht,und dannersteineneueSuchrichtungeinzuschlagen.In Richtungdes
Gradientenwird nur die Schrittweiteadaptiert,aberkein neuerGradientberechnet.Dieses
hilft etwa bei langen,geraden(!) Tälern oderHochebenen,schl̈agt aberschonbei einer
einfachenFehlerfl̈achemit elliptischenHöhenlinienfehl, daesstarkoszilliert.
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Alternativ kannmanin einerleicht vom GradientenabweichendenRichtungsuchen,sodaß
dieseOszillation verhindertwird. Wenn man im Schritt ¤ schonin der Richtung ��¦ ge-
suchthat, dannmöchtemannicht wieder in die Richtung ��¦ suchenmüssen.D.h. in der
neuenSuchrichtung��¦ � � sollte der Gradientmöglichstsenkrechtzu ��¦ sein. Für folgende
Überlegungenbenutztman,daßsichjedehinreichendglatteFunktiondurcheineTaylorent-
wicklung gutapproximierenläßt.EsgiltQ��J�z)��-Q����'f?) � q Q��J�'f")/�J�[�Î�'f?) �T�R� 
OÖ����[�j�'f?) ¦ \ ���'f?)I�J�ß�j�'f")
mit

\ � Hessematrixvon Q . Die Approximationist für PolynomemaximalzweitenGrades
sogarexakt,für mindestenszweimalstetigdifferenzierbareFunktionenkannsiedurcheinen
Termabgescḧatztwerden,dermit demAbstandderPunkte� und �'f skaliert. ObigeIdee,
denSuchrichtungsozuwählen,daßderGradientmöglichstsenkrechtzuraltenSuchrichtung
bleibt,bedeutet: � � q n �J�à¦ � � ��U Ö���¦ � �á âIã ä

neueSuchgerade

) ¦ Ö���¦� q n �J�à¦ � � ) ¦ Ö���¦á âIã ä� f�3 daentlang��� minimiert

��U � ¦¦ � � \ ���à¦ � � )~��¦��
Dabeisei �à¦ derGewichtsvektorvor Minimierenin Richtung��¦ und

\
dieHessematrixvonn

. Man minimiert z.B. in sogenanntenkonjugierten Richtungen,d.h.Richtungenmit� ¦¦ � � \ �J�à¦ � � )~��¦N� � .�è¦ � � wird jetzt als um einenAnteil in Richtung �è¦ korrigierter Gradientgewählt, so daß�è¦ � � und �è¦ konjugiertsind: ��¦ � � �Y� q n �J�à¦ � � ) ��� Ö>��¦ , wobei
�

so gewählt wird, daß� ¦¦ � � \ �è¦ � � gilt, d.h. �£�
q n �J�à¦ � � ) �T� Ö���¦:) ¦ \ �è¦|� �� � � q n ���à¦ � � ) ¦ \ ��¦� ¦¦ \ ��¦ .

Diesesist nurdefiniert,falls � ¦¦ \ �è¦ � � ist. Anderenfallsmußmansichmit adhocRichtun-
gen,etwa demeinfachenGradienten,behelfen.DieserAusdruckist nochsehrineffizientzu
berechnen,daherformt manweiterum: Sei �à¦ � � �T�à¦ � O³¦|Ö���¦�. Dannist\ Ö���¦h� q n �J�à¦ � � )x� q n �J�à¦:)O#¦ �
also � � q n �J�à¦ � � ) ¦ � q n �J�à¦ � � )x� q n �J�à¦:)¥)� ¦¦ � q n ���à¦ � �á âIã äf )x�

q n �J�à¦�)�)
(Hestenes-Stiefel)� q n �J�à¦ � � ) ¦ � q n �J�à¦ � � )x� q n �J�à¦:)¥)�f� ¦¦á{âIã{ä�No ó r � ô �>� ����� í

q n ���°¦J)� q n �J�à¦ � � ) ¦ � q n �J�à¦ � � )x� q n �J�à¦:)¥)q n ���°¦J) ¦ q n �J�à¦:)
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(Pollack-Ribiere)� q n �J�à¦ � � ) ¦ q n ���°¦ � � )q n �J�à¦�) ¦ q n ���°¦�)
(Fletcher-Reeves)

da

q n ���°¦J)�� q n ���à¦ � � ) ann̈aherndgilt, wie wir gleichsehenwerden.Der gesamteAlgo-
rithmusist also:�ÔSÕ�4�°f Í�°S �¶� q n �J�°f") Í

Wiederhole,
Finde ¤ , sodaß

n �J� � ¤�Ö���) minimal ist (line search).� X S �T� � ¤�� Í� S � � q n �J�[X )x� q n �J��)�) ¦ q n ���[XÉ)q n �J��) ¦ q n ��� ) Í�ÔSÕ�T� X Í�°S ��� q n �J��) �/� � Í1
Für einequadratischeFunktion

n
konvergiert diesesVerfahrennachsp̈atestens0 � Anzahl

der ParameterSchritten,dennfür quadratisches
n

sind alle bisherigenNäherungenexakt,
außerfür Richtungen,wo

n
konstantist ´ ¦ \ �J��)£´~o� � , so daßalle Termedefiniertsind,

unddie berechnetenGradientensindpaarweiseorthogonal,O³¦<o� � außerfür

q n ���°¦J)i� � .
[Beweisfür letzteres:Sei x�¦�SÕ� q n �J�à¦:) , \ SÕ� \ �J��) ist konstant.DurchInduktionnach¤
wird folgendesbewiesen:

1. x{¦<����; I ] v ¤ ,
2. O³;·o� � außerfür x�;z� � ,
3. x ¦; xI=�� � I ]^o��_ß�`¤ ,
4. ��;·o� � außerfür x{;|� � ,
5. � ¦; \ �{=<� � I _ v ]B�Â¤ .

In obigenFällenist für ¤�� � nichtszuzeigen.Der Induktionsschrittist wie folgt:

1. x ¦¦ � � ��¦#� � nachKonstruktion.Für _ v ¤ ist x ¦¦ � � �{= ±�e�+�yx�¦ � � ��x�¦J) ¦ �R=Ä�&O#¦y� ¦¦ \ �{= ±~e� � ,
da
\ ��¦³���zx{¦ � � �Wx{¦�) � O#¦ .

2. Für einequadratischeFunktionkannman O#; ausrechnen:� �
q n ���à; � O³;y��;J)B��x{; � O³; \ �è;� � ��� ¦; x�; � O#;�� ¦; \ ��; �c��x ¦; x{; � O³;y� ¦; \ ��;� O#;z�G�yx ¦; x�;�) � �<� ¦; \ ��;�)".

Die zweiteZeilebenutztdabei,daßin dieSuchrichtungminimiertwurde,x{; alsosenk-
rechtzuraltenSuchrichtung��; � � steht.Also O³; � � � x ¦; x{; � � � x{; � �

3. x ¦¦ � � x�f¹�¶��x ¦¦ � � �èf ó ��ô� �x ¦¦ � � x{;z�Bx ¦¦ � � �ª�f�è; �T� ; � � ��; � � ) ó ��ô� �
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4. �è¦ � � � � � x{¦ � � � � ¦<��¦ ó ��ô� x{¦ � � � �
5. � ¦¦ � � \ �è¦|� � , dakonjugiert.� ¦¦ � � \ �{= ±�e� ��x ¦¦ \ �R=¹����x ¦¦ �yx�= � � ��x�=?) �R� O�= ó ø ô� � für ¤ � _ �4� .]� Newton-Verfahren: Mit demAnsatz

q n ���à¦ � � )�� q n �J�à¦:) � \ ���à¦:)I���°¦ � � �ý�à¦�) erḧalt
mandie Iterationsvorschrift �°¦ � � �T�à¦z� \ �J�à¦:) � � q n �J�à¦:)|.
DurchdieMatrixinversionist dasVerfahrenallerdingsaufwendig.Eskannsehrinstabilsein,
soferndie Approximationschlechtist.� Quickprop: Die Matrixinversionbeim Newtonverfahrenwird umgangen.Man nimmt an,\

habeDiagonalgestalt,undersetztdie EinträgedurchdenDifferenzenquotientens Ù n ���à¦:)s 9 Ù;>= � s n �J�à¦�)s 9<;>= � s n ���°¦ � � )s 9<;�=9<;>={�J¤¥)x�Ë9<;>={�J¤x� � ) .
Man erḧalt

9<;�=���¤ �4� )��T9<;>=��J¤¥)x� s n ���à¦Ò)s 9<;>= � 9<;>=R��¤¥)s n �J�à¦�)s 9<;>= � s n �J�à¦ � � )s 9<;>= .
Ebensowie dasNewtonVerfahrenkannQuickpropsehrinstabilsein.� Monte Carlo: In jedemSchrittwird zufällig eineGewichts̈anderungauseinemvorgegebe-
nenIntervall gezogenundbei VerkleinerungdesFehlersauchvorgenommen.� Simulated Annealing: Die obigeÄnderungwird auchbei Verschlechterungmit derWahr-
scheinlichkeit e�#� o�� ¼ akzeptiertfür ein ¾ � � , welchesim LaufedesVerfahrensgegen

�
konvergiert,und

� n � n ���à¦�)x� n �J�à¦ � � ) .
Beide Verfahrensind sehr langsam,da sie die Struktur der Fehlerfl̈achein keiner Weise
ausnutzen.Allerdings könnensie auchfür nicht differenzierbareFehlerfunktionen

n
ver-

wandtwerden.Gegen̈uberMonte-CarlokannSimulatedAnnealinglokaleMinima wieder
verlassen,sodaßbei geeigneterVerkleinerungvon ¾ die Konvergenzgegenein Optimum
sichergestelltist.

3.2 Präsentationder Daten

In derPraxissindBeispielefür einezu lernendeGesetzm̈aßigkeit gegeben,unddie Lernaufgabe
soll mit einemfeedforwardNetzgelöstwerden.DazumußdieAufgabesoformuliertwerden,daß
siealsLerneneinerFunktion QmS��FC E Ç È� Ã CFE Ü aufgefaßtwerdenkann.Die Datensolltenso
repr̈asentiertsein,daßdie zu lernendeFunktioneinemöglichsteinfacheForm hatundmöglichst
viel exaktesVorwissenin die Repr̈asentationintegriert ist. Zugleichsolltedie Eingabedimension
möglichstniedrigsein,umzugewährleisten,daßdieDatendieunbestimmtenParameterderArchi-
tekturfestlegen,d.h.überfl̈ussigeInformationsolltevermiedenwerden.(DieserPunktwird sp̈ater
nochexakt gemacht.)Die Beispiele,die die Gesetzm̈aßigkeit bezeugen,solltenrepr̈asentativ für
denBereichsein,für dendie Funktiongelerntwerdensoll.
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In der Praxisgibt eskeineStandardverfahrenfür einegeeigneteRepr̈asentation.Einige der
obengenanntenKriterien sindoffensichtlichwiderspr̈uchlich,undesgilt, einegeeigneteBalance
zwischendenAnforderungenzu finden.EinegeeigneteRepr̈asentationzu finden,ist in derRegel
eine sehrzeitaufwendigesUnterfangen,von dem allerdingsder Erfolg desLernenswesentlich
abḧangt.EsfolgeneinigeKochrezeptefür möglicheRepr̈asentationen:� SymbolischeDaten:VieleDatensinddurchAttributesymbolischerNaturbeschrieben.die-

semüssenals reelleZahlenkodiert werden. Tretennur zwei Auspr̈agungenauf oderbe-
sitzendie AttributeeinenaẗurlicheAnordnung,sokannmansiedurch

�
und

�
bzw. durch

verschiedeneaufsteigendeWerte im Intervall » � � � ½ repr̈asentieren.Besitzendie Attribute
keinenaẗurlicheAnordnung,soist eineunäreKodierungangebracht:Attribut ��; wird durch
den ] ten Einheitsvektor in Et� , �ç� Anzahl der Attribute, repr̈asentiert.Dasist gegen̈uber
einer theoretischebenfalls denkbarenbinärenKodierungvorzuziehen,da einebinäreKo-
dierungnicht begründeteÄhnlichkeiten zwischenunterschiedlichenAttributen definieren
würde. Unäre Kodierungist insbesondereangebracht,wenn man eine Klassifikationder
Datenin mehralszweiKlassenlernenmöchte,d.h.zurKodierungderAusgabe.� ReelleDatenkönnendirekt eingegebenwerden. Nichtsdestotrotzist im Allgemeinenei-
neSkalierungder Datenangebracht,um nicht – bei anf̈anglichgleicherLernratefür jedes
Gewicht – eineEingabebeimLernalgorithmuszubevorzugen.Skalierenerfolgtso,daßten-
dentielldasIntervall » � � � ½ oder »É� � � � ½ durchdie einzelnenEingabenausgescḧopft ist. Die
Datensolltendazulineartransformiertwerden,z.B.:� È� �V�Î�ÊÜ��?c�j�ÊÜ
mit �ÊÜÀ� minimalerangenommenerWertund ��?P� maximalerangenommenerWert.

Vermutetman,daßdie Eingabenzwar beschr̈ankt,aberdieExtremanicht in derDatenmen-
ge tats̈achlichvorhandensind, kannman �ÊÜ bzw. ��? um z.B. A�� der Distanz ��?¯�`�ÊÜ
verkleinernbzw. vergrößern.

Sinddie Datennicht beschr̈anktbzw. zwar beschr̈ankt,abermit wenigenAusreißern,dann
kannmansieauchdurchdenAusdruck� È� �V�«Ð l ;As ���Ê; � �Ð l ;És � �J�Ê;��«Ð l =¥s � ��= � � ) Ù � � � � � )
normieren,� bezeichnedie Anzahl der Muster, �Ê; die betrachteteKoordinatedesMusters] . Die einzelnenKoeffizientender Patternmengebilden eineVerteilung. DieserAusdruck
sorgt dafür, daßdieseVerteilungdenErwartungswert

�
unddieVarianz

�
hat,d.h.tendentiell

liegendie Datenim Intervall »É� � � � ½ .
Möchtemanbei AusreißernkeinenumerischenProblemebekommen,kannmandie Daten
aucheinfach quantifizierenin geeignetviele symbolischeBeschreibungen: klein, mittel,
hoch,sehrhoch.� HäufighatmandasProblem,daßeinigeDatenfehlendeAttributeaufweisen.Sindgen̈ugend
Datenvorhanden,kannmansieeinfachwegstreichen.Sindnicht gen̈ugendDatenvorhan-
den,dannmüssendieAttributegeeignetersetztwerden.Möglichsindetwa:

– geeigneterDefault-Wert (etwabeisymbolischenAttributendiehäufigsteAuspr̈agung),
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– häufigsterWert bzw. Mittelung derAuspr̈agungbei den Û ansonsten̈ahnlichstenMu-
stern,

– Wert,derangibt,daßderWert fehlt, (zus̈atzlichesNeuronauf
�
),� Bei der Zeitreihenprognose/-verarbeitungmöchteman häufig auseiner prinzipiell unbe-

grenztenZeitreiheeinenWertvorhersagen.DaeinfeedforwardNetznurmit begrenztvielen
Eingabenumgehenkann,legt manüberdie ZeitreiheeinenZeitfenstereinerfestenGrößeÛ , anhanddessendie Datenvorhergesagtwerdensollen. Û mußdurchAusprobierenbe-
stimmt werden. Die Aufgabeist dann,aus �Ê¦ � Ú , �Ê¦ � Ú � � , . . . , �Ê¦ die Ausgabevorherzusa-
gen,stattaus � � , . . . , �Ê¦ . GlobaleInformation,d.h.von allenbisherigenWertenabḧangige
Information,kannmanzus̈atzlich in beschr̈anktemMaßeintegrieren: mankann in einem
zus̈atzlichenWert etwa eineexponentiellabfallendgewichteteSummeüberalle bisherigen
Eingabenspeichernoderdie Zahl derunmittelbarenVorgänger, die insgesamteineaufstei-
gende/absteigendeFolge bilden, aufsummieren.Beide Größensind von einer im Prinzip
unbeschr̈anktenVergangenheitabḧangig.

Bei Zeitreihenprognosebestehtsehrschnelldie Gefahr, nicht für repr̈asentative Datenzu
lernen,soferndie Reihennicht station̈ar sind.Station̈arheißt,daßsichdie Reiheprinzipiell
bei jedemZeitpunktsoverḧalt, wie ganzzu Anfang,sofernmandie Vorgängernicht weiß.
Liegt ein Trend(z.B. Inflationsrate)vor, kannmandiesenaberleichtbeseitigen,indemman
etwa zu denDifferenzen�Ê; � � �À�Ê; übergehtodervon derZeitreiheneinenlinearenProzeß+ ���Ê;���.�.I.I���Ê; � Ú�) abzieht,derdurcheinfacheGaußscheRegressiongewonnenwurde.� In derBildverarbeitungbestehendie DatenausBildern, die z.B. Elementeaus E Ç>=�Ü sind.
Im allgemeinenist die Dimensionsehrhoch und dasMaterial durchdie Aufnahmegege-
benheiten(Licht, Verwackeln, . . . ) nicht optimal. Die Dimensionkannreduziertwerden,
indemmanz.B. stattjedesPixels je übermehrerePixel mittelt odercharakteristische(pro-
blemabḧangige)FeaturesstattdesBildes verwendet.Oft ist nicht der gesamteAusschnitt
wichtig; relevanteBereichekönnenausgeschnittenwerden.EtwabeiZif fernerkennungsoll-
te manalle Zif fern gleichskaliertundzentriertpräsentieren.Binarisierung(d.h.alle Werte
übereinergewissenSchwellewerden

�
, alle anderen

�
, auchfeiner in Graustufenmöglich)

verkleinertdenben̈otigtenSpericherplatzundBerechnungsaufwand.

Um dasMaterialzuverbessern,kannesgeeignetvorverarbeitetwerden.Oft wird dabeiüber
jedesPixel eineMaske gelegt, die angibt,wie dasPixel mit seinerUmgebung verrechnet
werdensoll. DieseFilter bewirken z.B., daßDetailsdeutlicheroderumgekehrt Rauschen
unterdr̈uckt wird. LineareFilter könneneinfachdurchdie Koeffizientenmatrixangegeben
werden,z.B.bewirkt derFilter ���  Ö¢¡£ � 
 �
 ¤ 
� 
 �¦¥§
ein Glätten,derFilter �¤ Ö ¡£ � 
 �
 � � 
 
� 
 �¨¥§
extrahiertKanten. Es gibt auchglobaleOperatorenwie Fouriertransfomation,Segmentie-
rung,Texturanalyse,. . . .

In derpixelbasiertenBildverarbeitungsoll jedeseinzelnePixel einesBildesseparataufeine
Ausgabeabgebildetwerden,etwa um Luftaufnahmenautomatischzu kartographierenund
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die verschiedenenObjekteFeld, Wald, bebautesLand, . . . herauszufinden.Dazuwendet
man einige der obigenOperationenan, so daßman mehrereRepr̈asentationendesselben
Bildeserḧalt, undverwendetdie je annur einemPixel stehendeInformationalsEingabefür
ein Netz. Dadurch,daßgeeignetvorverarbeitetwurde,erḧalt dasNetz (hoffentlich) auch
die zur KlassifikationdesPixelsnötigeInformation,dennnur mit demGrauwertdesPixels
selberkannein Netzin derRegel nichtsanfangen.� In der Sprachverarbeitungtrif ft man auchauf verschiedeneFilter, Fouriertransformation,
. . . . HinzukommthierderschonerwähnteAspektderZeitreihenverarbeitung.� HäufigmüssennichtnurdieeinzelnenPattern,sondernauchdieganzePatternmengeandas
Problemangepasstwerden. Es kannz.B. sein,daßgewisseDatennicht gen̈ugendhäufig
repr̈asentiertsind, obwohl Ausgabenin diesemBereichfür die sp̈atereNutzungrelevant
sind. Etwa bei einemmedizinischenProblemkanneswesentlichwenigerKrankheitsf̈alle
alsandereFällegeben.SollendennochalleFälle gleichgutgelerntwerden,müssendiewe-
niger vertretenensẗarker gewichtet, d.h. die entsprechendenTrainingsdatenz.B. mehrmals
identischkopiert werden. Häufig kennt man zudemEigenschaftender Abbildung, etwa
eine InvarianzgegengewisseTransformationen,die nicht komplett in die Repr̈asentation
der Patterneingearbeitetwerdenkann. Man kanndanndemNetz zus̈atzlichemithilfe der
TransformationenerzeugtePatternpräsentieren,um eineInvarianzdurchdie Lernaufgabe
zuerzwingen.EinegewisseRobustheitgegenRauschenwird etwadadurcherzwungen,daß
mandie Eingabedatenmehrfachleicht verrauschtrepr̈asentiert.

3.3 Inter pretation der Trainingsergebnisse

Auch die trainiertenAusgabedatensind nicht bzgl. ihres Formatesnotwendigidentischzu den
tats̈achlichgewünschtenAusgaben.Möglich ist auchhier, daßbei reellenDateneineSkalierung
auf dasIntervall » � � � ½ oder »É� � � � ½ vorgenommenwurde,sodaßeineRückskalierungerforderlich
ist. Die Ausgabewertesollten im (Abschlußdes)Wertebereichsder verwendetenAktivierungs-
funktion liegen!Bei KlassifikationsaufgabenbenutztmanhäufigeineunäreKodierung,wie schon
beschrieben.Esist dabeinichtklar, zuwelcherKlassedieEingabegeḧorensoll, soferndieAusga-
benicht einestrikt unäreDarstellungbesitzt,wasin derRegel bei sigmoidenAusgabennicht der
Fall ist. FolgendeMöglichkeitensinddenkbar:

band Es wird um jedegewünschteAusgabeein Intervall einerangegebenenBandbreitegelegt.
SindalleAusgabewerteinnerhalbdiesesIntervalls,dannist dieAusgabekorrektklassifiziert,
sindalleaußerhalb,ist siefalschklassifiziert,ansonstenist die Ausgabeunbekannt.

402040 Die Sollausgabeist unär. Die tats̈achlicheAusgabeheißt ebenfalls unär, falls genauein
KoeffizientgrößeralseinvorgegebenerWertist undalleanderenKoeffizientenkleinereinem
anderenvorgegebenenWert sind. Falls der höchsteWert mit der zu prognostizierenden
Ausgabëubereinstimmt,ist die Klassifikationkorrekt,sonstfalsch.Falls die Ausgabenicht
unär ist, ist dasErgebnisunbekannt.

WTA Die Sollausgabeist unär. Die tats̈achlicheAusgabeheißtebenfalls unär, falls genauein Ko-
effizientgrößeralseinvorgegebenerWert ist undalleanderenKoeffizientenummindestens
einevorgegebeneSpannekleinersind.FallsderhöchsteWertmit derzuprognostizierenden
Ausgabëubereinstimmt,ist die Klassifikationkorrekt,sonstfalsch.Falls die Ausgabenicht
unär ist, ist dasErgebnisunbekannt.
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DiegenaueWahlobigerParameterhängtin derRegelvomspezifischenErgebnisab. Esist klardaß
diesointerpretiertenErgebnissenichtgenaumit demberechnetenTrainingsfehler̈ubereinstimmen
müssen,d.h.ein Netzmit schlechteremTrainingsfehlerkanndurchausbessereKlassifikationser-
gebnisseliefern.

Daslegt nahe,auchdie Fehlerfunktionin Fragezu stellen. In speziellenSituationenkönnen
vomquadratischenFehlerverschiedeneFunktionensinnvoll erscheinen.DerFehlerfür einPattern
kannetwaals © = }�¢?=·� Ã =�} l
für � � � definiertwerden. Im Fall � � � ist dasin Null nicht differenzierbarund sorgt evtl.
für Oszillation. DagegenwerdenabergroßeAbweichungennicht so stark gewichtet wie beim
quadratischenFehler. Die Wahl � � 
 bestraftdagegengroßeAbweichungenmehr. Allgemeiner
kannmandenFehlerals © = Q��:¢/=�� Ã =/)
mit einernichtnegativen differenzierbarenFunktion Q mit der EigenschaftQx�J�#���z)°� � wählen.
Jenachdem,ob dieseoberhalboderunterhalbdemquadratischenFehlerliegt, bestraftsieAbwei-
chungensẗarker oderschẅacher. Dieseskannsinnvoll auchasymmetrischin ¢ und Ã geschehen,
sofernAbweichungenin dereinenRichtungeherzuvermeidensindalsin deranderen.

Bei einerunärenKodierungderAusgabetrif ft mangelegentlichdiesogenannteKr euzentropie
an,d.h.denFehler � © = Ã =��\�#��¢?= � Ã =?)
mit der Vereinbarung

� Ö��L�¢j S � � . Diesesist für Ã =7�d¢?= Null und ansonstenpositiv. Man
kanndenselbenAnsatzbei einerWahrscheinlichkeitszuordnungstatt einernur unärenAusgabe
verwenden,d.h. im Fall Ð Ã =m� � , Ð6¢?=y� � . Die Kreuzentropiebildet dannein Fehlermaß
zwischenzweiWahrscheinlichkeitsverteilungen.Im VergleichzumFehler } Ã �Z¢Ê} l hatobigesFeh-
lermaßSingulariẗatenandenStellenmit Ã =O� � und ¢/=�o� � , vermeidetalsotendentielldefinitive
Fehlklassifikationen.

Die ÄnderungdesFehlershatnaẗurlich ver̈anderteBerechnungsformelnfür Backpropagation
zurFolge.Falls

n lO�WÐ = ����¢?=R� Ã =") gilt, berechnensichdie

Ó = alsÓ =�� �� � s ���:¢/=R� Ã =?)s ¢?= ¢/={� � �Ë¢?=/) _ ist Ausgabeneuron,Ð =�@�Ú 9B=ªÚ Ó Ú�¢?=�� � �«¢/=?) sonst

DieKreuzentropieverlangt,daßdieAusgabentendentiellunärsindbzw. eineWahrscheinlichkeits-
verteilungdarstellen.Um dieseszubewirken,bietetsicheineÄnderungderAktivierungsfunktion
an. Wird einfachdie sigmoideFunktionsgddurcheineanderedifferenzierbareFunktion Q aus-
getauscht,dannändertsich in denFormelnlediglich derTerm ¢R;�� � ��¢�;J) , derdurch Q�XJ�:¢R;�) ersetzt
wird. Möglich ist etwa einelineareFunktionoder ���	�t� , soferndie Ausgabenicht nach » � � � ½ ska-
liert werdensoll. EineAusgabe,die eineVerteilungdarstellt,wird durchdie sogenannteSoftmax
Funktionerreicht:

soft-sgd; ��� � ��.�.�.?���ÊÇ�)B� �R� � �i� e� ; � ð^©Qª µ�«¬ ; e µ )B�B® � ; � © = e� µ �
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die keine lokale Funktion mehr ist, sondernin � � , . . . , �ÊÇ die Aktivierungenaller Ausgaben
ben̈otigt, umsiein derSummeauf

�
zunormieren.Ableitenführt zudergëandertenFormelÓ ; �W© Ú ¯ enet°Ð = enetµ � Ã ÚH±cÖ ¯ � enet° enet;Ê� Ó Ú; enet; Ð = enetµ��Ð = enetµ ) Ù ±

für Ausgabeneuronen] mit demKroneckersymbol

Ó Ú; .
Weiter ist naẗurlich eineGewichtungder Fehlertermefür die einzelnenPatternmöglich, et-

wa um relevanteBereicheder Eingabehervorzuhebenoderein gleichm̈aßigesLernenauchauf
schwachvertretenenBereichenderEingabezu bewirken. Man sollteauf eine(fastüberallgege-
bene)Dif ferenzierbarkeit der Fehlerfunktionund der Aktivierungsfunktionen,sowie auf die Tat-
sache,daßdie Fehlerfl̈achenicht in relevantenGebietenkonstant,d.h.derGradient

�
ist, achten.

Letzteresverhindertetwa bei derPerzeptronaktivierungsfunktion,daßein Gradientenabstieg ver-
wandtwerdenkann,dennmanbleibt in derRegel einfachamStartpunktauf einemHochplateau
stehen.

Falls derTrainingsfehlerklein ist, sagtdiesesabernochnichtsüberdenErfolg desTrainings
aus. In derRegel ist manamTrainingsfehlernicht interessiert,sondernamVerhaltendesNetzes
auf unbekanntenDaten. Dazusei

ë
der Eingaberaum,

Ì
eineVerteilungauf

ë
, ² der Ausga-

beraum,Q-S ë � ² einezu lernendeFunktionund Q�³qS ë � ² die durchdasNetz gelernte
Funktion.Dannist nichtderquadratischeFehleraufdenTrainingsdatendie relevanteGröße,son-
dernderFehler ´Qµ �¬Q����z)x�«Q�³��J�z)¥) Ù � Ì .
DabeibedeutetdasIntegral, daßmanfür einediskreteVerteilung

Ì
auf denWerten � � , � Ù , . . .

einfachsummiert �© ;As � ��Q��J�Ê;�)x�ýQ�³x�J�Ê;J)�) Ù Ì ���Ê;J)
undbei einerDichte � , die

Ì
beschreibt,integriert´ µ ��Q��J�z)x�ýQ�³����z)�) Ù � �J�z)����*.

(Wir nehmenan,daßdie obigenAusdr̈ucke definiertsind,wasbei unserenAnwendungenimmer
derFall seinwird.) In derRegel ist derTrainingsfehlerkeineguteScḧatzungfür obigenGenerali-
sierungsfehler, denneswurdeaufdieDatentrainiert,sodaßsietendentiellrichtig sind. Üblicher-
weisebeḧalt mandahereinenTeil derDatenzurück, die sogenannteTestmenge, undscḧatztden
GeneralisierungsfehlerdurchdensogenanntenTestfehlerab,d.h.durchdenquadratischen(oder
je betrachteten)FehleraufderTestmenge,aufdie ja nicht trainiertwurde.

Wie gut ist dasTraining jetzt, wennder Testfehlerbestimmtist? In der Regel besagtweder
einkleinerTestfehler, daßerfolgreichtrainiertwurde,nocheingroßerTestfehler, daßdasTraining
fehlgeschlagenist. Dieseshängtvon denDatenab. In der Regel sind die Datenfehlerbehaftet,
sodaßmanstattPattern ���#�"Q����z)�) die Muster �J�#�"Qx�J�z) � wt) mit einemRauschenw erḧalt. Bei der
Eingabe� kannmanfür denFehlerberechnenn �¥�¬Q����z) � w �ËQ�³��J�z)�) Ù )Y� n �¥�¬Q����z) � wu) Ù ) � Q�³x�J�z) Ù �ý
�Q�³x�J�z) n �¬Q����z) � wu)� �¬Q�³����z)�� n ��Q��J�z) � wt)¥) Ùá âIã ä

systematischerFehler

� n ���¬Qx�J�z) � wg� n ��Q��J�z) � wt)¥) Ù )á âIã ä
unsystematischerFehler
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(Hierbei ist der Erwartungswertbzgl. demRauschenw gebildetworden. Der Erwartungswertn � ë ) einerZufallsgr̈oße
ë

ist, soferndefiniert,für Variablen
ë

mit diskretenWertendie Größen � ë )��q© ; ��; Ì � ë ����;�)
undfür Variablenmit Dichte � die Größen � ë )�� ´ � � � �J�z)~���#.
Der Erwartungswertist linearundfür stochastischunabḧangigeVariablenauchmultiplikativ. Die
Varianz

n ��� ë � nlë ) Ù ) einerZufallsgr̈oße
ë

gibt die zu erwartendequadratischeAbweichung
vomErwartungswertan.)

Der systematischeFehlerrührt daher, daßdasNetz die Gesetzm̈aßigkeit nicht korrekt inter-
poliert hat. Der unsystematischeFehlerliegt anMeßungenauigkeitenoderanderenZufälligkeiten
undkannprinzipiell nicht vermiedenwerden,er bildet eineuntereSchranke für denGeneralisie-
rungsfehler. Tats̈achlichist ein Netzoptimal,welchesnurdenunsystematischenFehlerbesitzt.

Wie kannmandenunsystematischenFehlerabscḧatzen,umdieGütedesTestfehlerszubestim-
men?Die AnzahlderEingabenin derTrainingsmenge,die widerspr̈uchlicheAusgabenbesitzen,
könnensicherfür eineuntereSchranke verwandtwerden. Problematischhierbei ist allerdings,
daßin der Regel nicht identische,sondernnur fast identischeEingabenmit widerspr̈uchlichen
Ausgabenvorliegenwerden. Um derenAnteil abzuscḧatzen,mußmanalsodenAnteil an ähn-
lichenDatenmit verschiedenenAusgabenabscḧatzen.Bei Klassifikationenkannmanetwa eine
bestimmtekleineNachbarschaftuntersuchen,in derkeinewiderspr̈uchlichenDatenliegendürfen.
In derRegel wird manhier mehroderwenigeraufwendigestatistischeVerfahrenverwenden,die
eineAbscḧatzungermöglichen,odereinfachdenbestenerreichtenTestfehlerzumBiasdeklarie-
ren.

EineobereSchrankefür denTestfehlererḧalt manetwadurchdenVergleichmit andereneinfa-
chenVerfahren,bei Regressionetwa einereinfachenlinearenRegression,bei Klassifikationeiner
Zuordnungaller Datenzur Klassemit der größtenWahrscheinlichkeit. Diesesgibt eine grobe
Richtungfür die KomplexitätdesTrainingsproblemsan. In derRegel ist esimmersinnvoll, mehr
alsnur ein Verfahrenzuverwenden,umdieErgebnissezubesẗatigen.

3.4 Ar chitekturauswahl

Wir habengesehen,wie maneinefesteArchitektur trainieren,die Datenaufbereitenunddie Er-
gebnisseinterpretierenkann,alsnächstesstellt sichdieFrage,wie maneinegeeigneteArchitektur
ausẅahlt. Wir werdensp̈atersehen,daßNetzeuniverselleApproximatorensind,d.h.bei geeigne-
ter Architektur kannprinzipiell allesdargestelltwerden.Man kannalsoeineArchitekturfinden,
wo derTrainingsfehlerfastzu Null wird. DiesesNetzzu verwenden,ist in derRegel ein schlech-
ter Ratschlag. Auf den Datensind in der Regel unsystematischeFehlerpräsent,die zu einem
Bias führen,der auchbei optimalerWahl desNetzesnicht unterbotenwerdenkann. Die unsy-
stematischenFehlersind allerdingsin der Trainingsmengenur implizit vorhanden,tats̈achliche
Widerspr̈uchetretenseltenauf,sodaßeinNetzprinzipiell dieseunsystematischenAbweichungen
auchlernenkann. Dasführt allerdingsdazu,daßdie NetzfunktiondenkonkretenDatenundden
vorliegendenFehlernfolgt, sodaßderGeneralisierungsfehlerundderTestfehleraufeinerMenge,
wo die Fehlernicht dieselbensind,hochist.
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Klar wird diesesdurcheinekleine Rechnung.Sei ¶ einekonkreteDatenmenge.Von deren
speziellerAuspr̈agunghängtdasTrainingab,d.h.manberechnetfür daszu erwartendeErgebnis-
netz Q�³ , welchesdieFunktion Q approximierensoll,nf· �¥�¬Q�³����z)��«Q��J�z)¥) Ù )��G� nf· �¬Q�³��J�z)¥)x�ýQ��J�z)¥) Ùá âIã ä

Bias
î � n�· �¥�¬Q�³����z)x� nf· ��Q�³��J�z)¥)�) Ù )á âIã ä

Varianz

Die Varianzist hoch,soferndasNetzder jeweiligenTrainingsmengegut folgt, denndannwerden
jedesmaldiejeweiligenZufälligkeitenabgebildet,dafür ist dannallerdingsderBiasklein,denndie
Datenwerdenja perfektinterpoliert.DieseSituationtritt ein,wennein Netzviele Freiheitsgrade,
d.h.Gewichtehat,derEffekt heißtOverfitting . Hat dasNetzumgekehrtwenigeGewichte,dann
ist dieVarianzgering,denndasNetzkanndenjeweiligenZufälligkeitenderTrainingsmengenicht
folgen. Andererseitsist aberder Bias evtl. hoch,da dasNetz nicht gen̈ugendFreiheitsgradezur
Darstellungderzu lernendenFunktionhat.

De FactomußmanalsoeinegeeigneteBalancezwischendenbeidenwiderspr̈uchlichenAuf-
gaben,denBiasunddie Varianzklein zu halten,finden.D.h. manben̈otigt ein Netz,dasmächtig
genugist, die Funktiondarzustellen,abernicht mächtiggenug,denZufälligkeitenderTrainings-
mengezu folgen.DieserZwiespaltwird auchmit Bias-Varianz-Dilemma bezeichnet.

Ein naheliegendesVerfahrenist,mehrereArchitekturenzutrainieren,denGeneralisierungsfeh-
ler je auf einerTestmengeabzuscḧatzen,undanschließenddie besteArchitekturzumendg̈ultigen
TrainingundFeintuningzu verwenden.Allerdingsist dasErgebnisstarkvon derjeweiligenTest-
mengeabḧangig,dieDatengehenaußerdemfür dasTrainingverloren. Û -facheKr euzvalidierung
zerlegt die Trainingmenge¾ in Û gleichgroßeTeilmengen¾ � , . . . , ¾zÚ , trainiert eineArchitektur� auf ¾¸$�¾�; undscḧatzt je denTestfehler¹N; ab,dersichauf ¾z; ergibt. Als Scḧatzerfür die Gene-
ralisierungsf̈ahigkeit derArchitekturgilt danndie Größe© ; ¹#; � Û�.
Man kannzeigen,daßdie VarianzdiesesScḧatzersum eineOrdnungkleiner ist als die Varianz
von ¹N; . ZudemgehenkeineDatenfür dasTraining verloren. Die gemitteltenFehlerdefinieren
eineOrdnungauf denArchitekturen,gem̈aßdermaneineoptimaleArchitekturausẅahlenkann.
Kreuzvalidierungist zurZeit einesderhäufigbenutztenMittel zurArchitekturauswahl.

Ist dieArchitektursogewählt,daßdiegegebenenDatengeradedie freienParameterfestlegen,
dannbestehtallerdingsim AllgemeinendasProblem,daßdie Fehlerminimierungkompliziert ist
und die Fehlerfl̈acheviele lokale Minima besitzt. Daherwählt manim Allgemeinendie Anzahl
der freienParametereheretwaszu großundverhindertOverfitting in jedemTrainingslaufdurch
eineVer̈anderungdesTrainings.

WeightDecayerzwingt,daßdieGewichtetendentiellklein sind,indemzumzuminimierenden
FehlerderTerm © ;º3 = 9 Ù;>=
addiertwird. D.h. von jedemGewicht wird in jedemSchritt ein kleinesVielfachesabgezogen.
DurchtendentiellkleineGewichteist die Netzfunktioneherglatt,kannalsoZufälligkeitenaufder
Trainingsmengenicht folgen. Tats̈achlichentsprichtWeightDecayeinerRegularisierung,sofern
manGaußschesRauschenaufdenDatenannimmt.

Early Stopping stopptdasTraining,bevor dasNetzanf̈angt,sichauf spezielleAuspr̈agungen
in derTrainingsmengeeinzustellen.Um diesenZeitpunktbestimmenzukönnen,wird währenddes
TrainingsderFehleraufeiner(kleinen)sogenanntenValidierungsmengemitprotokolliert, aufdie
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nicht selbsttrainiertwird. Im allgemeinensinkt derFehlerzu Beginn auf derValidierungsmenge,
solangeallgemeineGesetzm̈aßigkeitengelerntwerden,undsteigtwieder, sobalddie Spezialiẗaten
derTrainingsmengegelerntwerden.Bevor ersteigt,wird gestoppt.

3.5 Pruning

EineandereMöglichkeit der Regularisierungist, die Verkn̈upfungsstrukturderArchitektur wäh-
rendodernachdemTrainingzu ändern.VerbindungenundNeuronen,die für die Ausgabenicht
relevant sind, werdengelöscht. Diesesverhindertaufgrundder reduziertenParameterzahlein
Overfitting,ermöglicht aberdennocheffizientesTaining,dafür die AnfangsphasedesTrainierens
gen̈ugendVariablitität vorhandenist.

Methoden,die aufgrundder NetzfunktionirrelevanteNetzbereichelöschen,nenntmanPru-
ningmethoden. Nebendem Effekt, daßdie Generalisierungsleistungverbessertwerdenkann,
erlaubtPruningeine kompaktereund einfachereDarstellung(fast) derselbenFunktion. Ist das
Pruningvon Eingabeneuronenerlaubt,kannmanzudemirrelevanteEingabefaktorenbestimmen.
VerschiedenePruningmethodensindgebr̈auchlich:� MagPruning löschtin jedemSchrittdie betragsm̈aßigkleinsteVerbindung.DiesesVerfah-

renist schnellunderstaunlicherweiseauchsehrleistungsf̈ahig.� Non-contributing Units löschtNeuronen,die auf einergegebenenTrainingsmengeentwe-
der ihre Aktivierungnicht starkändern,mit der AktivierungeinesanderenfestenNeurons
übereinstimmenodermit demnegativenderAktivierungeinesanderenfestenNeurons̈uber-
einstimmen.� Skelettierung löschtNeuronen,die irrelevantfür die GütedesTrainingsfehlerssind. Dazu
ersetztmandie Gewichte ausgehendvom Neuron ]<9<;>= durch O#;�9<;�= mit einenFaktor O#; .
Ist O³;�� � bedeutetdas,daßdasNeuronwegfällt, ist O#;�� � bestehtkeineÄnderungzum
urspr̈unglichenNetz.Essei

n �0O³;J) derquadratischeFehleraufdenDaten.MankannNeuron] löschen,falls n �0O³; � � )x� n �<O#;|� � )
klein ist. ManapproximiertdenAusdruckn �<O#;|� � )x� n �0O³;|� � )� � � �G� s ns O³; �0O³;|� � )".
Die Ableitungkannmit Backpropagationberechnetwerden:s n �0O³;:)s O³; ��© ;A@B= s n �<O#;J)s net= Ö s net=s O#; �q© ;A@B= Ó =	�<O#;�)¥¢�;£�<O#;�)ª9<;>=R�
wobei die Ausdr̈ucke

Ó =	�<O#;�) die FehlersignaleausBackpropagationdarstellen,¢?=	�<O#;�) die
Ausgabewie bei Backpropagationdarstellt. Die Ausgabenkönnendurch eineVorwärts-
welle, die FehlersignaledurcheineRückwärtswelle,die nur bis zu denNachfolgernvon ]
berechnetwerdenmuß,erhaltenwerden.

In derPraxisverwendetmanhäufigdendurchdenBetraggegebenenFehlerstattdesqua-
dratischenFehlers,da dafür obigeApproximationgenauerist. Oft mittelt mandie Terme,
die die RelevanzderNeuronenangeben,̈ubermehrereTrainingszyklen.
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die Gewichtegegen̈uberdentrainiertenGewichtenum einenVektor

� � , dannergibt sich
für die ÄnderungdesquadratischenFehlersderTerm� n � q n ��� ) � �á âIã ä� f � �
 � � � ) ¦ \ �J��) � �F�
wobei

\
dieHessematrixderFehlerfunktiondarstellt.Mannimmtan,diesehabeDiagonal-

gestaltunderḧalt also � n � �
 © ;�= s Ù n ��� )s 9 Ù;�= Ó 9 Ù;>= .
Streichtmannur ein Gewicht, dannist dieseÄnderungoffensichtlichminimal, falls 9<;>= das
Gewicht mit minimalem s Ù n � s 9 Ù;>= �J��)ª9 Ù;>= ist. Die zweiteAbleitungerḧalt manalss ��¢�; Ó =/)s 9<;>= ��¢�; s Ó =s 9<;>= �T¢ Ù; s Ó =s net= .
Die Ableitungder

Ó = kannmanentwederdurchdenDifferenzenquotienten̈uberzwei Zeit-
schritteapproximierenoderin einererneutenVorwärts-undRückwärtswelle(mit demAuf-
wand ([��» Ù ) ) bestimmen.� Optimum Brain SurgeonverwendetdenselbenAnsatz,nähertabernicht die Hessematrix
durcheineDiagonalform.Zus̈atzlichwerdenje alleGewichtein Bezugaufdaszulöschende
Gewicht optimal gëandert. Mathematischlöst mandie Aufgabe,

�R� 
 � � ¦ \ �J� ) � � unter
derNebenbedingung

� 9<;�= � 9<;>=n� � (d.h.Gewicht 9<;>= wird gelöscht)für ein 9<;>= zu mini-
mieren.Dasjenige9<;>= mit demkleinstenMinimum wird entferntundalleanderenGewichte
entsprechendgëandert.Die MinimierungkannStandardmethodenausderAnalysisverwen-
den,wobeiauchhier wiederHeuristiken für einegrößereEffizienzsorgen. DasVerfahren
ist insgesamtrelativ aufwendig.� Sensitivit ätsanalyseerlaubt,die Eingabeneuronengem̈aßihrer Bedeutungfür die Ausgabe
zu ordnen. Die Neuronenwerdenals tendentiellunwichtig angesehen,wo ein Fehlerder
Eingabennichtviel bewirkt. D.h.dieAbleitungderAusgabennachderbetreffendenEingabe
ist für dieMusterderTrainingsmengeklein. Dazuben̈otigenwir dieAbleitungens ¢�; � s ��=Ä�s ¢�; � s net= derAusgabe¢R; nachderEingabekomponente��= , diewir hierauchalsAktivierung
desentsprechendenEingabeneuronsdefinieren.Analogzu Backpropagationerḧalt mandie
Rekursionsgleichungs ¢�;s net= � �Á� Á�

sgdX � net;J) Ó =; _ ist Ausgabeneuron©=�@�Ú s ¢�;s netÚ Ö sgdX � net=?)ª9B=ªÚ sonst.

DiejenigeEingabeÛ mit kleinstemWert Ð l ist pattern Ð ; ist Ausgabe } s ¢R; � s �'Úè�J´mlR)�} kannalsdie
unwichtigsteEingabekoeffizienteangesehenwerden,wenn– undnur wenn– die Eingaben
gleichskaliertsind.
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3.6 Konstrukti veMethoden

Umgekehrtgibt esVerfahren,die die Architekturkonstruktiv ver̈andern;einigesolchehattenwir
beieinfachenPerzeptronenschonkennengelernt.

CascadeCorr elation spiegelt IdeenvomTower-Algorithmuswieder. Eswird in jedemSchritt
ein zus̈atzlicheshiddenNeuroneingef̈ugt, dasvon allen anderenhiddenNeuronenund denEin-
gabenWerteliest und seineAusgabezur Gesamtausgabeweitergibt. Training geschiehtin zwei
Stufen:Eswird je dashiddenNeurontrainiert,danachdieAusgabeneutrainiert.Da je nureinzel-
neNeuronentrainiertwerden,geschiehtdiesessehreffizient. Die Ausgabekanndabeije auf die
gewünschtenAusgabentrainiertwerden.Die gewünschteAusgabefür dashiddenNeuronist nicht
offensichtlich. In CascadeCorrelationwird esso trainiert, daßdie Ausgabedeshiddenneuron
mit dembis datonochgegebenenFehlersmöglichststarkkorreliert ist. Falls diesesgelingt,dann
würdeeineeinfacheSubtraktionderAusgabedeshiddenNeuronsvonderGesamtaktivierungden
Fehlerverringern.

Um exakt zu werden,nehmenwir an, daßnur eine Ausgabevorliege, d.h. QS�E Ç � E
ist zu lernen. Wir benutzenNeuronenmit der Aktivierungsfunktion�%�	�t� . Es gilt ���	�t� X �J�z) �� �j���	�u�#�J�z) Ù . BiasesinddurchOn-Neuronenrealisiert.Sukzessivewerdendie hiddenNeuronen0�;OS2E Ç � ; � � � E mit Eingabeń , 0 � , . . . , 0z; � � und je dasAusgabeneuronQ�S2E Ç � ; � E mit
Eingabeń , 0 � , . . . , 0z; trainiert,sodaßdie entstehendeFunktionQ���´��%0 � �J´N)"�%0 Ù ��´��%0 � �J´N)¥)?�%0 ø �J´��%0 � ��´N)?�%0 Ù �J´��%0 � ��´N)�)¥)?��.�.I.Õ)
dieAusgabenapproximiert.DerAlgorithmusist wie folgt:&[SÕ� � Í

wiederhole,
trainieredie Gewichtevon Q ± mit Eingabeń , 0 � , . . . , 0 ±�� �
trainiere0 ± SÕ�T�����t�#�¬Ð�9<;L�Ê; � Ð ±�� �=�s � 9<Ç � =�0t=/) auf ^�J0 ± �	}�Q ± �ýQi}�)&[SÕ�W& �4� Í1

Dabeibezeichnet^� w ��xu) die KorrelationzwischenzweiFunktionen
w

ung x auf denDateń :¼¼¼¼¼ [© l?s � ¯ w �J´ml{)x� © l w ��´ml{) � Ì ± ¯ x|�J´�lR)x� © l x|�J´mlR) � Ì ± ¼¼¼¼¼ .
Der Term Ð w �J´�lR) � Ì sei mit �w abgek̈urzt. Ist der Term Ä�:0�;Ò�	}�QR;2�qQB}>) groß,so bedeutetdas,
daßtendentiellentwederdie AbweichungendesFehlersvom Mittel unddie AbweichungderAk-
tivierungvomMittel gleicheGrößenordnungbesitzen,odertendentiellsieimmernur um ein Vor-
zeichenverschiedensind. EinfachesAddierenbzw. Subtrahierender Aktivierungzur Ausgabe
verringertalsodenFehlerbetr̈achtlich.Wird die KorrelationdurchGradientenaufstieg maximiert,
soben̈otigt mandie Ableitungvon ^�J0z;���}>QR;t�ýQi}>) , die sichwie folgt berechnet:s s 9B= � ij© P s 0�;s 9B= �J´�l{)x� s �0�;s 9B= R&½ }�QR;£��´ml{)x�ýQ���´mlR)R}R� }>QR;��«QB}^¾� ij© � � �Ë0z;��J´ml{)¥) Ù �>lª= ½ }�QR;��J´mlR)��«Qx�J´ml{)�}�� }>Q�;'�ýQi} ¾
denn Ð s �0�; � s 9B= ½ }�QR;��J´ml{)x�«Qx�J´ml{)�}R� }>Q�;'�ýQi} ¾ �s �0z; � s 9B= Ð ½ }�QR;��J´ml{)x�«Qx�J´ml{)�}R� }>Q�;'�ýQi} ¾ � � .
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Ensembleshattenwir schoneinmal betrachtet.Es ist naẗurlich auchmöglich, feedforward
Netze Q � , . . . , Q�Ç zueinemeinzigenNetz © O³;:QR;
zukombinieren,zumalja beiKreuzvalidierungsowiesomehrereverschiedeneNetzetrainiertwer-
den.Gilt Ð¿O³;|� � , soerweistsichdieserAnsatzalsgünstigfür dieGeneralisierungsfähigkeit der
sichergebendenFunktion,zudemerḧalt unserevormaligeHeuristik,die Einzelnetzesoverschie-
denwie möglich zu wählen,einetheoretischeBegründung.Die QR; sindErgebnisseeinesvon den
zufallsbehaftetenDatenabḧangigenTrainingsprozesses.Für denzu erwartendenFehlerbzgl. der
zu lernendenFunktion Q kannmanberechnen:n ½ � © O³;JQ�;z�ËQ ) Ù ¾ � n ½ � © O#;:Q�;J) Ù ¾ �ý
 © O³; n �¬QR;�Q ) � n �¬Q Ù )� © O³; n ��Q Ù; )x�«
B© O³; n ��QR;JQ|) � n ��Q Ù )� © O#; n �¬Q Ù; ) � 
 © O³; © O�= n ��QR;:Q?=/)x� n ½ � © O³;:QR;�) Ù ¾� © O³; n L �¬Q�;'�ýQ ) Ù M �«© O#; n ½ �¬Q�;��«© O#;�QR;J) Ù ¾
D.h. der zu erwartendeFehlerdesEnsemblesergibt sich ausder Mittelung der zu erwartenden
FehlerderEinzelnetzeverringertumdiezuerwartendeVarianzderNetze!Die Generalisierungist
alsomindestensgenausogut,wie die derEinzelnetze,undsiewird umsobesser, ja mehrVariabi-
lit ät die einzelnenNetzeaufweisen.Anschaulichist dasklar, da ja die Netzedort, wo siedurch
die Datenbestimmtwerden,identischsind.Die Variabilität betrifft Parameter, die nicht durchdie
Datenfestgelegt sind,sodaßsieunterschiedlichemRauschenfolgenkönnen.Im Mittel wird dann
dasRauschenunterdr̈uckt.

Die Frageist, wie mandie GewichtungenO³; wählenkann.EineMöglichkeit ist eineeinfache
Mittelung,d.h. O³;|� �R� AnzahlderNetze.MankannaberdasProblemauchalsOptimierungspro-
blembetrachten:SucheO³; mit Ð¿O³;2� � , sodaßfür diesederquadratischeFehlerminimal wird.
Sei -¥;|�qQV�«QR; die Abweichungdes] tenNetzes.Dannsolln ½ �¬© O³;y-¥;:) Ù ¾ �W© O#;�Oz= n �0-ª;z-Ò=?)á âIã äo ; µ
unterderBedingung © O³;|� �
minimiert werden. [Minimieren einerFunktion

w ��´N) unterder Bedingungx|�J´N)°� � kannman
mithilfe sog.Lagrangemultiplikatoren,d.h.

q
� w �J´#) ��U x ��´N)�)�� � .] Man erḧaltï �

q
�¬ÐÀO³;zOz= n ;>= ��U ��Ð¿O³;'� � )�)� �¬
 Ð O#; n ;�= ��U )�=� O#Ú � � U�� 
BÐ 7 � n ;>=?) � �Ú 7

mit derMatrix � n ;>=?)£;>= . Wegen ÐÁO³; � � kannman
U

ersetzenunderḧaltO#Ú^� Ð 7 � n ;>=?) � �Ú 7Ð Ú�3 7 � n ;�=/) � �Ú 7 .
Die Einträge

n ;�=�� n �<-¥;y-¬=I) derMatrix könnendurchdie Dateńml abgescḧatztwerden:n ;>=¢� �Ì [© l/s � �¬Q���´mlR)x�ýQR;��J´ml{)¥)I��Q��J´ml�)x�ýQ/={�J´ml{)¥)|.
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3.7 Approximationseigenschaften

Es stellt sich abernochdie Frage,ob, gegebeneinePatternmenge,̈uberhauptein Netz existiert,
dasdieseMengeapproximiertundmöglichstauchdiezugrundeliegendeGesetzm̈aßigkeit wieder-
spiegelt. Diesesist die Fragenachder Darstellungsm̈achtigkeit von feedforward Netzen. Deren
positiveBeantwortungerscheintdringend,da ja z.B. einfachePerzeptronensehrbeschr̈anktsind.
Schrankenfür die Ressourcenwürdendar̈uberhinausgehenddenSuchraumfür geeigneteAcrchi-
tekturenbei derArchitekturauswahlbeschr̈anken.

Wir werdeneinenSatzausderAnalysisbenutzen.

Satz3.2 (Stone-Weierstraß)Sei & ein kompaktesIntervall und ¹ eineAlgebra vonauf & stetigen
reellwertigen Funktionen. Falls ¹ separierend ist, d.h. für alle ��o�U�ËC�& eineFunktion mit
unterschiedlichemWert auf � und � existiert, und ¹ Konstantenentḧalt, dann kann jede auf &
stetigeFunktionbeliebiggutdurch eineFunktionaus ¹ auf & approximiertwerden.

Die Eigenschaft,Algebrazusein,bedeutethier, daßmit zweiFunktionenin ¹ auchderenSumme,
Produkt,und skalareVielfachein ¹ sind. Approximationbedeutethier Approximationin der
Maximum Norm, d.h. für ein zu approximierendenQ und alle - � � gibt es ein x�CÂ¹ mit}�Q��J�z) ��x|�J�z)R} v - für alle � C7& . UnmittelbareFolgerunghiervon ist, daßgeeigneteNetzemit nur
einerverborgenenSchichtapproximationsuniversellsind.

Satz3.3 Es sei Ã�S³E¡� E einesquashingFunktion. Q sei stetigauf & . Dann gibt esfür jedes- � � ein feedforward Netz Q�³ mit nur einerverborgenenSchicht mit AktivierungsfunktionÃ und
linearer Ausgabe, das Q auf & bisauf - approximiert.

Beweis: Wir benutzendenSatzvonStone-Weierstraß.Zunächstbetrachtenwir Netzemit linea-
rer Ausgabe,der AktivierungsfunktionÄH��Å in der hiddenSchichtund sog. Æ - Ç Neuronen.EinÆ - Ç NeuronkannmansichalsVerkn̈upfungvon mehrereneinfachenNeuronenvorstellen,deren
einzelneAktivierungenzu einerGesamtaktivierungmultipliziert werden.So ein Netz berechnet
alsodie Ausgabe Ú© ;As � 9<;yÇ^Ú ; ÄH��Å��J� ¦Ú ; ´Z�«H�Ú ; )
mit geeignetenGewichten � . Offensichtlichkannmandie Summe,dasProduktundskalareViel-
fachevon solchenAusdr̈ucken wieder als solch einenAusdruckdarstellen,d.h die Mengeder
durchdieseNetzeberechnetenFunktionenbildet eineAlgebra. Dieseentḧalt offensichtlichalle
Konstanten,denn õ��+õDÖ>ÄH�,ÅR��ï ¦ ´Î� � ) , und ist separierend,dennfür ´¡o�¿ , etwa � � o� Ã � istÄ���Å��J9n� � �À� .]A�)Do�BÄ���ÅR�J9 Ã � �À� .6A	) für 9T� �R� �¬
t�J�[�{Þt,Ê} � � } ��} Ã � }Õ1 �T� )�) .

Esgilt ÄH��ÅR�:� � �/) � ÄH��Å����*�Ë�?)B�q
ÈÄH�,ÅÊ�ÉÄ���Å�� , alsoÇ¸ÊÚ%s � ÄH��ÅR��Ð = 9B=ªÚ?��=¹�jH�ÚR)� ½ Ç Ê·� ÙÚ�s � ÄH��ÅR��Ð = 9B=ªÚ?��=¹�«H�Ú�Ö�Ä���Å ½ Ð = �:9ó Ê·� ��ô = � 9 Ê =")£��=·�«H�ó�êÔ� � )x�ËH Ê ¾� Ç Ê·� ÙÚ�s � ÄH�,ÅR�¬Ð = 9B=¥Ú"��=¹�«H�Ú�Ö�ÄH��Å ½ Ð = �J9ó Ê·� ��ô =¹�j9 Ê =?)£��=·�ËH�ó�ê� � ) � H Ê ¾h¾ � 

Man kannalso induktiv die ProduktegegenSummentauschenund erḧalt, daßNetzemit einer
hiddenSchicht,derAktivierungsfunktionÄ���Å und linearerAusgabedie Funktion Q auf & bis auf- � 
 approximierenkönnen.

Als nächsteswird die Funktion ÄH�,Å durchdie Funktion ËÄ���Å ersetzt,wobeiËÄ���ÅR���z)i� �� � � � ��Ì�<ÄH�,Å��J�[� Ì ) �4� ) � 
 � �Â�F� Ì� � v`�
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Auf jedemendlichenIntervall kann die Funktion Ä���Å durch Aneinandersetzenvon einigen ËÄH��Å
dargestelltwerden,genauergilt für � CË»A�*�:0 � � )¥
 Ì �R�J0V� � )�
 Ì ½ÄH�,ÅR�J�z)B� ¯ 
 ¯ Ç©;As � Ç �HËÄH��Å��J� � Ì � ]Ò
 Ì ) � ËÄ���ÅR�£�^� � Ì � ]Ò
 Ì )�) ± �ý
t�¬
�0 �T� )x� � ± ���z)?.
Man ist nur anEingabenaus & interessiert,ver̈andertalsodie Approximationvon Q im relevanten
Bereichnicht,wennmanÄH��Å durchobigenTermersetztfür gen̈ugendgroßes0 . Dasergibt einNetz
mit der Aktivierungsfunktion ËÄH��Å in der hiddenSchicht,da alle linearenTermedurchzus̈atzliche
NeuronenundGewichts̈anderungendargestelltwerdenkönnen.

Als nächstesersetztman ËÄ���Å durcheinesquashingFunktion Ã , ohnedie Approximationum
mehrals - � 
 zu ändern. Dazuwählt man - X , so daßeineÄnderungjederAktivierungsfunktion
um - X die Ausgabenicht mehrals - � 
 beeinflußt.Dieseshängtvon derAnzahlderNeuronenund
der Größeder Gewichte ab. Wähle ( mit

�R� ( v - X � 
 , K mit ÃB�ª�¸Kq) v - X � ��
,(g) , Ã���Kq) �� �W- � �¬
�(*) . Letzteresist für einesquashingFunktionmit Limes
�

bzw.
�

möglich. Sei D�f¹�¶�¸j ,D�=���Å�Í�Î ,��[}%ËÄ���Å����z)B��_ � (à1 . Sei
ö = einelineareTransformationvon »^D�=��ED�= � � ½ nach »É��KT��KT½ , im

Fall D/; ��ikj ist auchletzteresIntervall entsprechendhalboffen. DannistËÄH��Å��J�z)��&Ï � �© =¥stf �( ÃB� ö ={�J�z)�)|.
Man kannalsoalle Terme ËÄ���Å durchobigenAusdruckersetzen,so daßlediglich weiterehidden
NeuronenundGewichts̈anderungendazukommen. é
Interessantist, daßmanalsoauchmit einernicht stetigenAktivierungsfunktionwie der Perzep-
tronaktivierungstetigeFunktionenapproximierenkann. Möchtemanin der Ausgabedie lineare
Aktivierungdurch Ã ersetzen,dannist dasebenfalls möglich, sofernnur derWertebereichderzu
approximierendenFunktiongeeigneteingeschr̈ankt ist. Für Ãý� sgdkanndieser » � � � ½ sein,man
approximiertdannstatt Q zun̈achstsgd� � � U Q ) mit einemFaktor

U � � .
Wieviel Neuronenben̈otigt manin dieserSchicht? In der Regel hängtdasvon der Glattheit

derApproximationab. Mit MethodenderFunktionalanalysiskonnteBarronz.B. zeigen,daßder
Approximationsfehlermit

���>Ð � , ( �+� AnzahlNeuronen)skaliert,soferndie zuapproximieren-
de Funktionglatt ist (genauer:Die Norm von x sollte im relevantenBereichdurcheinenin die
Abscḧatzungsg̈uteeinfließendenFaktor beschr̈ankt sein.) Interessantist folgendesResultat,daß
dieAnzahlderNeuronenfür einekonkreteTrainingsmengebeschr̈ankt:Manben̈otigt für Û Punkte
maximal Û hiddenNeuronenbei eindimensionalerAusgabe.

Satz3.4 Sei ¹eS�E Ü � E eineFunktionenklasse. Gelte: Für alle Punkte �J� � � Ã � )?�I.�.�.?�R�J�'Ú�� Ã ÚI) inE Ü 5 E und - � � existierenFunktionenQ/= aus ¹ undGewichte 9B= mit } Ð = 9B=?QR;�µ	���Ê;:)�� Ã ;¥} v -
für alle ] . Dannfindetman Û FunktionenQR;>µ undGewichte 9B= mitÚ© =�s � 9B=/Q�;>µ��J�Ê;:)�� Ã ; I ]Ê.
Beweis: Wähle - � � , sodaßfür jedeMatrix � in E Ú�=	Ú gilt:} ���Ë&³} v - � � ist invertierbar.
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Dabeibezeichnet}^��} dieNorm �ß�{Þg}�õ�;>=�} . & seidie Identiẗatsmatrix.DefiniereÑ �:] � ��.�.�./�%] 7 )¹SÕ� ¡Ò£ QR;\í/�J� � )U.�.�.PQR;95Ò�J� � )...
...Q�;Lí?���'Ú�)Æ.�.�.¶Q�; 5 ���'Ú�) ¥HÓ§ CFE Ú�= 7

BetrachtedasProblem Q���� � )i� � � Qx�J��=/)�� � I _ o� � .
Diesessei mit Q~� Ð 7=¥s ��9B=/Q�;>µ und Toleranz - approximiert. Es ist also

Ñ �:] � �I.�.�.?�%] 7 )�» � mit
derdurchdie Gewichte 9<; gegebenenSpalte » � wenigerals - entferntvon dererstenSpalteder
Identiẗatsmatrix.DieseProzedurwird mitQ��J�Ê;�)B� � � Q��J��=/)�� � I _Fo�W]
wiederholt. Man erḧalt so, wennmandie zus̈atzlichenKoeffizientenin denschonexistierenden» ; mit

�
auffüllt, eineMatrix mit Spalten» � , » Ù , . . . , sodaßÑ �J] � ��.�.I.I�%] 7 )/��» � ��.�.I.I��»7Ú�)

wenigerals - vonderIdentiẗatabweicht.
Ñ �:] � ��.�.�./�%] 7 ) hatalsodenRang Û . Û linearunabgḧangige

Spaltenführenzur invertierbarenMatrixÔ � Ñ �J]§= í �I.�.�.I��]§= ° )?.
Mankannalsofür die LösungdesAusgangsproblemseinfachdasGleichungssystemÔ » �G� Ã � ��.I.�.I� Ã Ú�) ¦
lösen. é
DiesesErgebnisbeschr̈ankt denSuchraumfür die Architektur in einemkonkretenTrainingspro-
blem: Esreichenein bis zwei verborgeneSchichtenmit maximalderselbenAnzahlanNeuronen,
wie Patternvorliegen(multipliziert mit derAusgabedimension).

3.8 Komplexität

Betrachtetmandie Komplexität der einzelnenVerfahren,dannunterteiltdiesesich in zweierlei:
die Komplexität für eineneinzelnenSchleifendurchlauf– dank Backpropagationoder heuristi-
schenNäherungenist diesezumeistlinear oder quadratischin der Anzahl der Gewichte – und
die AnzahldernötigenSchleifendurchl̈aufe.Für letzteresgibt esnur heuristischeBetrachtungen.
Zumindestkannmanzeigen,daßbeigewissen(allerdingsdenim Allgemeinenin derPraxislang-
samen)LernverfahrenundgünstigenStartbedingungenuntergewissenBedingungenKonvergenz
in geeignetemSinneeintritt. DieseFormulierungdeutetschonan,daßdieRealiẗatdamitnichtun-
bedingterfaßtist – soscḧoneAussagenwie beimPerzeptrontrainingexistierenhier (noch)nicht.

Für Dif ferenzenverfahren,welcheseinfachesBatch-Backpropagationja ist, gibt esetwa fol-
gendeBeobachtung:

Satz3.5 Sei 9 FixpunktdesDifferenzenverfahrensder Form9p�J0 �T� )B�49p�:0 )x��w Ö{Q��J9p��¤¥)�)?�
sodaß Q zweimalstetigdifferenzierbarunddieJakobimatrix Õ³Q��:9D) positivedefinitist, dannkon-
vergiert dasVerfahrenfür hinreichendkleineSchrittweite w undStartpunkte, diehinreichendnahe
bei 9 liegen.
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Beweis: Die Jakobimatrix sammelteinfachnur alle partiellenAbleitungendesFunktionenvek-
tors Q auf,positiv definit bedeutet,daß� ¦ Õ³Q��:9D)£� � � für alleVektoren�jo��ï gilt.

JedenPunkt 9 �:0 ) kann man als 9 � ¤�� darstellenmit einemVektor � der Länge
�
. Wir

möchtensehen,daß 9p�:0 ) tendentiellzu 9 driftet, dazureichtes,zu zeigen,daßobiges¤ immer
kleinerwird. Wir verwendeneineTaylorentwicklungum 9 . Dabeisei

\ Q�; die Hessematrixder] tenKomponentenfuntkionvon Q .} 9 �:0 �4� )x�Ë9p�J0³)R} Ù � } 9p�J0³)2�.wuQ��:9 �:0 )�)2�j9°} Ù� } ¤��[�.wuQ��J9 � ¤��z)�} Ù� } ¤��[�.wuQ��J9O)2��w�¤�Õ#Qx�:9O)��[�.w�¤ Ù � 
u�J� ¦ \ Q�;�� ü9O)£�z)�;�} Ù� ¤ Ù � ¤ Ù w Ù }]Õ³Q��:9D)£��} Ùá âIã äæQÖ í �D
�w�¤ Ù � ¦ Õ#Q��J9O)��á âIã äåQÖ î � 
{¤ ø w Restá{âIã{äæQÖ _� �ÒÑ	)
mit einemFaktor Restund Konstanten� � , � Ù , � ø . � Ù gibt es nachVoraussetzung,die ande-
renKonstantenexistierenaufgrundder Stetigkeit von Q , sofernmansichmit 9p�J0³) in Kompakta
bewegt. Wähle w mit 
,� Ù ��wQ� � ��- � � , wähle ¤ mit 
,� ø ¤ v - � 
 . Danngilt��Ñ	)d� ¤ Ù � �i� w Ù � � �ý
�wQ� Ù � 
R¤�w#� ø )� ¤ Ù � � �.w|�¬
�� Ù �Ww#� � �ý
{¤�� ø )¥)� ¤ Ù � � �.w|�0-��T- � 
�)�)� } 9 �:0 )2�Ë9ß} Ù � � ��wQ- � 
�)á âIã äs Ê æ �
Esfolgt } 9p�J0³)2�Ë9°} Ù �G} 9 �:0�� � )x�Ë9ß} Ù ê �-.�.I.Ê�4ê Ç � � .
Für gen̈ugendkleine Schrittweite w , die durchdie Jakobimatrix bestimmtwerdenkann,und ge-
nügendkleine Umgebung, derenGrößevon der Güte der Taylorapproximationabḧangt,streben
alsoAnfangswertegegen 9 . é
Für lokaleOptima 9 einerFehlerfunktiongilt häufig,daßdie HessematrixanderStelle 9 positiv
definit ist, daherkonvergiert ein Gradientenabstieg in obigemSinne.Die Funktion Q ausobigem
Satzist beieinemGradientenabstieg dieFunktion

q n
. Die Schnelligkeit derKonvergenzläßtsich

ausdenGegebenheitenin derkonkretenFunktionabscḧatzen,derFaktor ê Ç in obigemBeweisist
dasehrvielversprechend– allerdingsgilt dasnur für eineneventuellsehrkleinenBereichum das
Optimum.Hornik et.al.habengezeigt,daßähnlicheAussagenauchuntergeeignetenBedingungen
für Online Backpropagationgelten,dasja kein wirklicher, sondernein sogenannterstatistischer
Gradientenabstieg ist.

DesweiterenkannmandurcheineanalogeRechnungsehen,daßeinPunkt 9 mit � ¦ Õ³Q��:9D)£� v�
gilt für gewisseRichtungen� instabil ist, sofernman sich ausdiesenRichtungengegendas

Extremum9 nähert.Kleine Auslenkungenvon 9 in dieseRichtungenführenim nächstenSchritt
zun̈achstvon 9 weg.

EsstelltsichaberdieFrage,wasbeieinembeliebigemStartpunktpassiertundobundwie man
lokaleMinima vermeidenkann.GlobalenegativeAussagenerḧalt man,sofernSituationenalsNP-
schwierignachgewiesenwerdenkönnen.Hier stellt sich,genauwie beim einfachenPerzeptron-
trainingauch,dasTrainingeineseinfachensigmoidenNeuronsalsschwierigheraus.Allerdings
ben̈otigt manschonhier etwasdiffizilereArgumentationenalseinfacheStandardreduktionen.
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Satz3.6 Esist NP-schwierig zuentscheiden,ob einevorgegebeneTrainingsmengeaus , � � � 1 Ç 5, � � � 1 mit einemNetz �:0x� � ) mit sigmoiderAktivierungundquadratischemFehler �TÛ trainierbar
ist. Û und 0 sinddabeivariabel.

Beweis: DasHitting SetProblemhat folgendeEigenschaft:GegebeneineBoolescheFormel �
in konjunktiver Normalformund eineKonstanteõ � � . Dannfindet manin polynomiellerZeit
ein Hitting SetProblemundeineKonstanteê , sodaß,falls � erfüllbar ist, esein Hitting Setder
Größeê gibt, falls � nichterfüllbar ist, jedesHitting Setmindestensdie Größe õ/ê hat.

Sei jetzt eineFormel � gegeben. Reduzierediesezu einemHitting SetProblemmit obiger
Eigenschaftund Konstanteê zum Faktor õË� A . DiesesHitting Set Problemkann zu einem
LoadingProblemfür eineinfachesPerzeptronreduziertwerden,dasmit ê Fehlernlösbarist, falls� erfüllbar ist, undsonstmindestensA	ê Fehlermacht,wie wir schongesehenhaben.

Betrachtejetzt dieselbeTrainingsmenge,die mit einemsigmoidenNetz �J0x� � ) und quadrati-
schemFehlermaximal ê �T� trainiertwerdensoll. Falls � erfüllbar ist, kannmanein Perzeptron
mit nur ê Fehlernfinden.DasselbeNetzmit sigmoiderAktivierunghatfür großeGewichteasym-
ptotischdenquadratischenFehler ê , für geeignetskalierteGewichtemaximaldenFehler ê �W� .
Ist umgekehrteineLösungmit quadratischemFehler ê �-� gegeben,dannklassifiziertdasselbe
Netz mit Perzeptronaktivierung maximal ¤'�:ê ��� ) Punktefalsch,da jeder falschklassifizierte
Punktmindestens

� .]A Ù zum quadratischenFehlerbeiträgt. Dasist aberkleiner als A	ê , d.h. das
Perzeptronmachtwenigerals A	ê Fehler, alsoist � erfüllbar. é
Man würde jetzt erwarten,daßsich auchalle anderenErgebnissevom Perzeptronfall auf die –
scheinbar– kompliziertereSituationder sigmoidenAktivierungsfunktionübertragen.Mathema-
tisch ist dasallerdingsnicht ganzsooffensichtlich,da sigmoideNetzeeinegrößereMächtigkeit
haben,die die SuchenachLösungenevtl. einfachermachenkönnte. [Es gibt Beispiele,wo das
derFall ist: EtwaLerneneinerkonjunktivenNormalformmit 0 Variablenund Û LiteralenproDis-
junktion ist NP-schwierig,LerneneinerdisjunktivenNormalformmit 0 Variablenund Û Literalen
pro Konjunktionabernicht,obwohl letztereFormelnalle ersterendarstellenkönnen.]Tats̈achlich
erweisensichdie Beweisein diesemGebietals äußerstschwierig– zufriedenstellendeAussagen
für dieKomplexitätdesTrainingsvonsigmoidenNetzenzufinden,ist aktuellesForschungsgebiet.
Esgibt bisherkeineAussagenfür Netzemit mehrals nur einerverborgenenSchicht. Für Netze
mit einerverborgenenSchichtgibt esetwadieAussage[Hammer]:

Satz3.7 Seien× � 
 , - vW� .]A festepositiveZahlen.Esist NP-schwierig zuentscheiden,ob eine
Patternmenge

Ì
mit einemNetz �:0x��
�� � ) mit sigmoidenKnotenin derverborgenenSchicht,Perzep-

tronaktivierungin derAusgabe, betragsm̈aßigdurch × nachobenbeschränktenAusgabegewichten
undbetragsm̈aßigdurch - nach untenbeschränkterMindestaktivierungderAusgabeeinheitaufal-
lenTrainingspatterntrainiert werdenkann. 0 ist dabeivariabel.

Schwierigmachtesdie Situation,daßhier Netzezur Klassifikationeingesetztwerden.Betrachtet
man stattdessenNetze,die Interpolierensollen, d.h. die Aufgabe,den quadratischenFehlerzu
minimierenauf einerPatternmengemit reellwertigenstattnur binärwertigenZielvorgaben,dann
kannmandie FunktionsweisedesNetzesdurchdie vorgegebenenWertefestlegenundquasidas
ProblemdeszweiKnotenPerzeptronfallsalsTeilaufgabeerzwingen.EbensoschwierigeBeweise,
wie esder Beweis zu obigemSatzwäre,belegendie Komplexität desTrainingsvon sigmoiden
Netzenmit einerverborgenenSchicht,sodaßderquadratischeFehlerkleineralseinevorgegebene
von derAnzahlderhiddenNeuronenabḧangigenGrößewird [Jones(für denzwei KnotenFall),
Vu (für denallgemeinenFall, allerdingsunleserlich)].

In derPraxisversuchtman,diesenProblemendurcheinegeeignete(z.B.unäre)Repr̈asentation
derDaten,andieProblemgr̈oßeadaptierteArchitekturenunddieMöglichkeitderArchitektur̈ande-
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rung auchwährenddesTrainingszu begegnen. Allerdings stoßenauchMethodenwie Eingabe-
pruningschnellan ihre Grenzen.Unabḧangigdavon, ob manmit neuronalenNetzenodereinem
anderenMechanismuslernt, erḧalt mannämlichdie Aussage:

’
Eingabepruningist NP-schwierig‘

odergenauer:

Satz3.8 Gegebensei 0 , eineendliche Menge von Punkten �J´|;Ò� Ã ;J)ßCc, � � � 1 Ç 5�, � � � 1 und eine
Zahl Û . Dann ist esNP-hartzuentscheiden,ob es Û Indizes] � , . . . , ]�Ú gibt, sodaßdie auf diese
KoeffizientenreduziertenPunktenicht widersprüchlich werden,d.h.keine ´ ; und ´Ê= existierenmit�J�Ê;Õ;Lí"��.�.I.I���Ê; ; ° )B�P����=ª;Lí���.�.�./����=ª; ° ) und Ã ;io� Ã = .
Beweis: Diesesfolgt sofort durcheineReduktionvom hitting setProblem. Eine Instanzvon
Punkten¶�+,���3?.�.�.I����Ç�1 und Teilmengen�Ý��,{õ � ��.I.�.I��õ�ÜÄ1 besitztein hitting setder Größe Û
dannund nur dannwennfolgendePunktemit Eingabenim E Ç sich auf Û Eingabekoeffizienten
reduzierenlassen,ohnewiderspr̈uchlichzuwerden:� � ��.�.�./� � )�È� � �

e2 µ���� � ��.I.�.I� � ��.�.�.?� � ��.I.�./� � ��.�.�.?� � )BÈ� � für alle õª=
wobeider ] te Koeffzientvone2 µ � ist dannundnur dann,wenn ��;NC7õª= gilt. é
4 Exkurs in die COLT-Theorie

DasallgemeineVorgehenist alsoso,daßmaneinegeeigneteArchitekturausẅahlt unddie Para-
meteranhandder Datenoptimiert. Es ist offensichtlich,daßder empirischeFehlerin der Regel
kleinerist alsderGeneralisierungsfehler. Daherwählt manalsGütekriteriumeineScḧatzungdes
Generalisierungsfehlersauf Daten,auf denennicht gelerntwurde. Hier stellt sich jetzt die Frage,
welchenGrundmanzurAnnahmehat,einkleinerempirischerFehlerführeauchzueinemkleinen
Generalisierungsfehler. Scḧarfer formuliert: Warum ist sichergestellt,daßdie Datengen̈ugend
überdaszugrundeliegendeModell aussagen,sodaßman– möglichstnacheinervorherabscḧatz-
barenMengean Beispielen– ausDatenlernenkann. DieseFrageist nicht auf neuronaleNetze
beschr̈ankt,sondernstellt sichim ZusammenhangjedesAlgorithmus,derausBeispielenlernt. Ei-
ne mathematischePr̈azisierungvon

’
Lernbarkeit‘ bietetdie statistischeLernbarkeitstheorie,von

derwir jetzt einigegrundlegendeIdeenerläutern.Die AbkürzungCOLT stehtdabeifür COmpu-
tationalLearningTheorie.

4.1 PAC Lernbarkeit

Die mathematischenGegebenheitenseiencharakterisiertdurch� einenDatenraum
ë

mit einerVerteilung
Ì

, gem̈aßder Beispiele�Ê; unabḧangigund iden-
tischverteilt (kurz i.i.d.) gezogenwerden,� einenBildraum ² , derhier immerin » � � � ½ enthaltensei,� eineapproximierendeFunktionenklasseØ vonFunktionenxVS ë � ² , dieetwadurcheine
Netzarchitekturgegebenseinkann,� eineunbekanntezulernendeFunktion Q , vonderwir annehmen,daßsieauchin Ø enthalten
ist.
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Die letzteForderungist nicht unbedingtrealistisch,dennhäufigist die Funktion Q fehlerbehaftet,
so daßmanes mit Q � w statt Q zu tun hat; häufig ist Q zudemkomplexer als die Funktionen
in Ø und nur ganzgut durchdieseapproximierbar. DieseallgemeinerenFragestellungenfallen
unterdenTerminusdesagnostischenLernens, dervon Hausslereingef̈uhrt wurde. Er ist etwas
schwierigerzu handhaben,aberviele der Ideensind dieselben.Insbesonderesind hinreichende
Bedingungenfür agnostischeLernbarkeit unterrealistischenBedingungenauchdurcheineendli-
cheÜberdeckungszahlbzw. VC-Dimensionvon Ø gegeben,dasheißtdurchdie Charakteristika,
diewir auchin diesereinfacherenSituationerhaltenwerden.In allemFolgendemmußvonmathe-
matischerWarteausdaraufgeachtetwerden,daßdiebetrachtetenFunktionenundMengenmeßbar
sind.Dasist in konkretenFällengegeben,dahergehenwir daraufnicht weiterein.

Ein Lernalgorithmus lerntanhandvonDateneineFunktion,dasheißteinLernalgorithmusist
eineAbbildung w S �r;As � � ë 5�²*) ; �ÙØ�.
Wir schreiben

w ÜO��´���¿x) für
w �J� � � Ã � ��.I.�.I���ÊÜ^� Ã Ü¹) und

w ÜD�J´��"Q|) für
w �J� � �"Qx�J� � )?�I.�.�.?���ÊÜ��Q��J�ÊÜ¹)�) .

DerempirischeFehler zwischenzweiFunktionenauf ´ istÚ��Ü�¬Q'��x���´N)�� �Ï Ü© ;As � }>Qx�J�Ê;J)x�
x ���Ê;J)�} .
Der tatsächlicheFehler zwischenzweiFunktionenist� [ ��Q���xu)�� ´ }�Q��J�z)x��x|�J�z)�}^� [ �J�z)?�
wobeidieNotation � [ ���z) bedeutet,daßmanentsprechendderVerteilung

Ì
überdieUnterschiede

aufallen �FC ë mittelt. Eswird jetzt in derRegel geltendaßÚ��Ü� w ÜD�J´��"Q|)?�"Q )Û� �
gilt. Die Hoffnungist allerdings,daßauch�z� w ÜD��´��"Q )"�"Q )Ü� �
zumindestfür gen̈ugendgroßesÏ gilt. FernerwürdemangerneeineSchranke für die Anzahlder
Beispiele Ï wissen,so daßder tats̈achlicheFehlerhöchstwahrscheinlichetwa demempirischen
Fehlerentspricht.DieseSchranke solltedabeiinsbesondereunabḧangigvon derunbekanntenzu
lernendenFunktion Q sein!

Es wird sich herausstellen,daßCharakteristikader FunktionenklasseØ diesesgarantieren
können.Für beliebigesØ ist dieseEigenschaftabernichtgegeben.

Beispiel: Sei Ø die Klasse,�Q7S'» � � � ½�� , � � � 1�}�Ý�¤<C�E H �<Ä���ÅR��¤��z)�)B�qQ����z)"1
derFunktionen,derenVerlaufdurchNullstelleneinerCosinusfunkitonbestimmtwird. DieseKlas-
sekanndurcheinenreellenParameterbeschriebenwerden.Nichtsdestotrotzist sieschwierigzu
lernen.Anschaulichkannmansichdaswie folgt klar machen:Für jedeFolgevonPunkten� � , . . . ,�ÊÜ im Intervall » � � � ½ , dienichtrationalabḧangigsind(d.h.dienichtdurcheineLinearkombination
mit ganzenZahlenzu

�
kombiniertwerdenkönnen),ist dieMenge,��J¤�� � mod
 Ì ��.I.�.I��¤��ÊÇ mod
 Ì )·}�¤<C�E^1
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dicht in » � �"
 Ì ½ Ü , d.h.allein durchSkalierendesVektorskannmandie Punktein nahezujedePo-
sition auf demDefinitionsbereichvon ÄH��Å setzen,wennmandie Periodiziẗat ber̈ucksichtigt(vgl.
z.B. [Mane,ErgodicTheoryandDifferentiableDynamics]).Die Punktekönnenalsodurchgeeig-
neteWahl desParameters¤ beliebignach , � � � 1 abgebildetwerden.Möchtemanalsoeinedieser
verschiedenenFunktionenaufgrundderPunkteidentifizieren,dannmußmandenWert auf allenÏ Punktebetrachten.Dasheißtaber, damandiesesfür beliebigesÏ erreichenkann,daßmanzur
IdentifikationgewisserFuntkionenbeliebigviele Punkteben̈otigt. Dasist naẗurlich kein formaler
Beweisdafür, daßLernenschwerist, wir werdendiesensp̈aterbekommen.

Zunächstwollenwir formal fassen,wanneineFunktionenklasselernbarist.

Definition 4.1 Eine FunktionenklasseheißtPAC lernbar (probablyapproximatelycorrect lear-
nable),falls esmindestenseinenAlgorithmus

w
gibt, sodaßfür alle -Å~Í�Î� K�Þ Ì Ü ��´ç}�� [ � w ÜD��´��"Q )"�"Q ) � -%)i� � �JÏ � j`)

gilt. Ist ein konkretes- angesprochen,soheißtdiesesGenauigkeit. Ist obiger Termexplizit durch
Ó

beschränkt,soheißtdiesesKonfidenz.
EineFunktionenklasseheißtverteilungsunabḧangig PAC lernbar, falls esmindestenseinen

Algorithmus
w

gibt, sodaßfür alle -Å�Í�Î[ Å�Í#Î� K�Þ Ì Ü �J´m}�� [ � w Ü�J´��"Q )?��Q ) � -�)B� � �:Ï8� j`)
gilt.

EineFunktionenklasseist UCED (uniformconvergenceof empiricaldistances),falls für alle- � � Ì Ü ��´ç}vÅ~Í�Î� 3 � K�Þ } Ú��Ün�¬Q��~xz�¥�z)x�T� [ �¬Q'��xu)R} � -%)i� � �JÏ � j`)?.
EineFunktionenklasseist verteilungsunabḧangig UCED, fallsÅ~Í�Î[ Ì Ü �J´m}ßÅ�Í�Î� 3 � K�Þ } Ú�èÜ��Q���x����z)x�.� [ ��Q���xu)�} � -�)B� � �:Ï8� j`)".
DerBegriff derPAC Lernbarkeit wurdevonValianteingef̈urt. Original faßteerauchEffizienzaus-
sagen,die wir hier entkoppelthaben.PAC Lernbarkeit ist eineMindestanforderung,sodaßman
von derunbekanntenFunktionunabḧangigeSchrankenfür die AnzahlderBeispielefindenkann,
die Generalisierunggewährleistet.Es ist klar, daßmannicht notwendigPAC Lernbarkeit für alle- � � , sondernje nachGegebenheitetwa nur für ein bestimmtes- verlangenmuß.Verteilungsun-
abḧangigePAC Lernbarkeit fordertdar̈uberhinauseineUnabḧangigkeit derSchrankenvonderden
Datenzugrundeliegenden,evtl. unbekanntenVerteilung.BeideFormulierungensichernlediglich
dieExistenzmindestenseinesgutenAlgorithmus.

Die UCED Eigenschafthingegenstellt sicher, daßder empirischeFehlerjedesAlgorithmus
eineaussagekr̈aftige Größedarstellt,dennder empirischeFehlerdesAlgorithmus weicht nicht
sehrvom tats̈achlichenab für gen̈ugendgroßesÏ . In der Definition tauchtder Algorithmus

w
nicht explizit auf, sondernist implizit, da ja

w
nur einespezielleFunktion x darstellt,umgekehrt

aberauchjedespezielleFunktion x AusgabedesAlgorithmusseinkönnte. Insbesondereist bei
einerFunktionenklasse,dieUCEDist, jederLernalgorithmusmit kleinemempirischemFehlergut.

Die Fragestellt sich jetzt naẗurlich, wie mandieseeinzelnenBedingungentestenkann. Wir
fangenmit einerganzeinfachenSituationan:

Satz4.2 Die FunktionenklasseØ seiendlich. Dannist Ø verteilungsunabḧangigPAC.
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Beweis: Sei Ø�e,�Q � �I.�.�.I��QRÇ�1 und
ë ;>=D�e,�� }�Q�;£���z)ào�¶Q/=��J�z)�1 . Auf derMenge

ë ;>= unterschei-
densichalso QR; und Q?= . Möchtemannur mit Genauigkeit - lernen,dannkannman

Ì � ë ;>=?) ��-
annehmen.AnsonstensindnÄmlich beideFunktionenbeiderhiergefordertenGenauigkeit gleich.
DefiniereeinenLernalgorithmus

w
daurch,daß

w
aufdenDatenirgendeineFunktionausØ wählt,

die keinenempirischenFehlermacht.Da die zu lernendeFunktionin Ø ist, gibt essoeineFunk-
tion. Dannist Å�Í�Î � ; Ì Ü �J´m}�� [ �¬Q�;�� w Ü�J´���QR;J)¥) � -�)� Ð ; Ì Ü ��´y}�� [ ��QR;¬� w ÜD��´��"Q�;J)�) � -�)� Ð ; Ì Ü ��´y}�Ý�_ eswurdekein Beispielaus

ë ;>= gezogen)� Ð ; Ð = Ì Ü �J´y} eswurdekein Beispielaus
ë ;>= gezogen)� Ð ; Ð = � � � Ì � ë ;>=?)�) Ü� 0 Ù � � ��-�) Ü � � �:Ï8� j`)

Da dieseAbscḧatzungfür jedeVerteilung
Ì

gilt, ist sie auchfür dasSupremumkorrekt. Setzt
manin der letztenZeile dasMinimum über

Ì � ë ;>=?) statt - ein, erḧalt maneineAbscḧatzungfür
beliebigeGenauigkeit. é
EndlicheFunktionenklassensindalsoPAC lernbar. Insbesonderegilt diesesetwa für Funktionen-
klassenauf binärenDaten.In derRegel hatmanesjedochmit unendlichenFunktionenklassenzu
tun. Wasist dann?Im Hinblick darauf,daßmandie Funktionennur bis auf denFaktor - lernen
muß,charakterisiertfolgenderBegriff ein ÄquivalentzurEndlichkeit:

Definition 4.3 Sei ¹ eineMengemit Pseudometrik� . Dannist die Überdeckungszahl�Î�0-I��¹�����)
die kleinsteKardinalität vonPunkten� � , . . . , � 7 , sodaßdie Menge à ; ,��7}������#���Ê;J)��á-/1 ganz ¹
überdeckt. Die Packzahl KG�<-I��¹�����) ist die größteKardinalität vonPunkten,sodaß �z���Ê;�����=?) � -
für ]^o�À_ gilt.

Die Packzahlwird austechnischenGründenben̈otigt. WegenderAbscḧatzungKG�¬
,-/��¹�����)��4�Î�0-I�E¹Ä�E��)¹��KG�<-I��¹�����)
sinddiebeidenBegriffe im Wesentlichenaustauschbar.

In unseremFall ist ¹ die FunktionenklasseØ , - wird sich ausder Genauigkeit desLernal-
gorithmusergebenund � ist die Pseudometrik� [ , die denAbstandzwischenzwei Funktionen
mißt. Diesesist keinewirkliche Metrik wie etwa dereuklidischeAbstand,daverschiedeneFunk-
tionendurchausdenAbstand0 bzgl. � [ habenkönnen,wennsie sich nur auf einerMengemit
Wahrscheinlichkeit

�
unterscheiden.

Satz4.4 Falls �j�0-/��ØF�E� [ ) endlich ist, ist Ø mit Genauigkeit 
,- PAC lernbar. Falls �Î�0-I��Ø���� [ )
für alle - � � endlich ist, ist Ø PAC lernbar.

Beweis: Es wird der sogenannteMinimum Risk Algorithmuskonstruiert:Wähleeine - -Über-
deckungQ � , . . . , QRÚ von Ø . Für gegebeneDaten ���Ê;��"Q����Ê;J)¥) Ü;As � wähledasjenigeQ�; alsAusgabe,das
denminimalenempirischenFehlerhat.

DieserAlgorithmusist PAC mit Genauigkeit 
,- : Seidazu Q zu lernen,evtl. nachUmnumme-
rieren � [ ��Q��"Q�;:) � 
,- für ]g� � ��.I.�./� + , � [ ��Q��"Q�;J)V�
,- für ]g� + ��� �I.�.�.I��Û , � [ �¬Q'�"Q{Ú�)[�Â- . Es
ist Ì Ü �J´m}�� [ ��Q�� w ÜD�J´��"Q|)�) � 
�-�)� Ì Ü �J´m} Ú��Ü�¬Q���Q{Ú	�¥´N) � ��- � 
�gâÝu]BCj, � ��.�.�.?� + 1 Ú�èÜ��Q��"Q�;Ò��´N)<����- � 
�)� Ì Ü �J´m} Ú��Ü�¬Q���Q{Ú	�¥´N) � ��- � 
�) � Ð ; Ì Ü �J´m} Ú��ÜD��Q��"Q�;Ò��´#)¹���,- � 
�)� e� ÜÛã î �4ä � + �T� )¹�TÛ e� Üåã î �4ä � �
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Dabeiwurdein derletztenZeile die sogenannteHoeffding Ungleichungbenutzt:æßç¢èé ê9ëíìåî êðïBñÈòôó
eõ÷ö�ø8ù~ú6û èÛü

falls
î ê

i.i.d. aus ý9þkÿ��{ÿ �
mit Erwartungswert� stammen.Wähltmanjetztfür

î ê
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	 ç�� êzò � þ��� ç � � �
	 ò
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daja �� ç � � ��� òôó � gilt. Fernerist für ) ó *æ è ç�� � ��� ç � � �
	 ò ó ������� òó æ è ç�� � þ � ç � � ç�� êyò þ �
	 ç�� êyò �
+ �� ç � � �
	 ò�ò �,�#"$��� òó
eõ&%�ø è ù('

da �� ç � � �-	 ò ����� gilt. Insbesondereist die Konfidenzmaximal . für" ï /� û 02143 .65
Falls die Überdeckungszahlfür jedes � endlichist, erḧalt manfür jedeGenauigkeit einenge-

sondertenAlgorithmus,diemanjetztnochzueinemeinzigenAlgorithmuszusammenfassenmuß:
Für

*
besitzederAlgorithmuszurGenauigkeit ÿ � *

dieKonfidenzÿ � *
aufEingabenvonmindestens"87 Eingabedaten.Dabeiist o.B.d.A. "87:9 ì �;"87 . Man ruft jetzt einfachfür " Eingabedatenden

AlgorithmuszurGenauigkeit ÿ � *
für dasjenige

*
mit demgrößten"87 ó " auf. <

Zur Anmerkung: Die Hoeffding-Ungleichungbesagtallgemeinerfür unabḧangigeZufallsvaria-
blen

î ê = ý?> ê �A@ ê � : æßç é î ê ï�ñÈòôó
eõ÷û8ö�ø8ù�B ú:C�Dzõ&EFD ü ø 5

Wir bemerkennocheinmal,derMinimum Risk Algorithmusben̈otigt alsomaximal" ï /� û 0216G ç � �#HI���� ò.
Musterzur Genauigkeit �J� undKonfidenz. . Diesesliefert jetzt einehinreichendeBedingungfür
PAC Lernbarkeit, ist sie auchnotwendig? Wir unterscheidenzwischenFunktionenklassenund
KonzeptenwelcheFunktionenklassenmit Wertenin K��L�{ÿ�M sind.

Satz4.5 Für KonzepteH ben̈otigt jederAlgorithmusmit der Genauigkeit � undKonfidenz. we-
nigstens

ç ÿ¢þ�. ò N 02OQP ç ��� �RHS���� ò Beispiele.

Beweis: Seien
� ì

, . . . ,
� 7T�J� separierteFunktionen.Für jedenAlgorithmus U berechnetman� ê �WV�XZY\[R] ì ^\_ æ è ç�� � �� ç � ê ��U è ç�� �R` ò�òôó � òa �WVQbc� ê ÿedFf úhg\D ] i _ ú:j ] V ü ü�k % ü ç�� �R` ò �� _ ç�� òó � V ÿ a � è �
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dadie FunktionendenAbstand��� voneinanderhaben.Andererseitsist aberfür einenPAC Algo-
rithmus �WV�XZY\[R] ì ^ _ æ è ç�� � �� ç � �lU è ç�� �R` ò~òôó � òï æ è ç�� � �� ç � �lU è ç�� � � ò�òôó � òï ÿ¢þ�.m�
also � è ï ç ÿ�þ�. ò P ç ��� �#HI���� ò 5 <
Jedernoch so komplizierte Algorithmus ben̈otigt also eine durch den Logarithmusder Über-
deckungszahlgegebeneAnzahl an Beispielen,sofernman mit Konzeptenumgeht. Für Funk-
tionenklassengilt eineanalogeAussage,soferndie Funktionswerteendlich,oderdie Datenfeh-
lerbehaftetsind [Vidyasagar, Bartlettet.al.]. Für Datenmit beliebigerGenauigkeit kanndagegen
Lernenauf Funktionenklassenmit unendlicherÜberdeckundszahlaufgrundvon Kodierungstricks
möglichsein.

Beispiel: Die Funktionenklassen � êpo ý?�T�Hÿ �rq ý��T�{ÿ �s�
� ê ç � ò a � õ ê � � ê ç�� ò a n � � =ut 	 a � û D õ ì � ) ��� ê � ç ) + ÿ ò ��� ê �ÿ sonst v
ist bzgl.derVerteilungmit

æßç � ò a ÿ ��� ,
æ � � �T�{ÿ � a GleichverteilungPAC lernbar, hataberunend-

liche Überdeckungszahl,denn:Der Wert in � bestimmtdie Funktioneindeutig.Da
æßç � ò � � ist,

ist die Eingabe� bei unendlichhäufigemZiehenmit Warscheinlichkeit ÿ anzutreffen. Auf dem
RestunterscheidensichzweiFunktionenje umdie Distanz� 5:w N � 5hw .

In diesemBeispielist diegesamteFunktionin denFunktionswertder � kodiertworden.SolcheKo-
dierungstrickskönnenallerdingsin derPraxisaufgrundbegrenzterRechengenauigkeit nicht auf-
treten,sodaßmanunterrealistischenBedingungenPAC Lernbarkeit mit endlicherÜberdeckungs-
zahlgleichsetzenkann.In diesemFall hattenwir einen(denMinimum Risk)Algorithmuserhalten,
derdie Klasselernt. Im Falle neuronalerNetzewürdenwir abergerneeineForm von Backpropa-
gationanwenden.KeineRücksichtaufdenspeziellenAlgorithmus(außer, daßerdenempirischen
Fehlerminimiert) mußmannehmen,wenndie UCED Eigenschaftnachgewiesenwerdenkann.
Diesezeichnetsich dadurchaus,daßsie, genauwie die Charakterisierungvon PAC durch die
Überdeckungszahl,nicht auf einenspeziellenAlgortithmus referiert und also nur aufgrundder
Funktionenklassegetestetwerdenkann.Dennochkannmannochad̈aquatereCharakterisierungen
von UCED finden. Zunächstsoll auchhier gezeigtwerden,daßjedeendlicheFunktionenklasse
UCEDist.

Satz4.6 H a K � ì � 5e5x5 � �Zy M ist UCED.

Beweis: æ è ç�� �
zT{ �|) � �� ç � ê � �
	 ò þ �� è ç � ê � �
	 � � ò � �,� òó � ê2} 	 æ è ç�� ���#� 7 ç ��� ê ç�� 7 ò þ �-	 ç�� 7 ò � þ��� ç � ê � �-	 ò � �,�R" òó � ê2} 	 � eõ&%yø è ù4û a�~ ç ~ þ`ÿ ò eõ&%yø è ù4û q � ç " q � ò
<

Für unendlicheFunktionenklassenwürde man gerneeineanalogeAbscḧatzungmachen. Dazu
mußmanfür die Summenbildungdie Funktionenklassedurchein endlichesObjektersetzen.Die-
sesist ein wenigtrickreichundverlangtzus̈atzlicheÜberlegungen.
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Satz4.7 EineFunktionenklasseH ist UCEDdannundnur dann,wenn0��2�è������  _ ç 0�O G ç � �RH � � � �� è ò�ò" a �
gilt. Man erhält dieexpliziteAbschätzungæ è ç�� �c�#���g ] ��X
� � �Z� ç � �R� ò þ �� è ç � �R�r� � ò � ��� ò ó �  ø _ ç � G ç ��� ÿZ�L�RH � � `�� �� û è ò û ò eõ è % ø ù(�8û 5
Dabeibezeichnet H � �

die Einschränkungder Funktionenklasseauf dieEingaben
�

.

Beweis: Ein vollständigerBeweiskannetwa in [Vidyasagar]nachgelesenwerden.Essoll ledig-
lich skizziertwerden,wie mandie Distanzdesempirischenzumtats̈achlichenFehlerabscḧatzen
kann,dadieseBeweismethodikin derLernbarkeitstheoriehäufigin dereinenoderanderenForm
angetroffenwerdenkann.

Eswird nicht die UCED Eigenschaft,sonderndie sog.UCEM Eigenschaftbetrachtet,die die
Größe æ è ç�� �r�R�T�g X
� � �  ç � ò þ �� è ç � � � ò � �,� ò
untersucht.UCEM bedeutet

’
uniform convergenceof empiricalmeans‘ ; manbeachte,daßhier ja

geradeder Erwartungswertmit der empirischenErwartungverglichenwird. Zur UCED Eigen-
schaftkommt man,wennmandie UCEM Eigenschaftder Klasse �8H a K ��� þ�� ����� �R� = HSM
untersucht. Die Überdeckungszahlder Klasse �8H zum Parameter� ist maximal quadratisch
im Vergleich zur Überdeckungszahlder KlasseH zumParameter����� , daherübertragensich die
Schrankenentsprechend.

Sei " ï ����� û . In einemerstenSchrittscḧatztmandie Abweichungderempirischenvon der
tats̈achlichenErwartunggegendie AbweichungzweierempirischerErwartungenvoneinanderab.
Essei

bc� ç�� ò��  ç�� ò a �  ç � ò , � ê � ç�� êyò �J" a �� è ç � � � ò
. Sei� o a K � ���R��� g X-� � �  ç � ò þ �� è ç � � � ò � �,� M��� o a K � ` �r�R�T� g X-� � �� è ç � �R` ò þ �� è ç � � � ò � ������� M 5

Dannist
æ è ç � ò ó � æ û è ç�� ò

: Mit derTschebychev-Ungleichung, diebesagt,daß
æ ç � î þ � î � �� ò��

� ç�ç î þ � î ò û ò ��� û für eineZufallsvariable
î

gilt, folgert manæ è ç�� ��� �� è ç � � � ò þ �  ç � ò � �,����� ò ó �" � û ó ÿ�
für " ï / ��� û . Für jedeFunktion,derenErwartungvonderempirischenErwartungum � abweicht,
weichtdie empirischeErwartungalsomit Wahrscheinlichkeit mindestensÿ ��� von einerauf einer
neuenMengegemessenenempirischenErwartungummindestens����� ab. Daherbekommtmanæ û è ç¡� òï æ û è ç�� ` �
z�� ç � �� è ç � � � ò þ �  ç � ò � ���£¢ � �� è ç � �R` ò þ �  ç � ò � ó ����� ò~òï æ è ç � ò ��� 5

Als nächsteskannman
æ û è ç¡� ò

abscḧatzen,indemmansogenannteswappingPermutationen
aufdenDatenbetrachtet.SwappingPermutationensindPermutationen,diemaximaleinigeKoef-
fizienten

{
mit " +¤{

vertauschen,undalsozwischendenbeidenSamplesswappen.Esistæ û è ç¡� ò a ìû _ ��¥¦be§ ø _ ÿZ¨ ç�©rª ò �  ø _ ç�©rª òa be§ ø _ ìû _ � ¥ ÿZ¨ ç�©rª ò �  ø _ ç�ª ò a ç(« ò �
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wobei
©

dieswappingPermutationenrepr̈asentiert,ÿZ¨ ist diecharakterischischeFunktionzurMen-
ge

�
.

Für festes
ª

kannmandenIntegrandenbeschr̈anken: Seidurch
� ê

(
{ a ÿ�� 5e5e5 ) eine ��� /

Über-
deckungderauf

ª
eingeschr̈anktenFunktionenklassegegeben.Dannist

©rª
in

�
, falls� èé ê9ëíì � ç�ª ¥ ú ê ü ò þ � ç�ª ¥ ú ê 9 èÈü ò � �J"¬�,����� 5

AufgrundderÜberdeckungseigenschaftgibt esdannein
�
	

ausderÜberdeckung,sodaß� èé ê9ëíì �-	 ç�ª ¥ ú ê ü ò þ �-	 ç�ª ¥ ú ê 9 èÈü ò � ��"¬����� � 5
Für jedenfestenIndex ) kannmanaberdie Anzahl der swappingPermutationen,für die obige
Ungleichunggilt, beschr̈anken. Dazubenutztmandie Hoeffding-Ungleichungfür unabḧangige
Zufallsvariablen

î ê
mit Wertenin  ç �
	 ç�ª ¥ ú ê ü ò þ �-	 ç�ª ¥ ú ê 9 èÛü ò�ò underḧalt dieSchranke � eõ÷û è % ø ù\®A¯ ® ø

für die Wahrscheinlichkeit einer solchenswappingPermutation. Also ist für jedesfeste
ª

die
AnzahlderswappingPermutationen,sodaßesein

�
	
mit obigerUngleichunggibt, maximal� è � eõ è % ø ù(�8ûlG ç �A� / �RH � ª � �� è ò 5

Damit ist aber ç|« ò ó be§ ø _ � eõ è % ø ù(�8û G ç ��� / �RH � ª � �� û è òa � eõ è %yø8ù(�8û � ç G ç ��� / �#H � ª � �� û è ò�ò 5
Daß die Abweichungder empirischenvon der tats̈achlichenDistanzgegen Null geht, wird al-
so durch die Eigenschaft

02O � ç G ç ��� / �RH � ª � �� û è ò~ò �J" q � sichergestellt, wie man aus obiger
Abscḧatzungnachrechnenkann. Es folgt dannausderEigenschaft� ç 0�O G ç � �#H � ª � �� è ò�ò ��" q �
die UCEM Eigenschaft,dadanndie interessierendeGrößeabgescḧatzt werdenkann gegen die
Wahrscheinlichkeit für Pattern

�
, wo derLogarithmusderempirischenÜberdeckungszahlgeteilt

durch " größerals ein . ist (wegen � 02O G �J" q � ist dasklein) und densich für die übrigen
MusterergebendenTerm. Da hier die Überdeckungbeschr̈ankt ist, wird auchdiesesklein. Es
folgt diebehaupteteAussage. <
Esstellt sichallerdingsweiterhindieFrage,wie mandieÜberdeckungszahleinerFunktionenklas-
seabscḧatzenkann.Ein fundamentalerBegriff in derLernbarkeitstheorie,dereinerseitshäufigzur
konkretenAbscḧatzungder Überdeckungszahlund damit einhergehenderkonkreterSchranken,
andererseitsfür die CharakterisierungverteilungsunabḧangigerLernbarkeit verwandtwird, ist die
nachVapnik undChervonenkisbenannteVC Dimension.Sie mißt in gewisserWeisedie Kapa-
zitäteinerFunktionenklasse,oder, anschaulicher, diemaximaleAnzahlanPunkten,aufdenenman
mithilfe derFunktionenklasseauswendiglernenkann.

Definition 4.8 Sei H eineKlassevonKonzepten.Ein Menge K � ì � 5e5e5 � � è M vonPunktenin
î

wird
durch H geshattert, falls es für jede � - ÿ -wertige Abbildung � auf denPunkteneineAbbildung� = H gibt mit � a ��� K � ì � 5e5x5 � � è M . Die Vapnik-Chervonenkis Dimension (VC Dimension)
von H ist die Kardinalität einergrößtenPunktmenge, die von H geshattertwird. Siekannevtl.

�
werden.

Sei H eineKlassevonFunktionenmit Wertenin ý?�L�{ÿ �
. Ein Menge K � ì � 5e5x5 � � è M vonPunkten

in
î

wird durch H ge-fat-shattertmit Parameter� ï � , falls Folgendesgilt: Esgibt reelleWerte° ì , . . . , ° è (nur vondenPunkten,nicht von � abhängig)undfür jede � - ÿ -wertigeAbbildung � auf
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denPunkteneineAbbildung
� = H mit

��� ç�� êzò þ ° ê � ï � für alle
{

(d.h.eswird ein Abstand� von° ê gewahrt) und esgilt � ç î êzò a ÿ genaudann,wenn
� ç�� ê<ò þ ° êkï � ist. Die � -fat shattering

Dimensionvon H ist die Kardinalität einergrößtenPunktmenge, die von H mit Parameter� ge-
fat-shattertwird. Im Fall � a � spricht maneinfach vonshatternundder Pseudodimension.

Für Konzeptereduziertsichdie Pseudodimesnionzur VC Dimension.DieseGrößensind einer-
seits (manchmal)handhabbar, andererseitserlaubensie, die verschiedenen̈Uberdeckunszahlen
abzuscḧatzen.Zunächstsoll abereineBeobachtungstehen,diealsSauersLemmabekanntist.

Satz4.9 Sei H eineKonzeptklassemit der VC Dimension� und ± ç�� �RH ò seidie Anzahlder ver-
schiedenenFunktionenin H � �

. Sei
� � � a�~ ï � . Dannist ± ç�� �RH òôó ç

e~ � � ò d .
Beweis: Wiederinteressiertunsnur der für die LernbarkeitstheorietypischeTeil, daherwerden
nachzurechnendeAbscḧatzungenweggelassen.Eswird ± ç�� �RH òfó³² ç ~ ��� ò´o a � dê ë [Qµ y ê(¶

gezeigt.
JenenletztenAusdruckkannman(mit doppelterInduktion)gegen

ç
e~ � � ò d abscḧatzen.Er hateine

naẗurlicheInterpretationalsdieAnzahlderTeilmengenvon
�

mit maximal � Elementen.
Ist � a � , dannist dieFunktionenklasseeinelementigundalso ± ç�� �RH ò a ÿ . Ist

� � � a ÿ , � ï � ,
dannist ± ç�� �RH ò ó � . Für

� � � ó � ist offensichtlichnichtszu zeigen.Wir nehmenjetzt an,die
Behauptunggeltefür PunkteundKonzeptklassen,wo entwederwenigerals ~ Punktevorhanden
sindoderdieVC Dimensionkleinerals � ist. Die Aussagewird für ~ Punkte

�
undVC Dimension� von H gezeigt.Es ist ± ç�� �RH ò a ± ç�� �RH � � ò

. BetrachtetmaneinenPunktaus
�

, dannbestehen
für jedeAbbildungmaximalzweiMöglichkeiten.Sei

��· a ç�� ì � 5x5e5 � � y õ ì~ò . Dannist also± ç�� �RH � � ò a ± ç�� · �RH � � · ò + ± ç�� · �#H´¸ � � · ò �
wobei H´¸ nur die Funktionen

�
darstellt,die ein Pendant� besitzenmit

��� �s· a � � �s·
,

� ç�� y òu¹a� ç�� y ò
. Im erstenTermwerdenalsoalleverschiedenenFunktionenauf

��·
aufgesammelt,derzweite

fügt diejenigenhinzu, die sich nur auf
� y

unterscheiden.NachVoraussetzungist ± ç�� · �RH � � · òvó� dê ë [ µ y õ ìêº¶
. Die VC Dimensionvon H�¸ � � ·

ist maximal �ZþBÿ , dennfür jedeAbbildungin H´¸ � � ·
gibt esin H�¸ sowohl dieentsprechendeAbbildungmit Wert � bzw. ÿ auf

� y
. Damit erḧalt man

± ç�� �RH � � òôó dé ê ë [¼» ~ þ ÿ{ ½ + d õ ìé ê9ë [8» ~ þ ÿ{ ½ a dé ê ë [¼» ~ {�½ 5 <
Eine analogeAbscḧatzungist für Funktionenklassenmöglich. Man ersetztdie VC Dimension
danndurchdie Pseudodimension.

Satz4.10 Sei H eineFunktionenklassemit der Pseudodimension� und ±¿¾ ç�� �RH ò sei die Anzahl
der verschiedenenFunktionenin K H À ç � þ�Á òÂo � q ý��T�{ÿ � � � êQÃq

H
ç � ç�� ê<ò þ,Ä ê<ò �Z� = HSM . Sei� � � a�~ ï � . Dannist ±¿¾ ç�� �RH òôó ç

e~ � � ò d .
Beweis: Diesesfolgt sofort,wennmandie durchdie VC DimensiongegebeneSchranke für die
ÜberdeckungszahlobigerKonzeptklasseanwendet. <
MankannalsodieAnzahlderKonzepteanhandderVC Dimensionabsḧatzen.Bemerkenswertist,
daßdiesea priori exponentiellwachsendeZahl nur nochpolynomiellwächst,sobalddie Anzahl
derPunktedie VC DimensionüberschrittenhatundAuswendiglernenauf denDatennicht mehr
möglich ist. DiesesResultatsoll jetzt zurAbscḧatzungderÜberdeckungszahldienen.
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Satz4.11 Esist G ç � �RHI�A�� ò ó � » � e� 021 � e� ½ d �
wobei � die VCbzw. Pseudodimensionvon H darstellt.

Beweis: Wiederstehthier nur eineIdee,einigeRechnungenwerdenweggelassen.Sei Å eine
maximale� -separierteMengein H . Für festes

�
und Á seigenauwie eben±¿¾ ç�� �RH ò a � K H

ç � ç�� ò þÁ ò �-� = H$M �
. Esist

� j ] ¾ ç ±¿¾ ç�� �RH ò~òï
� j ] ¾ ç � K � = Å ���

H
ç � ç�� ò þÆÁ òÇ¹a H

ç � ç�� ò þ!Á ò¿È � = Å�ÉLK � M�M � òa � g XeÊ æ ç
H
ç � ç�� ò þ�Á òË¹a H

ç � ç�� ò þ�Á ò¿È � = Å�ÉLK � M òa � g XeÊ ÿ¢þ æ ç z � = Å�ÉLK � M H
ç � ç�� ò þ!Á ò a H

ç � ç�� ò þ!Á ò�ò
Da sich alle Funktionenin Å um � unterscheiden,ist die Wahrscheinlichkeit, eineKomponenteÄ ê zwischendem Wert von

�
und � auf einemzufälligen

� ê
zu erwischen,mindestens� . Bei

zufälligem Ziehenvon Á und
�

und festem
�

ergibt sich also die Wahrscheinlichkeit
æ ç z � =Å�ÉLK � M H

ç � ç�� ò þ�Á ò a H
ç � ç�� ò þ�Á ò�ò alsmaximal

� Å � ç ÿ þ � ò y ó � Å �
eõ y % , daja alle Komponenten

von Á nicht zwischendemWert von
�

und einem � liegendürfen. Insgesamtkann mandaher
abscḧatzen � j ] ¾ ç ±¿¾ ç�� �RH ò�òôó � Å � ç ÿ¢þ � Å �

eõ y % ò 5
In dieseUngleichungsetztmanjetzt für die linke Seitedie durchdie VC bzw. Pseudodimensi-
on gegebeneAbscḧatzungfür die Funktion ± ein. Eine längereRechnungergibt danneineobere
Schranke für

� Å �
, d.h.die Größejeder � -separiertenMenge,unddamitaucheineobereSchranke

für die Überdeckungszahl. <
Da dieseAbscḧatzungfür jedeWahrscheinlichkeit

æ
gilt, ist sie insbesonderefür die empirische

ErwartungG ç � �RH � � � �� è ò für jedes
�

korrekt.Dasheißtalso,daßeineendlicheVC bzw. Pseudodi-
mensionsowohl die UCED EigenschaftalsauchPAC Lernbarkeit unabḧangigvon der jeweiligen
Verteilunggarantiert. Aufgrund der fundamentalenBedeutungdiesesErgebnisrechnenwir die
sichausobigenSätzenergebendeSchranke explizit aus:Für eineFunktionenklassemit Pseudodi-
mension� bzw. eineKonzeptklassemit VC Dimension� gilt mit derWahrscheinlichkeit ÿôþÌ. für
beliebigeVerteilungen

æ
undFunktionenbzw. Konzepte

�
undbeliebigeLernalgorithmenU� �� ç � �lU è ç�� � � ò~ò þ �� è ç � �lU è ç�� � � ò � � ò � ó ���" » � 021 » ��� e� 0�1 ��� e� ½ + 021 � . ½ 5

FolgenderSatzzeigt,daßeineendlicheVC Dimensionsogarnotwendigfür verteilungsunabḧangi-
gePAC Lernbarkeit ist.

Satz4.12 Seidie VC Dimensionder KonzeptklasseH gleich � . Danngibt eseineVerteilung
æ

,
sodaßfür alle � ó � 5 � w P ç ��� �#HI���� ò ï eû�ú [RÍ Î õ÷û|% ü ø d
gilt.

Beweis: Auf einerMengevon Punkten
�

, die geshattertwerden,betrachtetmandie Gleichver-
teilung

æ
. Der Abstandzwischenzwei Funktionenist danngenaudurch ÿ � � multipliziert mit der

AnzahlderPunkteaus
�

, auf denensichdie Funktionenunterscheiden,gegeben.Die Funktionen,
diesichwenigerals �J� unterscheiden,könnendurchdieZahl

� � k û|% d µ d� ¶
abgescḧatztwerden.Die
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Anzahlder übriggebliebenenFunktionenkannmanmithilfe dersogenanntenChernoff-Okamoto
UngleichungausderStatistikgegendie gewünschteGrößeabscḧatzen. <
Damit erḧalt mandie frappierendeKonsequenz,daßdie VC Dimesnionverteilungsunabḧangige
PAC Lernbarkeit äquivalent charakterisiertund man die verteilungsunabḧangigeUCED Eigen-
schaftfrei Hausbekommt.Für Funktionenklassenist dieSituationaufgrundvonKodierungstricks
etwaskomplizierter. AuchhierkannesFunktionenklassenmit undendlicherfatshatteringDimen-
sion geben,die lernbarsind. Allerdings ist diesesbei verrauschtenDatenunterbundenund die
UCED Eigenschaftwird äquivalentdurchendlichefat shatteringDimensioncharakterisiert.Ge-
nauerkonntein [Alon et.al.] eineVerallgemeinerungvon SauersLemmafür mehrwertigeFunk-
tionenklassenunddie fat shatteringDimensionerzieltwerden.Die Ungleichung�R�T�j G ç � �#H � � � �� è ò ó � » � "� û ½ � 0�1 ç � e"$� ç � � ò�ò
mit � als der fat shatteringDimensionzum Parameter��� �

erlaubt,die Distanzdesempirischen
undtats̈achlichenFehlersauchgegendie fat shatteringDimensionabzuscḧatzen.In [Alon et.al.]
wird zudemgezeigt,daßeinerseitsendlichefat shatteringDimesnioneinenotwendigeBedingung
für dieverteilungsunabḧangigeUCEDEigenschaftist, esaberandererseitsFunktionenklassenmit
unendlicherPseudodimension,aberfür jedes�Ë� � endlicherfat shatteringDimensionzumPara-
meter� gibt.

Die hier hergeleitetenBegriffe sindausreichend,die Situation,daßmaneinefesteArchitektur
trainiert, zu modellieren.BerücksichtigtmanallerdingsdenProzeßder Architekturauswahl mit,
dannhatmanesa priori mit einerFunktionenklassemit unendlicherKapaziẗat zu tun: Man wählt
einNetzausderKlasseallerNetzeaus,die,wie wir gesehenhaben,approximationsvollständigist.
Um dieseallgemeinereSituationzumodellieren,kannmandassogenannteLuckinessFramework
anwenden:Manbewertetje Trainingslaufaposteriori,wie gutdenndasjeweiligeErgebnisist, d.h.
etwa wie großdie konkreteNetzarchitekturbzw. die Kapaziẗat derselbigengewordenist. Eswird
alsogemessen,wie glücklich der konkreteTainingsverlauf gewesenist. DiesesMaß darf dabei
durchausauchvon denkonkretenTrainingsdatenabḧangen.Zus̈atzlichwählt mana priori Wahr-
scheinlichkeiten

��ê
, diesichzu ÿ summierenundje angeben,wie sehrmanmit diesemglücklichen

Verlaufgerechnethat.Schließlicherḧalt manfür die Abweichungdesempirischenvom tats̈achli-
chenFehlerdieselbenSchranken,diemanauchbisherin einer(apriori) entsprechendglücklichen
Situationerhaltenhätte– einzigeÄnderung: Sie sind um einender a priori Wahrscheinlichkeit
entsprechendenTermergänzt.Für eineexakteAusführungseiauf [Shawe-Taylor et.al.,Hammer]
verwiesen.

4.2 Anwendung für feedforward Netze

Um die Resultateauf NeuronaleNetzeanwendenzu können,fehlenalserstesAbscḧatzungenfür
die VC bzw. PseudodimensionrealistischerNetze. SofernguteSchranken für die Pseudodimen-
sion existieren,könnendieseauchals obereSchranken für die fat shatteringDimensionbenutzt
werden.Sobalddieseaberetabliertsind,kannmandenGeneralisierungsfehlerjedertrainiertenAr-
chitekturanhanddesTrainingsfehlersabscḧatzen.Insbesondereist danngewährleistet,daßüber-
hauptje derTestfehler, der ja üblicherweisezur ScḧatzungdesGeneralisierungsfehlersverwandt
wird, gegen � geht.Von der Ideehersollendie SchrankensogardasBetrachteneinesTestfehlers
überfl̈ussigmachen,daja derGeneralisierungsfehlerdurchdenempirischenFehlerunddasdurch
dieVC SchrankenabscḧatzbarestrukturelleRisiko beschr̈anktist, formal:

� ç � ��U è ç�� � � ò~òôó �� è ç � �lU è ç�� �R� ò � � ò + �
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mit Wahrscheinlichlkeit . unddemsichausdemletztenAbschnittergebendemstrukturellenRisiko� . Allerdingssinddie Schrankenfür � im Allgemeinenschlechter, alseseineAbscḧatzungdurch
denTestfehlerwäre, insbesondere,da hier ja ein worst caseSzenariobetrachtetwird. Daherist
durchausein BetrachtendesTestfehlersangemessen.

Wie fangen,wie sollteesauchanderssein,mit einemeinfachenPerzeptronan.

Satz4.13 Ein Perzeptronmit Eingabedimension~ besitztdie VCDimension~ + ÿ .
Beweis: Die VC Dimensionist mindestens~ + ÿ , dennmankannjede ~ + ÿ Punkteim Ï y

in
allgemeinerLageshattern.Dabeibedeutetder Term

’
in allgemeinerLage‘ genau,wasmansich

daruntervorstellt:Die Punkteliegenin typischerSituationim Ï y
, d.h.keine ~ Punkteliegenschon

auf einer ~ þ ÿ dimensionalenHyperebene.Algebraischbedeutetdasbei ~ + ÿ Punktengenau,
daßfür die DeterminantedererweitertenMatrix

det » � ì NZNZN � y 9 ìÿ NZNZN ÿ ½ ¹a �
gilt (diePunktesindaffin unabḧangig).MöchtemandiePunktejetztbeliebignachK��T�{ÿ�M abbilden,
dannwählt man Ð ê = K>þ ÿ��{ÿJM entsprechenddergewünschtenAusgabeundlöstdasGleichungssy-
stem ÑcÒ » � ì NZNZN � y 9 ìÿ NZNZN ÿ ½ a `Q�
umdieGewichte

Ñ
(BiasalsOn-Neuron)zuerhalten.

Seienumgekehrt " Punkte
� ì

, . . . ,
� è , die geshattertwerden,gegeben. Dann gibt es � è

Gewichte

Ñ ê
(inklusive Bias),sodaßderVektor

ç Ñ Òê ç�� 	 �{ÿ ò~ò�ê für geeignetes

Ñ ê
beliebigeVorzei-

chenhat. Die Werte für variierendes
{

und ) seienin eine � èÔÓ " -Matrix Õ geschrieben,d.h.Õ ê 	 a Ñ Òê ç�� 	 �{ÿ ò oder Õ a Ö×Ø Ñ Ò ì
...Ñ Òû _

ÙxÚÛ » � ì 5e5e5 � èÿ 5e5e5 ÿ ½ 5
Falls dieseMatrix keinenvollen Ranghätte,gäbeeseinenVektor ` ¹aÝÜ in Ï è , sodaß ÕÞ` a �
gilt. Es gibt aberunterdenZeilen der Matriz Õ eineZeile, derenKomponentendasselbeVor-
zeichenwie die Koeffizientenin ` haben,d.h. multipliziert mandieseZeile mit ` , erḧalt man
garantierteinenpositiven Term. Widerspruch. Daherhat die Matrix also vollen Rang " , d.h.

aber » � ì 5e5e5 � èÿ 5e5e5 ÿ ½ hat ebenfalls mindestensden Rang " . Aufgrund der Dimensionfolgt" ó ~ + ÿ . <
Als Konsequenzben̈otigt manfür eineguteGeneralisierungsleistungeinesPerzeptronseineAn-
zahlvonBeispielen,die linearmit derEingabedimensionwächst.Die Generalisierungsleistungist
dannaberauchunabḧangigvon der konkretenVerteilung– esgibt naẗurlich spezielleVerteilun-
gen,wo die Generalisierungsleistungbesserist, etwa wennnur ein TeilraumdesEingaberaumes
ben̈otigt wird. Als unmittelbareFolgerungerḧalt man eine Schranke für die Pseudodimension
einessigmoidenNeurons:

Satz4.14 Die PseudodimensioneineseinzelnensigmoidenNeuronsist ~ + ÿ , wenn ~ die Einga-
bedimensiondarstellt.

Beweis: Offensichtlichist diePseudodimensionwenigstens~ + ÿ , damanja Perzeptronenappro-
ximierenkann. Um eineobereSchranke zu erhalten,beachteman,daßbei derPseudodimension
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stattmit � mit Referenzwerten° verglichenwird. Es ist sgd
ç�� ò ï ° ßcà � ï

sgdõ ì ç ° ò , da-
her kannmanstattder PseudodimensiondessigmoidenNeuronsauchdie Pseudodimensiondes
RaumesderaffinenAbbildungenim Ï y

betrachten.Dieseist maximalgleichderPseudodimensi-
onderlinearenAbbildungenin Ï y 9 ì

. Für feste" Punkteim Ï y 9 ì
hat á o a K � ç�� ì�ò � 5e5x5 � � ç�� è ò ���

ist linearM maximaldie Dimension~ + ÿ , daderlineareVektorraumderFunktionenauf Ï y 9 ì
die

Dimension~ + ÿ hat.FallsdiePunkte
� ê

geshattertwerden,gibt esalsoeinenVektor â , sodaßder
um diesenVektorverschobeneRaum á alle Orthantendes Ï è trif ft. Esgibt aberkeinenweniger
als " -dimensionalenRaum,derdastut. Für denNullvektor â wurdedasobenschongezeigt.Ist â
nicht Ü , dannbezeichnè einenzumRaumâ + á orthogonalenVektorungleichÜ , deraufeinerzuá senkrechtenGeradedurchdenUrsprungmit RichtungzumUrsprungliegt. â ·

seiderVektorauf
dieserGeradedurchdenUrsprung,derdieSpitzein â + á hat.Esgibt keinenVektorin â + á , der
dieselbenVorzeichenwie ` hat. Dennfür soeinenVektorwürdedasSkalarproduktmit ` einen
Wert

ï � liefern, allerdingskannmanso einenVektor als â · + �
mit einemzu ` orthogonalen

Vektor
�

schreibenmit ` Ò ç â · + � ò a ` Ò â · � � . <
Allerdingssindnicht alle Aktivierungsfunktionensozahm,wie essichdie Perzeptronaktivierung
oderdie sigmoideFunktionund damit auchder hyperbolischeTangensoderandereim Wesent-
lichen äquivalenteAktivierungenerwiesenhaben. Wie wir schongesehenhaben,erlaubt die
Funktion ã
ä �

, beliebigerationalunabḧangigePunkteauf der Zahlengeradeauf ein gewünschtes
Vorzeichenabzubilden.Manerḧalt

Satz4.15 Die PseudodimensioneinesNeurons mit der Aktivierungsfunktionã
ä �
ist unendlich.

Dasselbegilt für die fat shatteringDimensionzuParameternkleinerals � 5:w .

SolcheNetzesindalsounterrealistischenBedingungennicht zumLernengeeignet,dazumindest
beieinigenPatternundunbeschr̈anktenGewichtenAuswendiglernenmöglich ist.

Wir wendenunsjetzt größerenArchitekturenzu. Für feedforward Netzemit derPerzeptron-
aktivierungkannmandie VC Dimensionebenfalls abscḧatzen.

Satz4.16 Die VC Dimensioneinesfeedforward Netzesmit der Perzeptron Aktivierungsfunktion
und å Gewichtenist vonder Ordnung å 0 ä O å .

Beweis: [Maass,Sakurai]habenNetzemit å GewichtenundeinerVC Dimensionderangege-
benenOrdnungkonstruiert. MaassbetrachtetdabeiNetzebeliebigerTiefe mit mindestenszwei
verborgenenSchichten,SakuraibetrachtetNetzemit einerverborgenenSchicht.

Eine obereSchranke kannmit denhier schonbewiesenenMitteln hergeleitetwerden:Jedes
einzelneNeurondesNetzesberechneteineFunktion

� ê
auf einemRaumder Dimension ~ ê , die

durchdie Anzahl der Vorgängerneuronengegebenist. Die Anzahl der verschiedenenAbbildun-
gen,die soein einzelnesNeuronauf " verschiedenenEingabenberechnenkann,ist nachSauers
Lemmadurch

ç
e"$� ç ~ ê + ÿ ò~ò y D 9 ì gegeben.Ordnetmandie Neuronensoan,daß

� ê
nur Vorgänger

unterdenNeuronenÿ , . . . ,
{ þ ÿ hat,dannfindetmanbei " Eingabenalsobzgl.demerstenNeu-

ron
ç
e"$� ç ~ ì + ÿ ò�ò yJæ 9 ì

verschiedeneAbbildungen,für jedeMengedersichergebenden" Werte
für dasNeuron � wieder

ç
e"$� ç ~ û + ÿ ò~ò y ø 9 ì verschiedeneAbbildungen,. . . . DasgesamteNetz

berechnetalsoauf " verschiedenenEingabenmaximalç,ê » e"~ ê + ÿ ½ y D 9 ì
verschiedeneFunktionen.Daskanndurch

ç G e"$� å òFè
nachobenabgescḧatztwerden.Eskann

maximaleineMengederKardinaliẗat " mit � è ó ç G e"$� å ò è
geshattertwerden.Diesesergibt
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dieobereSchranke " ó � å 0 ä O ç
eG ò . <

[Bartlett et.al.] habengezeigt,daßsich die Ordnungauf die Ordnung å verbessernläßt, falls
mandie maximaleTiefe derNetzebeschr̈ankt. Bei realistischerweisemaximalzwei bis drei hid-
den layerngilt alsoauchdie Daumenregel, daßdie Anzahl der Beispielelinear mit der Anzahl
derGewichtewachsensollte. Verbesserungensindmöglich, falls die Gewichtesehrklein gehal-
tenwerdenoderdie Eingabennur auseinemendlichenAlphabetstammen.Auch hier gibt esin
Spezialf̈allenmitunterbessereSchranken[Bartlett et.al.].

In derPraxisverwendetmandifferenzierbareAktivierungsfunktionenwie die sigmoideAkti-
vierungoderauch,derEffizienzwegen,stückweiselineareNäherungenderselben.Für feeforward
Netzemit stückweisepolynomiellerAktivierungerḧalt maneineSchranke, indemmandie Netz-
funktion als BoolescheFormel in Ausdr̈ucken der Form

� ç�� ò � � für Polynome

�
schreibt,die

unteranderemdie Gewichtsvektorenals Parameterbesitzen,und die Anzahl der verschiedenen
möglichenWahrheitswertbelegungenabscḧatzt, wennmandie Gewichte variiert. Diesesergibt
eineSchranke für die Pseudodimension.

Satz4.17 Seiein feedforward Netzmit G Neuronen,å ï G einzustellendenGewichten(dieevtl.
a priori festenGewichtewerdennicht gez̈ahlt),Tiefe é , stückweisepolynomiellenAktivierungsfunk-
tionenmit je maximal ê SẗuckenundmaximalemGrad � gegeben.Dannist die Pseudodimension
maximal � å 0 ä O û ç / e

ç å + ÿ ò ê è ç � Ò + ç éÛþ`ÿ ò~ò�ò a� å ç 0 ä O û ç / e

ò + 0 ä O û ç � Ò + ç éÛþ`ÿ ò�ò + 0 ä O û ç å + ÿ ò + å 0 ä O û ê ò 5
Beweis: Für jedekonkreteEingabe

�
desNetzesberechnetsichdie AusgabealsPolynomvom

Gradmaximal � Ò + ç émþ'ÿ ò in denGewichten(!),dennin jederSchichtwird derbisherigeAusdruck
mit ë multipliziert undvondiesemWertdieAktivierungsfunktionmit maximalemGrad � berech-
net. Betrachtetmandie verschiedenenBereichederAktivierungsfunktionen,dannerḧalt manbei
variierendenEingabenund Gewichtenmaximal ê�ì verschiedenePolynome. Für einekonkrete
Eingabe

�
undReferenzvektor ° kannmandasVorzeichenderNetzausgabeverglichenmit ° als

BoolescheFormelin � ç G + ÿ ò ê ì verschiedenenAusdr̈uckenderForm

� ç�� � ° � Ñ ò � � formulieren,
wobei

�
ein Polynomvom Grad

ó � Ò + ç étþ�ÿ ò in

Ñ
ist: Die Ausgabeberechnetsich,wie oben

gesagt,alseinesvon ê ì möglichenPolynomen( ° subtrahiert);welchesdieserPolynomeauf die
EingabenundGewichtezutrifft, testetman,indemmandenBereichjedereinzelnenAktivierung
jedesNeuronstestet.DessenAktivierungberechnetsichebenfalls je nachVorgängeraktivierungen
alseinesvon maximal ê ì õ ì möglichenPolynomen.Man führt alsozur BestimmungderAusga-
be maximal � ê N ê ì õ ì N G Vergleichedurch. Insgesamttretenalsomaximal í o a � ç G + ÿ ò ê ì
verschiedeneAusdr̈ucke in der BooleschenFormel auf. Wie nummerierendie BooleschenEle-
mentarausdr̈uckemit î ê , { a ÿ�� 5e5e5 �lí , dasin derFormel î ê vertretenePolynomsei

� ê ç�� � ° � Ñ ò
.

Man nimmt jetzt an, die Punkte
� ì

, . . . ,
� è seienmit Referenzwerten° ê geshattert.Dann

findetmanmindestens� è Gewichte

Ñ
, sodaßdie sichergebendenVektorenin K��L�{ÿ�M�ï è mit den

Wahrheitswertbelegungen
ç î ê ç�� 	 ò�ò8ê 	

, diedasVorzeichenderNetzausgabeauf
� ê

eindeutigcharak-
terisieren,für unterschiedliche

Ñ
verschiedensind. Die AnzahldermöglichenWahrheitswertbe-

legungenläßtsichabscḧatzengegendie AnzahldermöglichenVorzeichenwechselderbeteiligten
Polynome:Eine Wahrheitswertbelegungist höchstensdannverschieden,wennwenigstenseines
derauftretendenPolynomefür verschiedene

Ñ
unterschiedlichesVorzeichenbesitzt.Esmußalso

die AnzahlderZusammenhangskomponentenvon Ï è ÉLK Ñ �ez � 	xz��m�ð��� ç�� � ° � Ñ ò a �LM beschr̈ankt
werden,denninnerhalbdieserKomponentenist der die Wahrheitswertbelegungenbestimmende
Vektor konstant. Man brauchthier eigentlichnochein Argumentdafür, daßman im Fall eines
Polynomsexakt gleich � auchanalogeSituationenmit echtpositivembzw. negativemVorzeichen
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findet. Diesesfolgt ausformalenGründen. Etwa in [Warren] ist die Zahl der Zusammenhangs-
komponentendurchdieGröße » �

e" ím� ·å ½ è
mit demGradderPolynome� · a � Ò + ç é þ�ÿ ò abgescḧatzt.DerAnsatz

ç �
e" íZ� · � å ò è ï � è führt

zurSchranke " � � å 0 ä O û ç � eíZ� · ò
oder" � � å 0 ä O û ç / e

ç G + ÿ ò ê ì ç � Ò + ç éÛþ ÿ ò�ò�ò 5 <
Betrachtetmanallerdingsdie sigmoideAktivierungsfunktion,dannstehtmanvor zwei Proble-
men: EineKompositionderNetzfunktionenführt zu einemnicht mehrhandhabbaremAusdruck,
und manben̈otigt Schranken für Nullstellenmengenvon Funktionen,die auchdie Exponential-
funktion beinhalten. Dem erstenProblemkann man durch EinführenneuerVariablen,die die
AktivierungderNeuronenrepr̈asentieren,begegnen. Mit einemetwaskomplizierteremdifferen-
tialgeometrischenAnsatzkannmandannauchhier die AnzahlderZusammenhangskomponenten
bestimmen.Ein Beweisfür densigmoidenFall wurdevon [Karpinski,Macintyre]gefunden.

Satz4.18 Seiein feedforward Netzmit G Neuronen, å einstellbaren Gewichtenund der stan-
dard sigmoidenAktivierungsfunktiongegeben. Dann ist die Pseudodimensionmaximalvon der
Ordnung ñ ç å&û G û ò 5
Interessantist dabei,daßdurchausnicht alle Funktionen,die der Sigmoideähnlichsehen,sich
auchso scḧon verhalten. Der wichtige Punkt ist, daßsich die Nullstellenmengender Funktio-
nenscḧonverhalten,d.h.dieAnzahlderZusammenhangskomponentendesKomplementsendlich
ist. Insbesondereist genaudiesesfür denCosinusnicht der Fall. Esgibt Funktionen,wo dieses
Verhaltennicht sooffensichtlichist, wie beimCosinus.EtwadieFunktionò ç�� ò a arctan

ç�� ò � ± + ãxä � ç�� ò � ç ÿZ� ç ÿ + � û ò~ò + ÿ ���
siehtder sigmoidenFunktionsehrähnlichund hat auchscḧoneEigenschaften,sie ist etwa ana-
lytisch und unendlichhäufig differenzierbar, sie ist einesquashingFunktion,d.h. monotonmit
Limites � bzw. ÿ . Aberesgilt:

Satz4.19
ç ÿ�� � �{ÿ ò feedforward Netzemit derAktivierungsfunktion

ò
habeneineunendlichePseu-

dodimension.

Beweis: Die Linearkombination
ò ç é � ò + ò ç þ�é � ò þ�ÿ ergibt ãxä � ç é � ò � ç w ç ÿ + é û � û ò~ò . Der Nenner

diesesAusdrucksist positiv, daherkannmanfür beliebigerationalunabḧangigeEingaben
�

Werteé finden,diedieseWerteaufZahlenmit beliebigwählbaremVorzeichenabbilden.Wärealsoin der
Ausgabedie Identiẗat, dannkönntemandiesesEingabenshattern.Die Identiẗat kannaberdurch
denDifferenzenquotienten

�$ó ç ò ç � � ò þ ò ç � ò�ò � ç � ò ·zç � ò�ò für kleines � beliebiggutangen̈ahertwer-
den. D.h. SkalierungderAusgabegewichteundVergleichmit derReferenzþ ò ç � ò � ç � ò ·yç � ò~ò führt
für kleines � zumselbenErgebnis. <
Dasheißt:EineauchdurchausaufdenerstenBlick nichtsichtbareOszillationin derAktivierungs-
funktionkannLernenverhindern.

Interessantsind naẗurlich auchhier untereSchranken für die Kapaziẗat, da man zumindest
unterrealistischenBedingungenin einigenSituationeneinedurchdieseKapaziẗat nachuntenbe-
schr̈ankteAnzahlanBeispielenfür die Generalisierungsfähigkeit ben̈otigt. Etwa für die sigmoide
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AktivierungkannmandieselbenunterenSchrankenwie für diePerzeptronaktivierungerhalten,da
ja die Perzeptronaktivierungdurchdie Sigmoideapproximiertwerdenkann. Eine bessere,aber
vonderoberenSchranke nochweit entfernteSchranke,findetsichin [Koiran,Sontag]:

Satz4.20 Die fat shatteringDimensionvon sigmoidenNetzenmit å veränderbaren Gewichten
ist mindestensvonder Ordnung å û .
Beweis: Eswird ein Netzmit zweiEingabeneuronenbetrachtet.Die Punkte,die geshattertwer-
den,sind die Punkte K>ÿ�� 5e5x5 � ~ M û . Für eineAbbildung

�
der Punktenach K��L�{ÿ�M seienGewichteÑ ì

, . . . ,

Ñ y
mit

Ñ ê a � 5 ë
ê ì 5x5e5 ë êy , ë ê	 a � ç { �|) ò gewählt. å ist derGesamtvektorderGewichte.

Esgehtjetztalsodarum,mit einemNetzbeiEingabevon
{
und ) dieentsprechendeStelleim

{
ten

Gewicht zuberechnen.
Sei � ìè ç Ð ò a Ñ ì + yé ê ë û ç Ñ ê þ Ñ ê õ ì ò H ç Ð þ {�+ � 5hw ò 5

Offensichtlichgilt
� ì ç ) ò a Ñ 	

für ÿ ó ) ó ~ .
� ì

kannmit einemNetzmit ~ þBÿ Perzeptronneu-
ronen,� ç ~ þ ÿ ò + ÿ GewichtenundeinemlinearenNeuronberechnetwerden.� û ç Ñ ò berechnedieZif fernderKoeffizientenin

Ñ
, d.h.

� û ç � 5 ë ì 5e5e5 ë y ò a ç ë ì � 5e5x5 �Aë y ò
. Eine

Netzkonstruktionfür
� û ist induktiv möglich: Aus

ç ë ì � 5e5x5 �Aë ê ��� 5 ë ê 9 ì 5e5e5 ë y ò
erḧalt manë ê 9 ì aõô ç � 5 ë ê 9 ì 5e5e5 ë y þ!� 5 ÿ ò � � 5 ë ê 9 û 5e5e5 ë y a ÿZ� N � 5 ë ê 9 ì 5e5e5 ë y þÆë ê 9 ì 5

Insgesamtergibt diesesein Netzmit ~ Perzeptronneuronen,~ linearenNeuronenund
� ~ Gewich-

ten.� � ç�� � Ñ ò
berechnetdie

�
te Komponentevon

Ñ
. Als Netzist dasetwa� � ç�� � Ñ ò a ë ì + yé ê ë û ç ë ê H ç�� þ { þ�� 5hw ò þÆë ê õ ì H ç�� þ { þ�� 5hw ò�ò �

wobeimanjedesProdukt >�@ für >���@ = K��T�Hÿ�M durchH
ç > + @ þBÿ 5hw ò ersetzenkann.

� � besitztein
linearesNeuron,

� ç ~ þ ÿ ò Perzeptronneuronenund ÿ � ç ~ þ�ÿ ò + ~ Gewichte.
DasNetz ç�� �RÐ òöÃq � � ç�� � � û ç � ìè ç Ð ò�ò�ò

shattertalsodie angegebenenZahlenbeigeeigneterWahl von å undbesitzt~ + � lineareNeuro-
nen, � ~ þ w Perzeptronneuronenund ÿZ÷ ~ þWÿ � Gewichte.MankanndiediePerzeptronaktivierung
beliebiggutmit dersigmoidenAktivierungann̈ahern,dielineareAktivierungbeliebiggutmit dem
Differenzenquotienten(derzus̈atzlicheTermkannjeweils zum Bias folgenderNeuronengez̈ahlt
werden),underḧalt so ein sigmoidesNetz,dasdieselbenEingabenmit jederGenauigkeit

� � 5hwshattert. <
DieseErgebnisseetablierenzusammengenommendie prinzipielle Lernbarkeit einer festenneu-
ronalenfeedforward Architektur, wie sie in derPraxisvorkommt. Allerdingssind die konkreten
Schrankenin realistischenFällenhäufigsehrkonservativ, daja der– in derRegelnichtvorkomen-
de– schlechtesteFall mit abgescḧatztwird. Nichtsdestotrotzsinddie nachgewiesenenErgebnisse
prinzipiell beruhigend,sagensie doch,daßim Gegensatzetwa zum ã
ä �

realistischeNetzesich
prinzipiell gut verhalten.

Es soll hier nocheineAbscḧatzungfolgen, die zu einemkonkretenalternativen Lernverfah-
ren,der SupportVektor Maschinegeführt hat. Die VC DimensioneinesPerzeptronswächstbei
wachsenderEingabedimension.Das ist allerdingsnicht der Fall, wennmansich auf bestimmte
Perzeptronenbeschr̈ankt,die die Datennicht irgendwie,sondernmit einemgewissenMindestab-
standzurTrenngeradetrennen.
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Satz4.21 Sei H die Menge der linearenFunktionenvon K � = Ï y ��� � � ó � M nach Ï , sodaßder
GewichtsvektormaximaldieLänge Õ hat. Dannist die fat shatteringDimensionzumParameter�
maximal � û Õ û� û 5
Beweis: Seidie endlicheMenge ø geshattertmit Parameter� . Danngilt für jedeTeilmengeø [
in ø : � é¸ XZù-ú � þ é¸ XeùJû|ù-ú � � ï � ø � ��� Õ 5
Um dieseszuzeigen,sei ø a K � ì � 5e5e5 � � è M durchdieParameter

Ñ ê
geshattert,

{
je nachgewünsch-

ter Abbildung in K��T�{ÿ�M è , Referenzvektorenseien ° ê . Falls
� ¸ D XZù-ú ° ê¸ï � ¸ D XZù�û|ù
ú ° ê sei @ ê a ÿ ,

falls
� ê = ø [

, und @ ê a � , falls
� êü¹= ø [

. Es geltendannfür dieses

Ñ C die Ungleichungen:Ñ ÒC � ê ï ° ê + � falls
� ê = ø [

und

Ñ ÒC � ê ó ° ê þ � falls
� êQ¹= ø [

, alsoÑýÒC é¸ XZù-ú � ï éê ¸ D XZù-ú ° ê +³� ø [ � � 5
Analogfolgt ÑýÒC é¸ XZù�û|ù ú � ó éê ¸ D Xeù�û|ù ú ° ê þ � ø�É�ø [ � � 5
Also gilt ÑýÒC ÖØ é¸ Xeù ú � þ é¸ XZù�û|ù ú � ÙÛ ï � ø � � 5
Mit

� ë � ó Õ undderCauchy-SchwartzschenUngleichungerḧalt man� é¸ Xeù
ú � þ é¸ Xeù�û|ù
ú � � ï � ø � �A� Õ 5
Falls

� ¸ D XZù ú ° êÜó � ¸ D XeùJû|ù ú ° ê wählt man @ ê a ÿ , falls
� êþ¹= ø [

, und @ ê a � , falls
� ê = ø [

, und
erḧalt mit einemanalogenArgumentdieselbeAbscḧatzung.

Fernergibt esfür alleMengeø a K � ì � 5e5e5 � � d M vonPunktenmaximalderLänge
�

ein ø [�ÿ ø
mit � é¸ Xeù
ú � þ é¸ XZù�û|ù
ú � � ó�� � ø � � 5
Um dieseszu zeigen,sei @ = K>þ ÿ��{ÿJM d zufällig gezogen.Danngilt für die ebenfalls zufällige
Menge ø [ a K � ê = ø � @ ê a ÿ�M die Rechnung

� ÖØ � é¸ XZù-ú � þ é¸ Xeù�û|ù
ú � � û ÙÛ a �
� � dé ê ëíì @ ê � ê � û��

a dé ê ëíì � é 	��ë#ê � ç @ ê @ 	 � Òê � 	 ò + � µ � @ ê � ê � û ¶ �
a dé ê ëíì � µ � @ ê � ê � û ¶ó � ø � � û 5
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DiesevorletzteGleichungfolgt, da die @ ê unabḧangig mit Erwartungswert� gezogenwerden.
Daherist � ç @ ê @ 	 � Òê � 	 ò a � ç @ êzò � ç @ 	 ò � Òê � 	 a � . Mit demErwartungswertmußauchmindestens
eineAuspr̈agungkleineralsdieangegebeneGrößesein.Diesesliefert dasgesuchteø [

.
Kombiniertmandie beidenUngleichungen,dannerḧalt man� ø � �Õ ó�� � ø � � û à � ø � ó � û Õ û� û 5 <

Beschr̈anktmansichbeigegebenenDatenalsoaufdiePerzeptronen,dieGewichtsbeschr̈ankungÕ
undMinimalgüte � haben,dannist dieVC-DimensionnichtgleichderEingabedimension,sondern
durchobigenTerm gegeben,der bei hochdimensionalenDatenmitunterwesentlichkleiner sein
kann. Stattder Gewichtsbeschr̈ankungund der Mindestg̈ute kannmanaucheinenAbstandder
TrennhyperebenenvondenDatenvonmindestens

© a Õ ��� verlangen.DerAbstandeinesPunktes�
von der durch

ç Ñ � ò ò
gegebenenHyperebeneberechnetsichnämlich wie folgt: Der Punktauf

derHyperebene,deraufdemSchnittpunktmit derdurch
�

laufendenNormalenliegt, ist� + ò þ Ñ Ò �Ñ Ò Ñ Ñ 5
DerAbstandvon

�
zurGeradenberechnetsichalsoals� ò þ Ñ Ò �Ñ Ò Ñ Ñ � a �� Ñ � ï �ÕÝ5

Fazit: TrennteineHyperebenedie Datenmit einemgewissenMindestabstand,dannist die Gene-
ralisierungumsobesser, je größerdieserAbstandist. Die Generalisierungskaliertdannnicht mit
derEingabedimension.

Diesesist allerdingsmathematischnicht korrekt,damanja seinebetrachteteFunktionenklas-
sewählenmuß,bevor manDatensieht. Der Abstandwird allerdingsim Hinblick auf die Daten
gemessenundfestgesetzt.Formalmußmanzu einerexaktenBegründungderverbessertenLern-
barkeit beigroßemAbstandzudenDatendasschonerwähnteLuckiness-Framework heranziehen.
Dieseserlaubtin diesemFall, aposterioridenAusgangdesLernensauchin Bezugaufdiekonkre-
tenDatenzu beurteilenunddie dannresultierendenSchranken(ergänztum a priori Wahrschein-
lichkeiten)anzuwenden.In obigemFall führt daszu um konstanteFaktorenerweiterteSchranken
für die Lernbarkeit, die stattderEingabedimensiondenAbstandzur GeradenunddenBetragder
Eingabenverwendet.

4.3 Support Vektor Maschine

Die Tatsache,daßdie VC DimensioneinesPerzeptronsmit Abstandzu den Datenwesentlich
besserundinsbesondereunabḧangigvon derEingabedimensionseinkann,hatVapnikzueinerzu
feedforwardNetzenalternativenLernmethodikinspiriert:DerSupport Vektor Maschine(SVM).
Wir betrachtenhier die SVM lediglich alsKlassifikator, d.h.siesoll Funktionen

� o Ï è q K��T�{ÿJM
lernen.

Die lineare SVM ist im Wesentlichennur ein einfachesPerzeptron,d.h.berechneteineFunk-
tion � o Ï è q K��T�{ÿ�MQ� � Ãq

H
ç Ñ Ò � þ ò ò 5

Wir nehmenan,daßdie Datenimmereinedurch
�

beschr̈ankteLängehaben,d.h.
� � � ó �

. Wir
nehmenhierderEinfachheithalberan,derBiassei � , d.h.

ò a � . EineanalogeHerleitungmit Bias
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(odervermögeOn-Neuronen)ist möglich. DasErgebnismit explizitem Bias ist im Allgemeinen
verschiedenzumErgebnismit On-Neuronen,dasichderAbstandzurGeradeverschiedenberech-
net. Der Knackpunktist jetzt, daßzu gegebenenDatennicht irgendeine,sonderneinebez̈uglich
derGeneralisierungsfähigkeit optimaleTrennhyperebenegesuchtwird, dieHyperebenemit maxi-
malemAbstandzudenDaten.GegebeneineTrainingsmengeK ç�� ê �RÐ êzò �l{ a ÿ�� 5e5e5 � " M ist alsoein
Gewichtsvektorgesuchtmit Ñ Ò � ê ï � ßýà Ð ê a ÿ 5
Man kannannehmen,daßkein Vektorexakt auf derTrennhyperebenenliegt undalsodurchSka-
lierendesVektorserreichen,daßderAusdruck

Ñ Ò � ê
betragsm̈aßigimmer

ï ÿ ist. Wählt man ` ê
in K>þkÿ��Hÿ�M stattin K��T�Hÿ�M , dannschreibtsichdiesesalsÐ ê Ñ Ò � ê þ ÿ ï � 5
Gleichzeitigsoll der Abstandder Geradezu den Datenminimiert werden. Der Abstandeines
Punktes

�
zurGeradenmit Gleichung

Ñ Ò � a � läßtsichals
� é � � Ñ ���

mit

Ñ Ò ç�� + é Ñ ò a � berechnen,
d.h.derAbstandist

� Ñ Ò � � � � Ñ �
. DerminimaleAbstandzurTrennhyperebenenliegt für Punktevor,

für die in obiger Ungleichungdie exakte Gleichheitgilt. Man maximiert also den minimalen
AbstandderPunktezur Trenngeraden,wennderAusdruckÿ� ë �
maximiertwird. Man möchte

� ë � û ��� unterderBedingungÐ ê Ñ Ò � ê þBÿ ï � für alle
{

minimieren.
Dasbedeutet, �ý��1� �
	��öZD� [ » ÿ� � Ñ � ûÜþ é ñhê ç Ð ê ÑýÒ � ê þ`ÿ ò ½
für neueVariablen

ñhê
zubestimmen,denn��	��öZD� [ » ÿ� � Ñ � ûÜþ é ñhê ç Ð ê ÑcÒ � ê þ ÿ ò ½ a n �

falls Ð ê Ñ Ò � ê þ ÿ � �� Ñ � û ��� sonst.

DieseAufgabekannmanweitervereinfachen,dazubrauchenwir abereineAnleiheandie Opti-
mierung.

Eine Funktion
� o Ï è q Ï heißtkonvex, falls für alle

�
,

� ·
die Strecke durchdie beiden

FunktionswerteoberhalbdesGraphenverläuft,d.h.
� ç é � + ç ÿQþËé ò � · ò ó é � ç�� ò + ç ÿQþËé ò � ç�� · ò

für � �
é � ÿ . Stelltmanumundläßt é gegenNull gehen,erḧalt mandieUngleichung� � ç�� · ò Ò ç�� þ � · ò ó� ç�� ò þ � ç���· ò

. Die sogenanntenKuhn-Tucker-Bedingungensagen,daßein globalesMinimum
einer konvexen Funktion

�
mit Nebenbedingungen� ê ç�� òTï � , þ�� ê konvex, genaudannin

��·
vorliegt, wenn � ê ç�� · ò ï � für alle

{
gilt undes

ñhêfï � gibt mit

ñhê ç�� · ò a � für alle
{
, � � ç�� · ò þ� ñðê �6� ê ç��s· ò a � .

[’ ß ’ Esist aufgrundderKonvexität� ç�� ò þ é ñ �6� ê ç�� ò ï � ç�� · ò + � � ç�� · ò Ò ç�� þ � · ò + é ñ ç�� · ò þ é ñ �6� ê ç�� · ò Ò ç�� þ � · ò
Die letztenbeidenTermefallenaufgrundderBedingungenweg, d.h.� ç�� òôï � ç�� · ò + é ñ ç�� ò 5
Also ist

� ·
globaloptimalfür alleWertemit � ê ç�� ò ï � .
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’ à ’ Für ein Optimum
� ·

gilt entweder� ê ç�� · ò a � oder � ê ç�� · ò � � . Der Gradientvon
�

ist in
Bezugauf alle Richtungen� , die kein � ê betreffen odernur solche,wo � ê ç�� · ò � � gilt. Betrachtet
mandie Gleichungen� ê ç�� · ò a � , sobesitztderGradientvon

�
einenpositivenAnteil in Richtung

desGradientenvon � ê , daeineweitereMinimierungvon
�

nur unterVerletzungvon � ê ç�� ò�ï � in
Richtung� ê möglichwäre.D.h. manfindetfür � ê ç���· ò�� � denWert

ñ a � undfür � ú ��· ò a � einen
Wert

ñ � � mit � � ç���· ò þ � ñ �6� ê ç���· ò a � .]
Manberechnetalso � ÿ� � Ñ � ûÜþ é ñ � ç Ð ê ÑcÒ � ê þ`ÿ ò a � �

d.h.

Ñ a � ñ � ê
. Einsetzenin obigezuoptimierendeFunktionlieferté ñhê þ ÿ� é ñhêyñ 	 Ð ê Ð 	 � Òê � 	 5

Diesesist unterder Nebenbedingung

ñðê ï � zu maximieren. Gibt es überhaupterfüllendeBe-
legungen,kannman

Ñ a � ñhê Ð ê � ê setzen,gibt eskeineLösung,explodierendie

ñhê
gegen

�
.

Die lineareSVM bestehtdaherlediglich ausetwa einemGradientenauftstiegsverfahrenderFunk-
tion

� ñðê þ ìû � ñðê�ñ 	 Ð ê Ð 	 � Òê � 	
unterderBedingung

ñðêÈï � . Da essichum einezu optimierende
quadratischeFunktion handelt,sind in der Regel hierfür optimierteVerfahren,etwa ein konju-
gierteGradientenverfahren,vorzuziehen.Der Klassifikatorselberergibt sichanschließenddurchÑ a � ñhê Ð ê � ê , sobaldad̈aquate

ñhê
gefundenwurden. Diejenigen

� ê
, für die

ñhêÞ¹a � ist, nennen
sichauchSupport Vektoren. EssindPunktemit geringstemAbstandzurTrennhyperebenen.Sie
legendurchdie Bedingung,daßdie Aktivierunghier ÿ bzw. þkÿ seinsoll, denLösungsvektor

Ñ
eindeutigfest. Im Prinzipbestimmendie Punktemit minimalemAbstandzur Trennhyperebenen
dasErgebnisdesTrainings,löschtemanalle übrigenPunkte,erhieltemanimmer nochdasselbe
Ergebnis.

Nur im linear trennbarenFall ergibt sich so ein ad̈aquaterKlassifikator, der je nachAbstand
der Punktezur TrennhyperebeneneinewesentlichbessereGeneralisierungsleistungals ein ein-
fachesPerzeptronzeigenkann. Möchtemanzulassen,daßnicht notwendigalle Punktekorrekt
klassifiziertwerdenmüssen,– etwa weil die Mengenicht lineartrennbarist oderderAbstandzur
Trennhyperebenenzuklein würde– somodifiziertmanwie folgt: Die zuerfüllendenUngleichun-
genwerdenzu Ð ê ç ÑýÒ � êzò ï ÿ¢þ�� ê
mit Variablen� êðï � . Für

� êð� ÿ bedeutetdas,daß
� ê

korrektist,wobeifür
� ê = � �T�{ÿ>ý derminimale

AbstandzurTrennhyperebenenunterschrittenwird. Im Fall � êðï ÿ liegt derPunktentwederdirekt
auf oderauf der falschenSeiteder Trennhyperebenen.Die Anzahl der Fehlerkannalsodurch� � ê

beschr̈anktwerden.Minimiert wird jetztÿ� � ë � û +�� é � ê
mit einerzu wählendenKonstante

� � � , die die Gewichtungder Fehlerbestimmt. Inklusive
Lagrangemultiplikatorenist alsodieFunktionÿ� � Ñ � û +�� é � ê þ é ñhê ç Ð ê ÑcÒ � ê þ ÿ + � êzò þ é � ê � ê
mit

ñhêåï � ,
� êðï � zubetrachten.Die Kuhn-Tucker-BedingungenführenalsozudenGleichungenÑ a � ñhê Ð ê � ê , � þ ñhê þ � ê a � ,

� ê � ê a � ,

ñhê ç Ð ê Ñ Ò � ê þ�ÿ + � êzò a � . Esist notwendig

ñðê ó �
für� êðï � , für

� ê ¹a � , d.h.

ñhêð� �
ist � ê a � . Manerḧalt alsoalszuminimierendeFunktionwiederé ñðê þ ÿ� é ñhêyñ 	 Ð ê Ð 	 � Òê � 	



66 B. Hammer

mit Nebenbedingung� óBñhêåó �
. Ein Lösungsvektorberechnetsichals

Ñ a � ñhê Ð ê � ê .
NebenderMöglichkeit von Fehlernlegt esdie SVM nahe,lineareTrennbarkeit einfachdurch

AbbildenderDatenin einenhochdimensionalenRaumzuerzwingen.Stattderurspr̈unglichenDa-
tenbetrachtetmanalsokünstlichumverschiedeneMerkmaleerweiterteDaten,die,sofernmandie
Dimensionnur großgenugwählt, lineartrennbarwerden.Bei einemeinfachenPerzeptronwürde
sich diesesVorgehenverbieten,da mit wachsenderEingabedimensiondie Generalisierungslei-
stungsinkt. Bei der SVM hängtdie Generalisierungnicht von derDimension,sondernnur vom
Abstandder Datenzur Trennhyperebeneab – eskönnensich alsowesentlichbessereSchranken
ergeben.DasprinzipielleVorgehenist also,zun̈achstdieDatenvermögeeinerFunktion

²
in einen

hochdimensionalenVektorraumabzubildenund anschließendim Bildraum einelineareSVM zu
trainieren.Klassifikationerfolgtanschließend,indemmanEingaben

�
nachsgn

ç Ñ Ò ² ç�� ò�ò
abbildet.

Hier bestehtallerdingsein Problem: Skalarproduktein einemhochdimensionalenRaumzu
berechnen,ist aufwendig. DasTraining erfordertaberhäufigesBerechnender Skalarprodukte.
Hier bedientman sich eineskleinen Tricks, dessogenanntenkernel-Tricks:

²
tauchtnur im

Zusammenhangmit Skalarproduktenauf. Ist

²
so definiert,daß

² ç�� ò Ò ² ç ` ò a 3 ç�� �#` ò für eine
einfachzuberechnendeFunktion 3 gilt, dannist Trainingeffizientmöglich. Manoptimierté ñðê þ ÿ� é ñhêyñ 	 Ð ê Ð 	 3 ç�� ê � � 	 ò
unterderBedingung� ó ñðê

. Der Gewichtsvektor ist dann

Ñ a � ñhê Ð ê�² ç�� êzò
. Um die Ausgabe

einesbeliebigenVektors
�

zu berechnen,ist alsolediglich
� ñðê Ð ê 3 ç�� ê � � ò

zu bestimmen.Dieses
ist zumindestbeieinerin derRegelgeringenAnzahlvonSupportVektoreneffizientzubestimmen.
Manben̈otigt nichtdieexplizite Funktion

²
, sondernnurdenKern 3 . Waskommtalssolches3 in

Frage?
Ein Beispielist dieAbbildung 3 ç�� �R` ò a ç�� Ò ` ò ûe�

dieseberechnetdasSkalarproduktzu²�o Ï û q Ï � � � Ãq ç�� û ì ��� � � ì � û � � ûû ò
oderauch ²�o Ï û q Ï � � � Ãq ÿ� � ç�� û ì þ � ûû � � � ì � û � � û ì + � ûû ò
oderauch

² o ÏÉû q Ïö®&� � Ãq ç�� û ì � � ì � û � � ì � û � � ûû ò 5
Man sieht,esist

²
nicht eindeutigvorgegeben,sogardie DimensiondesBildraumeskannvariie-

ren.
Allgemeinergilt die Mercer-Bedingung: für einestetigeund symmetrischeAbbildung 3 o

Ï y Ó Ï y q Ï , densogenanntenKern, gibt eseineAbbildung

²
von Ï y

in einenevtl. unendlich
dimensionalenVektorraumund eineDarstellung3 ç�� �#` ò a � ² ç�� ò8ê�² ç ` ò8ê (dasist eineDarstel-
lung als Skalarproduktin einemevtl. unendlichdimensionalenBildraum) genaudann,wennfür
alleFunktionen� o Ï y q Ï mit

b � ç�� ò û � � � �
die Bedingung� 3 ç�� �#` ò � ç�� ò � ç ` ò � � ��` ï �

gilt.
MöglicheundhäufigverwendeteKernesind:



NeuronaleNetze,WS99/00 67� 3 ç�� �#` ò a ç�� Ò ` ò � , dennb ç � � ê Ð êzò � � ç�� ò � ç ` ò � � ��` a � @�� b � � æì Ð � æì 5e5e5 � ���y Ð ���y � ç�� ò � ç ` ò � � ��`a � @�� µ b � � æì 5e5e5 � � �y � ç�� ò � � ¶ û ï �
mit sichausgeeignetenBinomialkoeffizientenergebendenpositivenFaktoren@�� ergibt. Man
bildet hierbeialle Polynomevom Grad

�
. Alle Polynomevom Grad

ó��
erḧalt mandurch

diemodifizierteVersion3 ç�� �#` ò a ç�� Ò ` + ÿ ò � . JenachsichergebenderAnzahlvonSupport
Vektorenhatderendg̈ultigeKlassifikatoralsodieForm� Ãq

H  é ñðê Ð ê ç�� Òê � + ÿ ò �"! 5
DiesesentsprichteinemneuronalenNetzmit einerverborgenenSchicht.Die Neuronenbe-
sitzendie Aktivierungsfunktion

� Ãq � � . Die Anzahl der verborgenenNeuronenrichtet
sich nachder Anzahl der Support-Vektoren. Insbesondereist dieseAnzahl nicht a priori
bestimmt,sondernwird automatischmit passendenGewichtenwährenddesTrainingser-
mittelt.

Man sieht,daßsichfür homogenePolynomedie zugrundeliegendeAbbildung

²
alsé� æ 9 Í Í Í 9 ��� ë � �#� � � æì 5e5e5 � �$�y

mit geeignetenBinomialkoeffizienten �%� . Die DimensiondesRaumesder zugeḧorigenli-
nearenSVM wäredabei

µ y 9 � õ ì� ¶
, denndie Anzahl der möglichenFaktorenergibt sich als

dieAnzahlderMöglichkeiten,~ Zahlen,diesichzu

�
summieren,zuwählen.Dasentspricht

demZuordnenvon

�
Einsenauf ~ Stellenmit Mehrfachbelegung. Die einzelnenFunktio-

nen
� � æì 5x5e5 � ���y sind linearunabḧangig,dahererḧalt manauchgenaudieseDimension.Für

inhomogenePolynomesiehtdasähnlichaus.� Eine andereMöglichkeit ist die Wahl 3 ç�� �R` ò a eõ'& j"õ V & ø ù~ú]û)( ø ü . Der zugeḧorige Raumist
sogarunendlichdimensional,dennbei gen̈ugendvielenSupport-Vektorenmit großemAb-
standvoneinanderbestimmtderjeweiligeVektordasVerhaltenin seinerNäheeindeutig.Die
entstehendeArchitekturentsprichteinemNetz,daszun̈achstähnlichzueinemKohonennetz
die Ähnlichkeit zu den SupportVektorenbestimmtund anschließendgewichtet über die
Absẗandeaufsummiert.� Ein sigmoidenNeuronenentsprechenderKernist die Wahl * 	�1,+ ç�-�� Ò `�þ¤. ò , welcheszu ei-
nemeinschichtigensigmoidenNetzführt. Diesesstelltallerdingsnur für bestimmteWahlen
von

-
und . einenKern,derdie Mercer-Bedingungerfüllt, dar.

MankanndieSVM auchfür eineKlassifikationfür mehralseineKlasseadaptieren.Dazutrainiert
manmehrereSVMs jeweilsdarauf,einegegebeneKlassevondenrestlichenzuunterscheiden.Im
Betriebergibt danneineEingabe

�
die AusgabederjenigenKlasse,wo die zugeḧorigeSVM den

maximalenAbstandberechnet.
Um die SVM zurRegressioneinzusetzen,minimiert manÿ� � Ñ � û +�� é ç � ê + � ·ê ò

mit derBedingung

Ñ Ò � ê þýÐ ê ó � + � ê , Ð ê þ Ñ Ò � ê ó � + � ·ê
, � ê �.� ·ê ï � . DasentsprichteinenSchlauch

vomDurchmesser� um die FunktionswerteÐ ê zu legen,in dessenBereichdie zuprognostizieren-
denWerteseinsollen.
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4.4 Alter nativ: BayesianischeStatistik

EineAlternativezumPAC-AnsatzstelltdieBayesianischeStatistikdar, diehiernurkurzangedeu-
tet werdensoll. Essoll wie üblich eineGesetzm̈aßigkeit von Eingaben

�
undAusgabenÐ gelernt

werden,die etwa durcheineunbekannteFunktion,aberauch(insbesonderebei Bayesianischer
Statistiknahegelegt) durcheineunbekanntegemeinsameVerteilungderDaten

� Ó Ð gegebensein
kann.Eswird einedurch å parametrisiertesModell derDatengebildet,etwaeineNetzarchitektur,
eineSVM mit Parameternå odereineVerteilungbestimmterForm. EineBeispieldatenmenge

æ
liegevor. Zu einemWert

�
soll einewahrscheinlicheAusgabeÐ bestimmtwerden.Im Bayesiani-

schenAnsatzwird eineVerteilungfür Ð gegeben
�

unddie Daten
æ

bestimmtwie folgt:� ç Ð � æ � � ò a � � ç Ðr�lå � æ � � ò �&å �
d.h.dieWahrscheinlichkeit für Ð kannmandurchMittelungüberdiegemeinsameWahrscheinlich-
keit mit allenmöglichenParameternermitteln.Esist nachDefinition� ç Ðr�lå � æ � � ò a � ç Ð � æ � � �lå ò N � ç å � æ � � ò 5
Ist aber å bestimmt,hängtdie AusgabeÐ nicht mehrvon denDaten

æ
ab,da ja å dasModell

vollständigbeschreibt.Bei einemNetz ist diesesetwa die Verteilung,die derbei Einagbevon
�

mit Parameternå berechnetenAusgabedieWahrscheinlichkeit ÿ zuweist.Die sogenannteBayes-
Formel ausderStatistikbesagt� ç å � æ � � ò a � ç<æ � � � å ò N � ç å ò� ç0æ � � ò 5
Wir nehmenan,daßdie Eingabe

�
alleinenicht von denkonkretenParameternå abḧangt.Wei-

terhinbestehtdie Trainingsmenge
æ

ausBeispielen
ç�� ê �AÐ êyò , die wir genauwie beimPAC-Ansatz

auchalsunabḧangigundidentischverteilt voraussetzen.D.h.esgilt� ç0æ � å ò a ç � ç�ç�� ê �AÐ êyò � å ò 5
DerNennerberechnetsichals� ç0æ � � ò a � � ç å · ò�� ç0æ � � � å · ò �&å · a � � ç å · ò ç � ç�ç�� ê �AÐ êzò � å · ò �&å · 5
Im Prinzipkannmanjetztdie unsinteressierendeVerteilungberechnenals� ç Ð � æ � � ò a � � ç Ð � � �lå ò0/ � ç~ç�� ê �AÐ êyò � å ò�� ç å ò �&åb / � ç~ç�� ê �RÐ ê�ò � å · ò�� ç å · ò �&å · �
wobeidie beidenWahrscheinlichkeiten

� ç Ð � � �lå ò
und

� ç�ç�� ê �AÐ êyò � å ò a � ç Ð ê � � ê �lå ò N � ç�� ê � å ò a� ç Ð ê � � ê �lå ò N � ç�� ê<ò
aufgrunddesgewähltenModellszug̈anglichsind.

� ç å ò
ist einezu wählende

a priori VerteilungderParameter, die angibt,in welchemBereichdie Parametererwartetwerden,
wennmankeinerleiDatenzur Verfügunghat. Dieseskannetwa eineGauß-Verteilungsein,wenn
wir ohneVorwissenerwarten,daßdieGewichtein einemNetzsichsymmetrischumNull verteilen
undnicht zugroßwerden.

Allerdingssindin derRegel obigeIntegralenicht analytischlösbarundmüssengen̈ahertwer-
den. EineNäherungdurchMonte-CarloMethoden,d.h.Auswertungangen̈ugendvielenEinzel-
werten,kommtnurfür einenniedrigdimensionalenParametervektor å in Betracht.Esgibt je nach
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AnnahmenüberdasModell verschiedenemehroderwenigereffizienteNäherungen,auf die hier
nichtweitereingegangenwerdensoll. Essoll nureinSpezialfall erwähntwerden,dervomkonkre-
tenVorgehenherwiederauf dasüblicheProcederebei neuronalenNetzenführt: Falls manwenig
apriori InformationüberdieParameterbesitzt,ist dieDichtederapriori Verteilung

� ç å ò
voraus-

sichtlich flach. Bei gen̈ugendvielen Datenbesitztdie Dichte

� ç~ç�� ê �AÐ ê�ò � å ò�� ç å ò
eineSpitzeim

Bereichdestats̈achlichenWertes
�å , fallsesnur einensolchengibt. Gibt mannundasjenigeÐ als

daswahrscheinlichsteaus,wo die DichteobigenAusdruckszentriertist, erḧalt mandie AusgabeÐ zu demParameter
�å , derdie Fehlerfür die gegebenenDatenminimiert. D.h. bei vielenDaten

undweniga priori Informationentsprichtdie AusgabeÐ derAusgabemit einemdenempirischen
FehlerminimierendenParametersatz.

Bei wenigenDatenodergenauema priori WissenkanndasErgebnisallerdingsandersaus-
fallen,alsbeimüblichenVorgehen.Der Term

� ç å ò
sorgt für eineautomatischeRegularisierung

desModells. Wendetmandie BayesianischeVorgehensweiseetwa auf die SVM an,dannkönnen
bei geeigneterWahl von

� ç å ò
Vektorenmit kleinem

� å � û präferiertwerdenundsodie Genera-
lisierungsleistungverbessertwerden.Bemerkenswertist, daßmandurchausnicht auf ein Modell
beschr̈anktist; eskönnenmehrereNetzarchitekturensimultanbetrachtetwerden,die alle zumEr-
gebnisbeitragen– derTerm

� ç å ò
sorgt dabeifür eineGewichtungdereinzelnenArcghitekturen,

d.h.eineautomatischeRegularisierung.
Der BayesAnsatzstellt zun̈achsteineexakteBerechnungder vorliegendenWahrscheinlich-

keitendarund ist alsopersekonsistent.Problematischist dabeidie Wahl dera priori Verteilung
� ç å ò

, die eigentlichimmer überalle möglichenModelle erfolgenmüßte– eineschlechteWahl
der a priori Verteilunghat eineschlechteGeneralisierungsleistungzur Folge, andererseitswird
daskanonischeEinbindenvon Vorwissenleicht ermöglicht. Eine weitereSchwierigkeit stellen
die in der Regel notwendigenNäherungender Integraledar – im Einzelfall mußdie Gültigkeit
der jeweiligenNäherungenverifiziert werden.Da diesesderKnackpunktist, nocheinmal: Die a
priori Verteilungstellt eineimplizite RegularisierungderModelledar, sodaßeineguteGenerali-
sierungsleistunggewährleistetist. InsbesonderesinddaherBayesianischeMethodenfür denFall
von relativ wenigenDatengutgeeignet.

5 Partiell Rekurr enteNetze

Partiell rekurrenteNetzedienenzum überwachtenLernenvon Vorgängen,wo Zeit eine Rolle
spielt. Sie könnenim Gegensatzzu einfachenfeedforward NetzenSequenzenbeliebigerLänge
einlesen.Damit könnensiesowohl für Zeitreihenverarbeitungund-prognose,alsauchzur Simu-
lation von sich zeitlich entwickelndenSystemenverwandtwerden. Durch ihre Möglichkeit, Se-
quenzenbeliebigerLängeverarbeitenzu können,stehensieanderSchnittstellezu symbolischen
SystemenderKI. Die DatendersymbolischenKI zeichnensichnämlichim Gegensatzzu denfür
Netzegebr̈auchlichenVektorendurchhäufigrekursiveStrukturen,dieapriori unbeschr̈anktenDar-
stellungsplatzben̈otigenkönnen,aus.Tats̈achlichkannmandie Dynamikvon rekurrentenNetzen
soerweitern,daßsiein gewisserWeisesymbolischeTermealsEingabeverarbeitenkönnen.

5.1 Jordan und Elman Netze

Jordanund Elmannetzesind speziellesehreinfacherekurrenteNetzstrukturen.Sie wurdenvon
gleichnamigenHerrenzusammenmit einemeinfachenTrainingsalgorithmusvorgeschlagen,um
Problemein derSprachverarbeitungzulösen.Haupts̈achlicherUnterschiedzuallgemeinenpartiell
rekurrentenNetzenist dieBetrachtungsweiseunddie Art derDarstellung.
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DieDynamikeineseinfachenrekurrentenNetzeskannwie folgt beschriebenwerden:Eingaben
sinddurcheineSequenzý ��ç � ò � 5e5e5 � �tç á ò � vorgegeben.Die AktivierungenzumZeitpunkt é sind

net

ê ç é ò a é 	 ë 	 ê21 	 ç é ò þ ò ê
für alle bis auf die Eingabeneuronen.Die Eingabeneuronenkopiereneinfachdie Elementeder
SequenzundsetzendiesesalsihreAktivierungundAusgabe.Die AusgabederanderenNeuronen
ist

1�ê ç é + ÿ ò a � ç
net

ê ç é ò�ò 5
Man startetdabeibei einemInitialkontext ` und betrachtetals AusgabedesgesamtenNetzes
die AusgabegeeigneterNeuronen,die sichnachEinlesenderkomplettenSequenzberechnethat.
DieseskannmanalsdynamischesSystemsehen,dessenZustanddurchdenZustandderNeuronen
beschriebenist und dasseinenZustandje nachEingabeändert. Die Übergangsfunktion� von
einemZustandzum nächstenist durchein einschichtigesNetz beschrieben.Die Ausgabeergibt
sichdurchProjektionaufdieKoeffizienten,dieAusgabeneuronendarstellen.Formalberechnetso
einNetzalsoeineFunktion U À43� V o ç Ï è ò65 q Ï
mit einer Funktion U , welchesdie Projektionauf die Ausgabenist, und � , welchesdurch ein
einschichtigesNetz gegebenist, und 3� V

, welchesdie durchdie Übergangsfunktion� induzierte
rekursiveAbbildungauf Sequenzenist, die hierdurch

ç Ï è ò 5 bezeichnetwerden,d.h.3� V ç ý � ò a `��3� V ç ý � [ � 5e5x5 � �,7 � ò a � ç��,7 ��3� V ç ý � [ � 5x5e5 � �,7 õ ì � ò 5
DerzweiteTeil derEingabenan � , dersichdurchdie rekursivenVerbindungenergibt, wird häufig
durchzus̈atzlicheNeuronen,die je die AusgabendesvorherigenSchrittskopieren,deutlichge-
macht. Die so dargestelltenZellen heißenKontextzellen. In dieserNotationbietetessich an,
komplexereFunktionenals � und U zuzulassen,die sich z.B. durchmehrschichtigefeedforward
Netzeberechnenlassen.Tats̈achlichist daskeineechteErweiterung,da komplexereFunktionen
in obiger Notation dadurchsimuliert werdenkönnen,daßman ein Time-Delayin der Eingabe
einführt,d.h.bevor einneuerWertderSequenzeingelesenwerdendarf,wartetmaneinigerekursi-
ve Schaltschritte,währenddessendasNetzeinekomplexereÜbergangsfunktionausrechnenkann.
Formalfolgenalsoauf jedeechteEingabeeinigeDummy-Eingaben.

Nichtsdestotrotzwird dieNotationeinfacher, wennkomplexereFunktionen� und U zugelassen
werden.In dieserNotationstellenJordannetzedenSpezialfall dar, daß U die Projektionauf die
ersten~ Koeffizientenist und � die Form� o Ï è 9 û y q Ï û y o ç�� �R` ì �R` û òöÃq ç * ç�� �R` ì~ò �98 ì ` ì + 8 û ` û ò
mit einemNetz

*
mit einerhiddenSchichthat. Häufig ist 8 ì a � und 8 û = ý��T�{ÿ>ý . In diesemFall

bedeutetdas,daßin ` ì zus̈atzlichzurEingabe
��ç é ò die exponentiellabfallendgewichteteHistorie

der nacheinemSchritt berechnetenAusgaben: ç é ò + 80: ç étþ&ÿ ò + 8 û : ç éÉþ � ò 5e5x5 zur Verfügung
steht.DieseSichtweisezeigtdie möglicheBeschr̈ankungdesAnsatzes:Etwa bei Zeitreihenpro-
gnosesinddie gewünschtenAusgabennachjedemZeitschrittfestgelegt. Ein Jordannetzist dann
nur eineetwasumsẗandlicheArt, daszus̈atzlicheMerkmaldeszeitlich gewichtetenKontexts zur
Verfügungzustellen.DasNetzhatwenigMöglichkeiten,sichstattdessendierelevantenMerkmale
derZeitreihein denKontextzellenzumerken.

Demgegen̈uberpropagierenElmannetzedieAktivierungeneinerverborgenenSchichtzurück,
sodaßdasNetzselbstẗatig die relevanteInformationextrahierenkann. Formal ist ein Elmannetz
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ein rekurrentesNetzin obigerSchreibweise,wo � und U je ein feedforwardNetzohneverborgene
Schichtdarstellen.Die Ausgabenvon � und Eingabenvon U , quasidie verborgeneSchichtdes
Elmannetzes,beschreibtdamitdie vom NetzherauszufindenenZusẗandedesentstehendendyna-
mischenSystems.

5.2 Trainingsverfahren

Eine TrainingsmengebestehtauseinerAnzahl von Pattern
ç�� ê �R` ê ò , wobei jetzt die Eingaben

� ê
SequenzenbeliebigerLängeseinkönnen.Bei ZeitreihenprognoseoderderSimulationeinesdy-
namischenSystemsist zus̈atzlichgegeben,daßdieEingabesequenzenAnfangssẗuckevoneinander
darstellen,welchedie Eingabenan dasSystembis zum Zeitpunkt ÿ , bis zum Zeitpunkt � , . . .
darstellen.DerquadratischeFehlereinesNetzes

� � kanngenauwie bei feedforwardNetzenals

� a é ç ` ê þ � � ç�� ê ò~ò û
definiert werden. In

Ñ
sind die Gewichte desNetzesaufgesammelt;Biasewerdendurch On-

Neuronensimuliert. Der Initialkontext ` wird meistensnicht trainiert,sondernz.B. als Ü festge-
legt. JenachFragestellungsindunterschiedlicheTrainingsmethodenad̈aquat:� BackpropagationThroughTime (BPTT): Wir formulierendasVerfahrenfür dieurspr̈ung-

lich vorgeschlageneDynamik. Analogzu BackpropagationkannmandenFehler � durch
Gradientenabstieg minimieren. Dazuben̈otigt mandenGradienten� � . Dieserkannana-
log zu BackpropagationdurcheineVorwärts-undeineRückwärtswelleberechnetwerden,
bedenktman folgendes:Für jedeeinzelneSequenz

� ê
berechnetsich die Ausgabedurchá -facheKompositionderNetzfunktion

� � , wenn á die LängederSequenzdarstellt.Ana-
log kann man ein feedforward Netz G betrachten,dassich durch á -fachesHintereinan-
derḧangendesAusgangsnetzesG ç � ò ergibt. In diesemfeedforward Netz G , dasaus á
identischenNetzen G ç é ò besteht,kann man die Ausgaben

1�ê
und Fehlerterme. 	

im é ten
NetzdurchnormalesBackpropagationin G berechnen.Die Ableitung ; � � ;�ë ê 	 ergibt sich
dann,da ja dasGewicht ë ê 	 in jederKopie G ç é ò vorkommt,alsSummeüberdie Produkte
dieserTerme.

Natürlich mußbei einerkonkretenImplementationnichtdasNetz á malkopiertwerden,es
reicht,diejeweiligenAktivierungen

1�ê ç é ò undFehlersignale. ê ç é ò des
{
tenNeuronsin je einer

zumNeurongeḧorigenListezuspeichern.EinebesondereSituationtritt weiterhinauf, falls
die SequenzenAnfangssẗucke voneinandersind,dadannfür die unterschiedlichenSequen-
zendie Aktivierungenund Fehlertermegroßteilsübereinstimmen,alsonicht komplettneu
berechnetwerdenmüssen.Für eineSequenzý � ì � 5e5e5 � � 7 �

ist dannderquadratischeFehler� a � 7 Ò ëíì � ç é ò , mit

� ç é ò a n � falls im é tenSchrittkeineAusgabeverlangtist,� 5:w N � : ç é ò þÆ` ç é ò � û falls im é tenSchrittdieAugabè
ç é ò verlangtist.

� 	 ç é ò seidielineareDifferenz

1 	 ç é ò þËÐ 	 ç é ò für das) teNeuron,fallsdiesesexistiert,undsonst� . FaltetmandasNetzentsprechendderEingabesequenzaus,erḧalt maneinigeidentische
Kopien,wo jedesGewicht ë ê 	 an verschiedenenStellenidentischauftritt. Wir schreibenë ê 	 ç é ò für dasGewicht an der é -ten StelledesNetzes. MöchtemaneineGrößenach ë ê 	
ableiten,soergibt sichdasdurchdie Summeüberdie Ableitungennachallen ë ê 	 ç é ò (Ket-
tenregel). Manerḧalt also; �;�ë ê 	 a é Ò ; �;�ë ê 	 ç é ò a é Ò ; �; net

	 ç é ò ; net
	 ç é ò;�ë ê 	 ç é ò a é . 	 ç é ò<1�ê ç éÛþ ÿ ò
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mit denFehlersignalen. 	 ç é ò a n
sgd

· ç
net

	 ç é ò~ò ç � 	 ç é ò�ò é a á
sgd

· ç
net

	 ç é ò~ò ç � 	 ç é ò + � � ë 	F� . � ç é + ÿ ò�ò sonst

DerAufwanddesVerfahrensist für SequenzenderLängeá vonderOrdnungá å . Um die
Signale

1�ê ç é ò zu speichern,ben̈otigt manfür jedesNeuronSpeicherplatzfür eineListe der
Längeá .� Jordan/Elmantraining: Bei Jordannetzenstehtfür hinreichendguteNetzedieAktivierung
derKontextzellenfest;ebensoist beiElmannetzenzuerwarten,daßsichdieAktivierungder
Kontextzellennachgen̈ugendlangemTraining nicht mehrstark ändert. Dieseskannman
alsAnlaßnehmen,sozu tun,alsobdieAktivierungderKontexzellenkonstantseiundnicht
von den Gewichten abḧangig. Gradientenabstieg stopptalso, nachdemdie Fehlersignale
einmaldurchdasNetz � propagiertwordensind,ohneeineexplizite oderimplizite zeitliche
Entfaltungzu betrachten.DiesesVerfahrenist zwar effizient, manben̈otigt pro Musternur
O
ç å ò

Rechenschritte,die Konvergenzist abernicht gewährleistet,wennmanmit schlech-
ten Netzenstartet. Dahersollte manbei Jordannetzenevtl. sogenanntesTeacher-forcing
verwenden,d.h. in die Kontextzellennicht dentats̈achlichprognostizierten,sonderndenzu
prognostizierendenWerteinsetzen.Bei Elmantrainingsolltemanevtl. mit BPTTvortrainie-
ren,umdieKontextzellenzustabilisieren.� Real Time recurrent Learning (RTRL): Für sehrlangeSequenzenoderSituationen,wo
man online trainierenmuß und die maximaleLängeder Sequenza priori nicht weiß, ist
RTRL geeignet.Wir formulierendiesesfür die urspr̈unglichdefinierteNetzdynamikrekur-
renterNetze.Der Fehlerfür Eingabesequenzen,die je Anfangssẗucke voneinanderdarstel-
len,setztsichzusammenaus � a é � ç é ò �wobei � ç é ò dendurchdennachdem é tenZeitschrittverlangtenWert ` ç é ò gegebenenFehler
darstellt.Die Ableitung ; � � ;�ë ê 	 ergibt sichals

� � Ò ç 1 � ç é ò þ!Ð � ç é ò�ò ; 1 � ç é ò � ;�ë ê 	 . Esgilt; 1 � ç � ò;¿ë ê 	 a �
und ; 1 � ç é ò;¿ë ê 	 a �
für alle Eingabeneuronen3 . Wegen

1 � ç é + ÿ ò a sgd
ç � 7 ë 7 � 1 7 ç é ò�ò ergibt sich für denRest

dieRekursionsgleichung; 1 � ç é + ÿ ò;¿ë ê 	 a sgd
· ç

net
� ç é ò�ò � . 	� 1�ê ç é ò + é 7 ë 7 � ; 1 7 ç é ò;¿ë ê 	 � �

die esermöglicht, mit demAufwandO
ç å û ò in denGewichtendie Änderungzu berech-

nen. Obwohl langsameralsBPTT ist dieseVarianteinteressant,dasieeineonlineVersion
nahelegt: Die im Zeitschritt é induziertenÄnderungenhängennur von denAusgabenund
ÄnderungendesvorigenZeitschrittsab. Damit kannmansieauchsofortvornehmen,ohne
die Fehlersignalestarkzu ändern,undalsoSequenzen,derenLängea priori nicht bekannt
ist, trainieren.Derben̈otigteSpeicherplatzhängtnicht von á ab.
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dannliegt es nahe,den Gradienteninnerhalbvon � mit effizientemBackpropagationzu
berechnen,bei Propagierungdurchdie Zeitschritteabermithilfe von RTRL. Damit wäre
derSpeicherplatzaufwanddurch å beschr̈ankt,undderaufwendigeRTRL Schrittwärenur
nachjedemDurchlaufdurch � durchzuf̈uhren.Allgemeinerkannmanbeieinemrekurrenten
Netz, dasfür eineEingabeder Länge á trainiert werdensoll, denRTRL Schritt nur alleU Schrittedurchf̈uhrenunddazwischendie FehlersignaledurchBackpropagationThrough
Timepropagieren.Wir verwendenzurHerleitungwiederobigeNotation.

Essei �
ê ç é ò derlineareFehlerdesNeurons

{
zumZeitpunkt é , fallserexistiert,und � ç é ì �Ré û ò

der quadratischeFehlervom Zeitpunkt é ì bis zumZeitpunkt é û . Der Gesamtfehlerist also� ç �L�Rá ò . Wie ebenbezeichne; � ;�ë ê 	 ç é ò die AbleitungnachderKopiedesGewichts ë ê 	 imé -tenausgefaltetenNetz.Esist; � ç �L�Ré [ + U ò;�ë ê 	 a ; � ç �L�Ré [ ò;¿ë ê 	 + ; � ç é [ �Ré [ + U ò;�ë ê 	 �
folglich kannmandie BerechnungderAbleitungenin Summanden̈uberje U Schrittezerle-
genund,im online-Modus,wennetwa die MaximallängederEingabenicht bekanntist, die
Änderungensofortnachjeweils U Schrittendurchf̈uhren.Der zweiteSummandergibt sich
als ; � ç é [ �Ré [ + U ò;�ë ê 	 a Ò úé > ëíì ; � ç é [ �Ré [ + U ò;�ë ê 	 ç@? ò + Ò ú 9 ié> ë Ò ú 9 ì ; � ç é [ �Ré [ + U ò;�ë ê 	 ç�? ò �
d.h.erzerlegt sichin Summanden,diesichaufGewichtevor demaktuellenZeitschrittbezie-
henunddaherRTRL-gem̈aßvorwärtspropagiertwerdenmüssen,undGrößen,die sichauf
dengeradebetrachtetenBereichbeziehenundanalogzuBackpropagationberechnetwerden
können.Genauererḧalt manfür die Summeüber

? ó é [Ò úé > ëíì ; � ç é [ �Ré [ + U ò;�ë ê 	 ç@? ò a é � ; � ç é [ �Ré [ + U ò; net
� ç é [ ò Ò úé > ëíì ; net

� ç é [ ò;�ë ê 	 ç@? ò a é � . � ç é [ ò ê �ê 	 ç é [ ò
undfür

? � é [ ; � ç é [ �Ré [ + U ò;�ë ê 	 ç@? ò a . 	 ç�? ò61�ê ç@? þ`ÿ ò
mit derBackpropagation̈ahnlichberechnetenGroße. � ç é ò a; � ç é [ �Ré [ + U ò; net

� ç é ò a n
sgd

· ç
net

� ç é ò~ò � � ç é ò falls é a é [ + U
sgd

· ç
net

� ç é ò~ò ç � � ç é ò + � . 	 ç é + ÿ ò ë �|	 ò
falls é [ ó é � é [ + U

und ê �ê 	 ç é ò a Òé > ëíì ; net
� ç é ò;�ë ê 	 ç@? ò 5

Esist ê �ê 	 ç � ò a �
und ê �ê 	 ç é [ + U ò a Ò úé > ëíì ; net

� ç é [ + U ò;�ë ê 	 ç@? ò + Ò ú 9 ié> ë Ò ú 9 ì ; net
� ç é [ + U ò;¿ë ê 	 ç�? ò



74 B. Hammera Ò úé > ëíìíé 7 ; net
� ç é [ + U ò; net7 ç é [ ò ; net7 ç é [ ò;�ë ê 	 ç�? ò + Ò ú 9 ié> ë Ò ú 9 ì ; net

� ç é [ + U ò; net
	 ç@? ò ; net

	 ç@? ò;�ë ê 	 ç@? òa é 7 ; net
� ç é [ + U ò; net7 ç é [ ò ê 7ê 	 ç é [ ò + Ò ú 9 ié> ë Ò ú 9 ì ; net

� ç é [ + U ò; net
	 ç�? ò 1�ê ç@? þ ÿ ò 5

Backpropagation̈ahnlichkannmanberechnen; net
� ç é [ + U ò; net7 ç@? ò a ABDC . 7�

falls
? a é [ + U

sgd
· ç

net7 ç@? ò~ò � è ë 7 è ; net
� ç é [ + U ò; netè ç@? + ÿ ò falls U ó ? � é [ + U 5

Insgesamtberechnetmanalsozun̈achstin einerVorwärtswelle

1�ê
für die neuenU Schritte

(Aufwand U ~ û ), in zwei Rückwärtswellenüber U Schrittedie Größen. � ç é ò und ; net
� ç é [ +U ò � ; net7 ç@? ò (Aufwand U ~ û bzw. U ~ � ), die von einemBlock zum nächstenpropagierten

Größen ê �ê 	
(Aufwand ~ ® ) und letztendlichdie Änderungfür die Fehlervom Zeitpunkt é [

bis é [ + U durchdie angegebenenFormeln(Aufwand ~ � + U ~ û ). Diesesist aberinsgesamt
über U Schritteverteilt, sodaßmaneinenAufwand ~ � erḧalt, wenn U mindestensdieselbe
Größenordnungwie ~ hat.DerSpeicheraufwandist durchdieOrdnung~ � + U ~ beschr̈ankt,
insbesonderealsovon der MaximallängeeinerSequenzunabḧangig,da mansich überdie
Schrittehinauslediglich die Größenê �ê 	

unddie letztenAusgabenmerkenmuß.

Alle beschriebenenVerfahrenstoßenaufnumerischeSchwierigkeiten,sobalddasProblemdersog.
long-term-dependenciesauftaucht.D.h. BereichederEingabesequenzbeeinflussenstarkBerei-
che,die erstnacheinemlangenZeitraumfolgen. Um ad̈aquateÄnderungenzu bewirken,müßten
die Ausgabendie weit zurückliegendenStellenvermögeder Fehlersignaleerreichen. Betrach-
tet manin obigenFormelndie Fehlersignale,dannfällt der Faktorsgd

·
auf, der in jederSchicht

hinzukommt. DieserFaktor ist im bestenFall � 5 � w , im schlimmstenFall sehrklein, so daßdie
Fehlersignalemit zunehmenderDistanzzwischenAusgabeundsieverursachenderEingabeexpo-
nentiellabnehmen.

5.3 Approximationseigenschaften

Esstellt sichauchbei partiell rekurrentenNetzendie Frage,ob sie in geeignetemSinneapproxi-
mationsuniversellsind,d.h. jedeGesetzm̈aßigkeit, die siedarstellensollen,mit einergeeigneten
Architekturauchdarstellenkönnen.Einfachist die Situation,soferneineFunktiondesFormatesUcÀ
3��E mit stetigemU ung � approximiertwerdensoll, d.h. eineFunktionmit a priori rekursiver
Gestalt.Dannkannmandie FunktionenU und � einzelndurchje ein feedforwardNetz ô und F
aufKompaktabeliebiggutann̈ahern,sodaßdieKompositionô À 3FGE aufgrunddergleichm̈aßigen
Stetigkeit aufKompaktadie zuapproximierendeFunktion U ÀH3�IE beliebiggut für Sequenzeneiner
Maximallängeá mit Einträgenin Kompaktaann̈ahert.EsreichteineverborgeneSchichtin F und
in ô .

Schwierigerwird die Situation,falls beliebig langeSequenzenodernicht a priori rekursive
Funktionenapproximiertwerdensollenoderman,etwa im Fall von endlichvielen Daten,obere
Schranken für die Anzahl der ben̈otigten Neuronenherleitenwill. Eine Funktion besitzteine
lokale Linearit ät, falls die Funktion in der Umgebung von mindestenseinemPunkt, etwa

� [
,

stetigdifferenzierbarist unddie Ableitungin
� [

nicht verschwindet.

Satz5.1 Sei J ÿLK
endlich,

� o J 5 q Ï è eineFunktionund
� ì � 5e5x5 � � y = J 5 . Dannkannman

einrekurrentesNetzU£ÀM3��E findenmit U�ÀM3��E ç�� ê<ò a � ç�� êzò
für alle

{
. U ist einNetzmit derIdentität als
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Aktivierungsfunktionin der Ausgabeund einer verborgenenSchicht mit " ~ Neuronenmit einer
squashing-Aktivierungsfunktion.� besitztkeinehiddenSchicht und nur ein Ausgabeneuron mit
einerlokalenLinearität.

Beweis: @ seidie AnzahlderDezimalstellen,die die Wertein J maximalben̈otigen.Die Abbil-
dung � o J Ó Ï q Ï´� ç�� �ON ò�Ãq ç�� + N ò N ç � 5 ÿ ò C
induziert die Abbildung 3��E , welcheeinfach nur die Dezimalstellender Eingabenerweitertum
führendeNullen auf @ Stellenhintereinanderschreibt.Beginnt manmit einemKontext Ð , derkei-
nemWert aus J entspricht,dannist also 3�IE injektiv aus J 5 . � kannmit einemNeuronmit der
Identiẗatberechnetodermit einerAktivierungsfunktionP mit lokalenLineariẗatwegenP ç�� [ + � � ò þQP ç�� [ ò� P · ç�� [ ò óW�
approximiertwerden. Die zus̈atzlichenlinearenTermekönnendabeiin die Gewichte integriert
werden.Auf deninjektivenBildern derEingabesequenzenkanndie gewünschteAusgabemit ei-
nemfeedforward Netz aufgrundder schonnachgewiesenenApproximationseigenschaftenexakt
berechnetwerden. <
Stammendie Eingabennicht auseinemendlichenAlphabet,sondernauseinemreellenVektor-
raum,mußmaneinenDiskretisierungsschrittvorschalten,da die Stelligkeit der Eingabea priori
unbeschr̈anktist.

Satz5.2 Sei
� o ç Ï 7 ò 5 q Ï è eineFunktionund

� ì � 5e5e5 � � y = ç Ï 7 ò 5
. Dannkannmanein rekur-

rentesNetz U ÀR3��E findenmit U ÀS3��E ç�� êzò a � ç�� ê<ò
für alle

{
. U ist ein Netzmit der Identität als

Aktivierungsfunktionin der Ausgabeund einer verborgenenSchicht mit " ~ Neuronenmit einer
squashing-Aktivierungsfunktion.� besitzteinAusgabeneuronmit einerlokalenLinearität undeine
hiddenSchicht mit ~ ç ~ + ÿ ò Neuronenmit einersquashingAktivierungsfunktion.

Beweis: Die Eingabesequenzenunterscheidensich jeweils in mindestenseinerStellevoneinan-
der. D.h. man findet � ~ Zahlen,so daß,ersetztman alle bis auf diese � ~ Koeffizientendurch
beliebigeZahlen,

� ì
vonallenanderen

� ê
verschiedenbleibt,

� û von
� � , . . . ,

� y
verschiedenbleibt,

. . . . Insgesamtkannmanalsoalle bis auf ~ ç ~ + ÿ ò Koeffizientenbeliebigersetzen,ohnedaßSe-
quenzenidentischwerden. JeDimension

{ a ÿ , . . . ,
*

werdendie jeweiligen Koeffizienten,die
andieserStellezu einerUnterscheidungdienen,aufgelistetundZahlen @ ê ì , . . . , @ êy D zwischenden
Wertengewählt. Sei ê a ��	�� ê ~ ê . Die Abbildung

�
ç�� ì � 5e5e5 � � 7 ò�Ãq ÿ + 7é ê9ëíì ê ê õ ì y Dé 	 ëíì H

ç�� ê þ�@ ê	 ò
bildet die Koeffizientenauf Wertein K>ÿ�� 5e5x5 �Aê 7 M ab,sodaßdieseseinerNotationzur Basis ê der
Intervallindizes

� þ � ��@ ê ì � , ý?@ ìê ��@ ûê � , . . . dereinzelnenKoeffizientenentspricht.Die Abbildung� o ç�� �ON ò�Ãq ç � ç�� ò + N ò N ç �T�Hÿ ò 7@TDUWV)X#Y�Z
induzierteineauf denEingabeninjektive Abbildung 3� [

. H kanndurcheinesquashing-Funktion,
dieLineariẗat vermögeeinerAktivierungmit lokalerLineariẗatapproximiertwerden.Ein feedfor-
wardNetz U , daßdieverschiedenenBilder aufdiegewünschtenAusgabenabbildet,vervollständigt
die Interpolation. <
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DieseErgebnisseliefern obereSchrankenfür jedekonkreteTrainingssituation:Beim Trainingei-
nessigmoidenrekurrentenNetzesben̈otigt manlediglich eineverborgeneSchichtim Teilnetz �
bzw. U mit größenordnungsm̈aßigmaximal ~ û bzw. ~ Mustern. Für symbolischeDatenkann �
sogarunabḧangigvonderkonkretenAufgabegewähltwerden,einNeuronreichtdann.

Es ist eine interessanteFrage,ob auchFunktionenals ganzesapproximiertwerdenkönnen.
Dazu sei eineFunktion von Listen in einenreellenVektorraumdannund nur dannstetig bzw.
meßbar, wenn jedeEinschr̈ankungauf SequenzenfesterLängestetigbzw. meßbarist. Meßbar
bedeutethierbeiBorel-meßbar. DieseEigenschaftbesitztso gut wie jede(nicht künstlicheben
zumZweckeeinesGegenbeispielserdachte)Funktion.Danngilt:

Satz5.3 Sei
æ

einWahrscheinlichkeitsmaßaufdenSequenzen
ç Ï ê ò 5 , � o ç Ï ê ò q Ï è meßbarund�þ� � . Danngibt esein rekurrentesNetz U À43��E mitæßç�� ��� U À[3�IE ç�� ò þ � ç�� ò � ��� ò � � 5U und � besitzenje maximaleinehiddenSchicht einersquashingAktivierungbzw. einerAktivie-

rungmit lokalerLinearität, dieKodierungsdimensionist ÿ . Die Ausgabeneuronenbesitzenje eine
lokaleLinearität. Für symbolischeDatenkannman U sogar ohnehiddenSchicht wählen.

Beweis: Die technischenDetailswurdenschongezeigt: Man kannnämlich durchallgemeine
ÜberlegungendasProblemauf einesvon quasiendlich vielen Eingabenreduzieren. Genauer:
LangeListen sind unwahrscheinlich,daherreicht es,

�
nur auf Listen beschr̈ankterLängemit

Konfidenz�A��� zuapproximieren.MeßbareAbbildungenaufdem Ï è kannmanbeliebiggutdurch
stetigeAbbildungenapproximieren,daherkannman

�
alsstetigannehmen.FernersindauchLi-

steneintr̈agemit groäsenKoeffizientenunwahrscheinlichundmüssenalsonicht weiterbetrachtet
werden.Auf denverbleibendenEingabenist

�
sogargleichm̈aßigstetig,sodaßmandie Eingabe-

bereichefür die Koeffizientenin Intervalle einteilenkannmit folgenderEigenschaft:Kenntman
von jedemKoeffizientenlediglich die Intervallnummer, dannkannmandie Ausgabevon

�
auf

demunsinteressierendenBereichbis auf ����� bestimmen.
Damit ist die Aufgabequasischongelöst: Die Intervallgrenzenwerdenmit @ ì , @ û , . . . , @ Y

aufsteigenddurchnummeriert.Die Abbildung

�ç�� ì � 5e5e5 � � 7 ò�Ãq ÿ + 7é ê ëíì ê ê õ ì y Dé 	 ëíì H
ç�� ê þ�@ ê	 ò

berechneteineeindeutigeRepr̈asentationderIntervallindizes.Daherberechnetdiedurch� o ç�� ��N ò�Ãq ç � ç�� ò + N ò N ç �T�{ÿ ò 7@T\UWV)X]Y�Z
induzierteAbbildungeineRepr̈asentationdergesamtenSequenz.

Auf denso berechneten(endlichvielen) WertenkannmanjedegewünschtenAusgaben,die
bis auf ����� festgelegt sind, erhalten. Die Funktion U berechnediese. Man beachte,daß U als
Approximation einer stetigenFunktion in der Maximumnormgesehenwerdenkann und also
leichteStörungder Eingabentoleriert. Die Identiẗat in � kannmandurcheinelokale Lineariẗat
gleichm̈aßigapproximieren,die Perzeptronaktivierungkannaußerhalbvon Null durcheinesqua-
shingFunktiongleichm̈aßigapproximiertwerden.Für geeigneteWahl der Intervallgrenzenkann
manalso 3��E bisaufeineMengebeliebigkleinerWahrscheinlichkeit beliebiggutaufdenunsinter-
essierendenBereichenapproximieren. <
Bei feedforward Netzenwurdeein in gewisserWeisescḧarferesResultaterhalten,da Approxi-
mation in der Maximumnormerreichtwurde. Bei rekurrentenNetzenist diesesnicht möglich,
wenn
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schr̈ankteAusgabezugelassensindoder� EingabesequenzenbeliebigerLängeauseinemzweielementigenAlphabetund einebinäre
Ausgabezugelassensindoder� Eingabesequenzenbeschr̈ankterLängeauseinemreellenVektorraumundeinereelleAus-
gabe,abernur eineunabḧangigvon der Maximallängebeschr̈ankteKodierungsdimension
zugelassensind.

In allenFällenkannmaneinnicht in derMaximumnormapproximierbaresGegenbeispielkonstru-
ieren[Hammer]. Allerdings ist Approximationin derMaximumnormbei unbeschr̈ankterKodie-
rungsdimensionundbeschr̈ankterLängetrivial möglich: Der rekurrentePart � schreibtlediglich
die Eingabensukzessive in einenVektorraumhoherDimension,d.h. transformiertdie Sequenzin
einenVektorderDimensiona Eingabel̈ange,derPart U hatdannlediglichnochdieAufgabe,eine
stetigeFunktionzwischenreellenVektorr̈aumenzu approximieren.Weiterhin ist eineApproxi-
mationin derMaximumnormauf Sequenzenmit ElementenauseinemeinelementigenAlphabet
undbeschr̈ankterAusgabemöglich– einFall, derfür diePraxisunerheblichist, derallerdingsdie
sogenannteSuper-Turing-UniversaliẗatvonrekurrentenNetzendemonstriert.Wir kommenhierauf
nochmalzurück,wennwir rekurrenteNetzemit Turingmaschinenvergleichenwerden.

5.4 Lernbarkeit

Auch hier soll zun̈achstdie VC- bzw. Pseudodimensionabgescḧatzt werden. Sei dazudurch H
einerekurrenteArchitektur mit å Parametern,G Neuronenund AktivierungsfunktionP gege-
ben.Zunächstnehmenwir an,die LängederEingabenseidurch á beschr̈ankt. Man kanneinige
Änderungenvornehmen:BiaseskönnendurchOn-Neuronensimuliertwerden,ebensokanneinIn-
itialkontext durcheinezus̈atzlicheEingabedimension,die nurzuBeginn ÿ undanschließend� ist,
durchGewichteersetztwerden.Eingaben,diekürzerals á sind,kannmanzuEingabenderLängeá mit dengleichenAusgabenerweitern,indemmandie SequenzdurchNullen ergänzt. Damit
erhaltenwir aberauchschonobereSchranken: Man kanneinfachdasrekurrenteNetz formal für
die Maximallängeá ausfaltenund die VC bzw. Pseudodimensiondeszugeḧorigenfeedforward
Netzesabscḧatzen. DiesesNetz hat G á Neuronenund å verschiedene,åõá teilweisegleiche
Gewichte.Dasergibt alsSchranke für die DimensionA^^B ^^C

O
ç å 021 ç á G ò�ò

falls P linearist,
O
ç åõá G 021 � ò falls P einPolynomvomGrad � ï � ist,

O
ç åõá 021 ç åõá ò~ò falls P a H �

O
ç å û G û á û ò falls P a sgd5

Man kanndurchein Abzählargumentfür P a H zu der Ordnung å G + å 0�1 ç å á ò verbessern
[Koiran,Sontag].Bemerkenswertist, daßin allenSchrankennochdie Größe á vorkommt. Das
besagt,daßfür beliebigeEingabendie Schrankenunendlichwerden.Als untereSchrankenerḧalt
manjeweilsdurchkonkreteKonstruktionen[Koiran,Sontag;DasGupta,Sontag]A^^B ^^C`_ ç å 0�1 ç á � å ò�ò

falls P linearist,_ ç åõá ò falls P ein PolynomvomGrad � ï � ist,_ ç å 0�1 ç å á ò~ò falls P a H �_ ç åõá ò falls P a sgd5
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Die Schrankensindalsonotwendigvon á abḧangig.Man beḧalt sogareineAbhängigkeit von á ,
wennmandie fat-shatteringDimensionstattderPseudodimensionundbeschr̈ankteGewichteund
Eingabesequenzenmit Einträgenauseinembeschr̈anktenAlphabetbetrachtet.Als unmittelbares
Korollarerḧalt manalso:

Korollar 5.4 Eine festerekurrenteArchitektur ist unter realistischenBedingungen nicht vertei-
lungsunabḧangigPAC-lernbar.

Man mußalsogenauerhinsehen.Eine Möglichkeit bietetdie Überdeckungszahl,die ja vertei-
lungsunabḧangigePAC Lernbarkeit charakterisiert.

Satz5.5
î

seienSequenzenmit Einträgenin Ï 7
,
î Ò

seiendie Sequenzender Maximallänge é , H
sei einerekurrenteArchitektur mit Ausgabenin ý��T�{ÿ �

,
æ

sei ein Wahrscheinlichkeitsmaßauf
î

,� ��. = ý?�L�{ÿ �
und é sogewählt, daß

� Ò a æ ç î Ò òôï ÿ�þ �A� /
. Danngiltæ è ç�� �4�R�T�g ] �lX-� � �� ç � �R� ò þ �� è ç � �R�r� � ò � �,� ò ó .

für " a O » ÿ� û . + � Ò ÿ� û 0�1 » ÿ � 021 ÿ � ½ ½
falls � Ò aba'c ç H � î Ò ò

or d'e ç H � î Ò ò
endlich ist. Ist � Ò a fat%�ù Î ì û ç H � î Ò ò

endlich, gilt dasauch für" a O

� ÿ� û . + � Ò ÿ� û » 0�1 � Ò� û ½ � � 5
Beweis: MankanndieAbweichungdestats̈achlichenundempirischenFehlersabscḧatzendurchæ è ç�� = î è �s�#��� g ] ��X-� � �� ç � �R� ò þ �� è ç � �R�r� � ò � ��� òó æ è ç�� = î è �

maximal " ç ÿ¢þ ��� � ò
Einträgein

�
sindin

î Ò ò+ æ ègfÒ ç�� = î èhfÒ �ý�#��� g ] �lX-� � ��"i ç ��� î Ò �#� � î Ò ò þ �� è f ç � �R�r� � ò � ����� / ò
wobei

æ Ò
die von

æ
auf

î Ò
induzierteWahrescheinlichkeit ist, " · a " ç ÿ�þ ��� � ò

. Diesesgilt, da�� von �� i maximal ����� /
abweicht.Falls ein Bruchteil ��� �

in
�

gestrichenwird, ändertsich
�� èummaximal ����� . Die Tschebychev-Ungleichunghilft, denerstenTermdurch� � � Ò ç ÿ�þ � Ò ò" � û

abzuscḧatzen.Wie wir schongesehenhaben,kannmandenzweitenTermdurch� E ø _ fi ç � G ç ��� ÿ � / �RH � � � �� û è f ò û ò eõ è f % ø ù4û [ ® '
beschr̈anken.Die empirischeÜberdeckungszahlist durch� » w ÿ � e� 021 w ÿ � e� ½ dji
mit � Ò a d'e ç H � î Ò ò

bzw. akc ç H � î Ò ò
oder� » � N � w � û " ·� û ½ d i UWl ú Î ì û e ègf ù~ú d i % ü ü
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mit � Ò a fat%�ù Î ì û ç H � î Ò ò
beschr̈ankt.DergesamteAusdruckist maximal . für" ï �
	�� n � N � � � Ò ç ÿ¢þ � Ò ò� û . � � N � � � /��� û » 021 � . + � Ò 0�O » w ÿ � e��� 0�1 w ÿ � e��� ½ ½ v

bzw. " ï �
	�� n � N � � � Ò ç ÿ¢þ � Ò ò� û . � / N � � � /��� û 021 � . � / N � � � /� û � Ò 0�1 » w ÿ � e� Ò � ½ N 021 » � N � w � û� û ½ �ÿZ� N � � � /� û � Ò » 021 w ÿ � e� Ò � + 021 � N � w � û� û ½ N 0�1 » ÿZ� N � � � /� û � Ò » 021 w ÿ � e� Ò � + 0�1 � N � w � û� û ½´½ �m � N � � � /� û � Ò » 0�1 » m � N � � � /� û � Ò ½´½ û%n 5 <
Folglich kannmanGeneralisierunggarantieren,soferndieWahrscheinlichkeit langerSequenzena
priori beschr̈anktwerdenkann.Genauer:

Korollar 5.6 H sei einefesterekurrenteArchitektur.
î Ò

seiendie Eingabesequenzender Maxi-
mallänge é . æ seieinWahrscheinlichkeitsmaßaufdenEingaben.é seisogewählt,daß

æßç î É î Ò ò ó��� /
. Dannist für jedenLernalgorithmusU die Ungleichungæ è ç�� ���R�T�g X
� � �� ç � �lU è ç�� � � ò~ò þ �� è ç � ��U è ç�� � � ò � � ò � �,� ò ó .

gültig, falls die Anzahlder Beispielegem̈aßdemobigenSatzgewählt wurde. Die Anzahlist poly-
nomiell in ÿ ��� und ÿ � . falls

æßç î Ò ò
vonder Ordnung ÿfþ�� õpoÒ

für ein q � � und � Ò ara'c ç H � î Ò ò
bzw. dke ç H � î Ò ò

bzw. fat%yù Î ì û ç H � î Ò ò
ist.

Beweis: Die SchrankenergebensichunmittelbarausobigemSatz.Siesindpolynomiell in ÿ �J�
und ÿ � . falls die VC, Pseudo-,oderfat shatteringDimensionpolynomiell in ÿ ��� und ÿ � . ist. Die
Bedingung

æ ç î É î Ò ò ó ��� /
führt dannzuobigenUngleichungen. <

Also ist zumindestdieUCEDEigenschaftsichergestellt,undexplizite, vonderVerteilungabḧangi-
geSchranken für die Generalisierungexistieren. Die AnzahlderBeispiele,die für ad̈aquateGe-
neralisierungben̈otigt werden,kannallerdingsauchmehralsexponentiellin ÿ ��� wachsen,sofern
langeSequenzeneinezu großeWahrscheinlichkeit besitzen.Man kannhier explizite Beispiele
konstruieren.

5.5 Komplexität

Da dasTraining von rekurrentenNetzenals Spezialfall dasTraining von feedforward Netzen
entḧalt, wennmannur Sequenzender Länge ÿ betrachtet,ist dasTraining mindestensgenauso
schwierig. Man erḧalt alsobei der Perzeptronaktivierungin analogenSituationen,d.h. bei vari-
ierenderEingabedimensionodervariierenderAnzahl Neuronenin denerstenzwei verborgenen
SchichtenNP-schwierigeSituationen.

Esstelltsichzus̈atzlichdieFrage,wie sichdasTrainingfesterArchitekturenverḧalt. Diesesist
evtl. schwierigeralsdasTrainingfesterfeedforwardArchitekturen,da ja einezus̈atzlicheGröße,
dieEingabel̈angevonSequenzen,auftritt. Die Situationerweistsichauchhier alsgutartig:
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Satz5.7 Sei eine festerekurrenteArchitektur mit der Perzeptronaktivierungsfunktiongegeben.
GegebeneineTrainingsmenge, kannmanin polynomiellerZeit entscheiden,ob esGewichte für
dieArchitekturgibt, sodaßdasentstehendeNetzdie Datenkorrektabbildet.

Beweis: Falls eineLösungexistiert, danngibt esaucheineLösung,so daßkeineAktivierung
exaktNull ist, evtl. müssendieBiasesleichtgëandertwerden,undalsoaucheineLöasung,sodaß
die Aktivierungenbetragsm̈aßigmindestensÿ sind, evtl. müssendie Gewichte skaliertwerden.
BetrachtetmanjedesNeuronin derArchitektureinzeln,dannist seinVerhaltendurchGleichungenÑ Ò � þ ò ï ÿ oder

Ñ Ò � þ ò ó þkÿ
bestimmt,wobei je nachGewichten

Ñ
nur einigederGleichungenerfüllt sindundsich

�
ausden

Eingabenergibt. Genauerkann
�

ausdenKoeffizientenderEingabesequenzenunddenmöglichen
Ausgabender Vorgängerneuronenbestimmtwerden. Es stehtalso zur Bestimmunggeeigneter
Gewichte eineAnzahl von Ungleichungenzur Debatte,die polynomiell in der Eingabeist (für
denAnteil an

�
, derdurchKoeffizientenderEingabebestimmtist), allerdingsexponentiellin den

Architekturparametern(für denAnteil an
�

, der von denVorgängerneuronenstammt,daskann
ein beliebigerbinärerVektorgeeigneterStelligkeit sein).Sofernmanbestimmthat,welchedieser
Ungleichungengelten,kannman in polynomiellerZeit nachrechnen,ob sich für alle Eingaben
einekorrekteAusgabeergibt.

Für jedemöglicheAuswahl von Ungleichungen,die gelten,gibt esmaximal å a Anzahlder
ParameterUngleichungen,für die exakteGleichheitgilt unddie die Gewichteeindeutigbestim-
men.DamitkannmanallemöglichenAuswahlenerhalten,indemmanmaximal å Ungleichungen
ausẅahltunddaszugeḧorigelineareGleichungssystemlöst,umdieGewichtezuerhalten.Esgibt
maximal

µ�sè ¶
, F a Anzahl der UngleichungensolcheWahlen. Dasist exponentiellin å , aber

polynomiellin F unddamitauchpolynomiellin derGrößederTrainingsmenge.
Der gesamteAlgorithmusergibt sichals: Aufstellenaller möglichenUngleichungen,Für jede

Auswahl von å der Ungleichungen:LösendeszugeḧorigenGleichungssystemsundTesten,ob
dassichsoergebendeå alle Eingabenkorrektabbildet.Dasist polynomiell in derDarstellungs-
größederTrainingsmenge,allerdingsexponentiellin denArchitekturparametern. <
5.6 Automatenund Turingmaschinen

EinenHinweis auf die Mächtigkeit von rekurrentenNetzenerḧalt mandurchdenVergleich mit
klassischenFormalismen:Turingmaschinen.DurchdasEinfügenvon Rekurrenzist esmöglich,
RechnungenbeliebigerLängedurchzuf̈uhren. Zunächstwollen wir abereinennaheliegenderen
Zusammenhanguntersuchen,denjenigenzu endlichenAutomaten. Er bietet vom praktischen
Standpunktausgesehendie Möglichkeit, leicht Regelwissenzu integrieren,indemmannicht mit
einembeliebigenNetz startet,sondernmit einemNetz, dasbekannteAutomatenregeln bereits
implementiert.

Definition 5.8 Ein endlicher Automat ist ein Tupel t a ç J �Ou´�lí�� � �A. ò von EingabesymbolenJ a K�> ì � 5e5e5 ��> y M , Zusẗanden u a K�N ì � 5e5e5 �ON Y M , einemStartzustandí = u , einemEndzustand� = u und einer Übergangsfunktion. o J Ó u q u . RekursivesAnwendenvon . auf eine
Eingabesequenzaus J 5 mit Startzustandí definiert eine Funktion 3. ï o J 5 q u . Die von t
erzeugteSpracheist dieMenge v ç t ò a K � = J 5 � 3. ï a � M 5



NeuronaleNetze,WS99/00 81J 5 bezeichnetdabeiWörterbeliebigerLängemit Elementenaus J . Die Schreibweisedeutet
schonan,daßdieDynamikeinespartiellrekurrentenNetzesdieDynamikvonAutomatenimitieren
kann.Man findetfolgendesResultat:

Satz5.9 Sei
�

einesquashingFunktion. Dann kannmanfür jedenendlichenAutomatent ein
rekurrentesNetz U À43� V

finden,das t simuliert.

Beweis: O.B.d.A.nehmenwir
02��� ¸ �þ� � ç�� ò a ÿ , 0��2� ¸ � õ � � ç�� ò a � an.Vor einemBeweismuß

gesagtwerden,was
’
simulieren‘ bedeutet.Wir kodierendie Buchstaben> ê unär in Ï y

. Zu einem
Wort ë bezeichne

Ñ
denCodein

ç Ï y ò 5
. Für vorgegebenes� wollen wir dannein Netzfinden,so

daß UÞÀ43� V ç Ñ ò n ï ÿ¢þ � falls ë = v ç t òó � falls ë ¹= v ç t ò
gilt.

Wir betrachtenzun̈achstdie Perzeptronaktivierung.Sei N a � u �
. Zusẗandewerdenunär in Ïxw

kodiert.Die Funktion� o Ï y Ó Ï w q Ï w � ç�� � ª ò�Ãq ç$y y�zê ëíì ç�� a e
	 D æ ¢ ª a e

	 D ø ò~ò 	
mit dem

{
ten Einheitsvektor e

ê
, ~ 	 a Anzahl der Paare

ç > 	 D æ �ON 	 D ø ò mit . ç > 	 D æ �Aê 	 D ø ò a N 	 undç ) ê ì �|) ê û ò allenIndizessolcherPaareberechnetdie kodierteÜbergangsfunktion. . Man kanndiese
mit einemNetzmit einerhiddenSchichtundderPerzeptronaktivierungimplementieren.U alsdie
Projektionaufdie

{
te Komponente,sofernN ê derFinalzustandist, vervollständigtdie Simulation.

FallsmaneinesquashingFunktion
�

betrachtet,danngibt esZahlen { ì und { û mit� ç�� ò � � 5 ÷ È � � { ì � � ç�� ò�� � 5 ÿ � N È � � { û 5
Die Gewichte in obigerSimulationkönnenso gewählt werden,daßdie Aktivierungfür die hid-
denSchicht in � mindestens� 5hw bzw. maximal þ´� 5hw betr̈agt. Tauschtman die binärwertigen,
dieZusẗanderepr̈asentierendenEingabendurchEingabenaus,die mindestensdieAktivierung � 5 ÷bzw. maximaldie Aktivierung � 5 ÿ � N haben,soergibt sichfür dieverborgenenNeuronendie Min-
destaktivierung� 5 � bzw. Maximalaktivierung þ´� 5 � , beihinreichenderSkalierungalsodieMindest-
aktivierung { ì bzw. Maximalaktivierung { û , welchezu Ausgabendie � � 5 ÷ bzw.

� � 5 ÿ � N sind,
führen.Analogerḧalt manfür dieAusgabeschichtvon � beiunärenEingabendieWerte

ï � 5:w oder
ó þ´� 5:w , bei bis auf � 5 ÷ bzw. � 5 ÿ � N approximiertenAusgabendie Aktivierung

ï � 5 � bzw. þ´� 5 � ,
beihinreichenderSkalierungalso

ó { û bzw.

ï { ì . Dieseserlaubt,in � dieAktivierungsfunktion
durch

�
zuersetzen,ohnedieAusgabensehrzu ändern.EineanalogeArgumentationgilt für U . <

Insbesonderekannmandieseexplizite Konstruktiondazubenutzen,Automatenregelnin einrekur-
rentesNetzzukodieren.Zu trainierendeVariablititätwird etwadurchdasBereitstellenzus̈atzlicher
Neuronen,derenGewichtemit kleinenZufallszahleninitialisiert sind,ermöglicht. Im allgemeinen
wird währenddesTrainingsdie für denMenscheninterpretierbareStrukturalsendlicherAutomat
verlorengehen,die Aktivierungennicht unäreForm haben.Dieseskannmanbedingterzwingen,
indemz.B. die SoftmaxAktivierungverwandtwird oderein PenaltyTerm 8 ç � � ê þ ÿ ò û zur Feh-
lerfunktionaddiertwird. Damit summierensichdie Ausgabenvon � tendentiellzu ÿ , sodaßdie
Dynamikals(evtl. probabilistischer)Automatinterpretiertwerdenkann.

Die Rekurrenzermöglicht es,soetwaswie Rechnungenmit einemrekurrentenNetzbeliebig
langerZeitdauerzudefinieren:DasNetzrechnetaufseineninternenZusẗanden,indemes � rekur-
siveaufeine(evtl. leere)Eingabeanwendet.DurchdieAktivierungeinesNeuronswird angezeigt,
obdieRechnungschonzuEndegeführtwurde.SobalddasderFall ist, kanndieAusgabein einem
spezifiziertenNeurongelesenwerden.Formal(für einAlphabetJ sind J 9

dieWörterderLänmge
ï ÿ ):
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Definition 5.10 Ein rekurrentesNetzberechnet eine (evtl. partielle) Funktion
� o K��T�{ÿ�M 9 qK��T�{ÿJM auf online Eingaben, falls dasNetzeineFunktion U ÀS3� V o ç Ï û ò 5 q Ï û mit folgenden

Eigenschaftenberechnet:� Für jedesWort ë = K��T�{ÿ�M 9
, wo

� ç ë ò definiertist, gibt esein é = K
, die Berechnungszeit,

mit UöÀx3� V ç ý ç ë ì �Hÿ ò � ç ë û �{ÿ ò � 5e5x5 � ç ë y �Hÿ ò � ç �T��� ò � 5e5e5 � ç �T��� ò| }�~ �Ò
mal

� ò a ç � ç ë ò �{ÿ ò undfür jedeskürzere

PräfixdieserEingabesequenzderLänge

ï � ë �
gibt dasNetz

ç �T�A� ò aus.� Falls
� ç ë ò nicht definiert ist, ist U8ÀR3� V ç ý ç ë ì �{ÿ ò � ç ë û �Hÿ ò � 5x5e5 � ç ë y �{ÿ ò � ç �T�A� ò � 5x5e5 � ç �T��� ò| }�~ �Ò

mal

� ò aç �T��� ò für alle é = K
.

Dasheißt, esgibt jeweils zwei ausgezeichneteEin- und Ausgabeneuronen.Jeeinsvon diesen
beeinhaltetdie Ein- bzw. Ausgabedaten,soferneswelchegibt. Dasjeweils anderegibt durchden
Wert ÿ an, daßzur Zeit Datenvorliegen,durchdenWert � , daßzur Zeit keineDatenvorliegen.
Sowird esdemNetzermöglicht, prinzipiell unendlichlangezu rechnen.EineAlternative ist, die
Eingabenichteinzulesen,sondernin dieAktivierungeinesausgezeichnetenNeuronszukodieren.
Dazuwird eineFunktionKodierungsfunktionÄ o K��L�{ÿ�M 9 q Ï spezifiziert,die injektiv undleicht
zu berechnenseinsollte. Die Eingabenkönnendannvermöge Ä in die AktivierungeinesNeurons
kodiertwerden.EineRechnungben̈otigt dannkeinezus̈atzlichenEingabenmehr, umevtl. beliebig
viel Zeit für dieRechnungzurVerfügungzustellen,erḧalt dasNetzalsEingabeeineevtl. beliebig
langeSequenzmit leerenEingaben,die durch � notiertwerden.

Definition 5.11
� o K��T�{ÿ�M 9 q K��L�{ÿ�M wird durch ein rekurrentesNetzoffline berechnet, falls ein

rekurrentesNetz UÞÀ�3� ú ] V ü existiert,woder ersteKoeffizientdesinitialen Kontextesfrei ist, sodaß
dasFolgendegilt:� Für jedesWort ë = K��T�{ÿ�M 9

, sodaß
� ç ë ò definiertist, gibt esein é = K

mitUÂÀ43� ú��4ú�� ü ] V ü ç ý��º� 5e5e5 �9�| }�~ �Ò
mal

� ò a ç � ç ë ò �{ÿ ò
undfür jedeskürzerePräfixdieserEingabeist U À43� ú��4ú�� ü ] V ü a ç �L��� ò .� Wenn

� ç ë ò nicht definiertist, istUÂÀ43� ú��4ú�� ü ] V ü ç ý��º� 5e5x5 �9�| }�~ �Ò
mal

� ò a ç �T��� ò
für jedesé = K

.

Ein klassischerFormalismus,der spezifiziert,wasberechenbarist, sind Turingmaschinen.Um
Rechnungenauf Wörternaus K��L�{ÿ�M 9

durchzuf̈uhren,werdendieseauf ein unendlichesBandge-
schriebenundstartendaneinerdefiniertenPositionin einemdefiniertenZustandverarbeitet.Die-
sesgeschieht,indemsukzessive dasjeweils aktuelleZeichengelesenwird und je nachZustand
undgelesenemZeichendiesesgëandert,eineStellenachlinks oderrechtsgegangenundeinneuer
Zustandangenommenwird. SobaldeinFinalzustandangenommenist, wird dieRechnungbeendet
undje nachFinalzustandeine ÿ oder � ausgegeben.Dieseskannformal definiertwerden:

Definition 5.12 Eine Turingmaschine ist ein Tupel á a ç � �9J �O�ö��.Z�Aê [ �O� ò mit folgendenBe-
standteilen:
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ist eineendlicheMengevonZeichen,dasAlphabetder Zustände,� J ist eineendlicheMenge von Zeichenmit < ¹= J , dasAlphabetder Eingabezeichen, in

unseremFall bestehtdiesesaus K��T�Hÿ�M ,� � ist eineendlicheMenge vonZeichenmit J���� und < = � , dasAlphabetder Bandzei-
chen, in unseremFall ist diesesimmer K��L�{ÿ��Z<´M ,� . o � Ó � q � Ó � Ó K v � � �lø M ist einetotaleFunktion,die Übergangsfunktion,� ê [ = �

ist der Startzustand,� � ÿ �
sinddie Endzusẗande, in unseremFall immer KmÐr� ~ M .

EineRechnungsiehtjetztwie folgt aus:Manstartetmit einemBand,aufdendaszuverarbeitende
Wort ë = K��L�{ÿ�M 9

geschriebenist. Manstartetim Zustandê a ê [
unddieaktuelleLesepositionist

dasrechtesteZeichendesEingabewortes,dasZeichensei N . JenachderAusgabevon . ç ê&�ON ò aç ê · �ON · �AÕ ò schreibtmandasZeichen ê ·
an die aktuelleStelle,gehtin denZustandN ·

und bewegt
die aktuellePositionum einesnachlinks, falls Õ a v

ist, um einesnachrechts,falls Õ a �
ist,

oderbleibt stehen.Sobaldeinerder ZusẗandeÐ oder ~ erreichtist, terminiertdie Rechnungund
eswird bei Ð die Zahl ÿ , sonst � ausgegeben.EntsprechendberechneteineTuringmaschineeine
partielleFunktion

� o K��T�{ÿJM 9 q K��L�{ÿ�M , die zu einemWort obigenWert � oder ÿ ausgibt,sofern
dieRechnungterminiert.

Satz5.13 Man kannTuringmaschinendurch rekurrenteNetzemit der semilinearenAktivierungs-
funktionsimulieren.FolglichkannjededurcheineTuringmaschineberechenbareFunktion

�
durch

ein rekurrentesNetzonlineundoffline berechnetwerden.

Beweis: EinedetailierteAusführungwird schnellsehrtechnisch.Dahersollenhier nur die we-
sentlichenIdeenskizziertwerden:Die semilineareFunktionberechnet

lin
ç�� ò a AB C ÿ � ï ÿ� � � � � ÿ� � ó �

DieseFunktionhat denVorteil, daßsie im Bereich ý��T�{ÿ �
der Identiẗat entspricht,außerhalbeine

Perzeptronaktivierungdarstellt. Man kannalsosowohl lineareBerechnungenals auchbeliebige
BoolescheVerkn̈upfungenrealisieren.GegebeneineEingabeë = K��T�{ÿ�M 9

, wird diesein einem
Netz als Zahl

� ç � + � N ë êzò ÿZ� & ��& õ ê õ ì kodiert. Die Funktion
ç�� �AÐ òIÃq � ç�� + ÿ ò � ÿZ� induziert

dieseKodierungundist mit einemNetzmit dersemilinearenAktivierungberechenbar. Auf offline
Eingabenkannmandie KodierungÄ entsprechendwählen.

DasNetzsimuliertjetzt folgendermaßeneineTuringmaschine:Die AktivierungzweierNeuro-
nenrepr̈asentiertdenaktuellenBandzustand,daseineNeuronrepr̈asentiertdabeials

� ë ê ÿZ� õ ê die
Hälfte links startendvon deraktuellenPositionmit (von rechtsgelesen)ë ì , ë û , . . . entsprechen-
denBuchstaben,daszweiteNeuronrepr̈asentiertanalogdie Hälfte rechtsvon der Leseposition
(von links gelesen).Der aktuelleZustandwird unär in derAnzahlderZusẗandevielenNeuronen
kodiert. JenachZustand(kanndurchein Perzeptronnetzgetestetwerden)undaktuellemZeichen
(kanngetestetwerden,indemgetestetwird, in welchemder Intervalle ý?�T�A� 5 � ý , ý�� 5 � ��� 5 �mý , ý�� 5 �L�{ÿ>ý
diederlinkenBandḧalfteentsprechendenZahl liegt) mußderneueZustandberechnet,deraktuel-
le Wert überschriebenunddieaktuellePositionangenommenwerden.Erstereswird durchendlich
viele Vergleichein einemPerzeptronnetzermöglicht. DenaktuellenZustandüberschreibenkann
man, indemder Wert desder linken Hälfte entsprechendenNeuronsmit ÿe� multipliziert und je



84 B. Hammer
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Abbildung1: KombinationvonsquashingFunktionenzu � mit � ç�� 	 ò����Ûê � ê
.

nachAktivierungin ý��T� � ý , ý � ���mý oder ý��T�{ÿe�mý die Zahl � , � oder � subtrahiertwird, anstattdessen
entsprechendder neueWert � (für dasSymbol < ), � (für dasSymbol � ) oder � (für dasSymbolÿ ) addiertwird. Der so erhalteneWert wird mit ÿ � ÿZ� multipliziert. Gehtman nachjetzt noch
nachrechtsoderlinks, dannmußdie ersteNachkommastelledesentsprechendenderdasBandre-
präsentierendenNeuronenzumanderenNeuronverschobenwerden.Dasgehtanalog,indemman
dieersteStelledereinenAktivierungpoptunddenberechnetenWert zurAktivierungdesanderen
Neuronsdazuz̈ahlt. <
AllerdingskönnenrekurrenteNetzedadurch,daßsie zumindesttheoretischmit unendlicherGe-
nauigkeit auf irrationalenZahlenarbeitenkönnen,mehr berechnenals Turingmaschinen.Läßt
manihnenbeliebigviel Zeit, kanntats̈achlichjedeFunktionberechnetwerden.

Satz5.14 RekurrentesigmoideNetzekönnenjedeFunktion
� o K��T�{ÿ�M 9 q K��T�Hÿ�M offline berech-

nen.

Beweis: Essoll wiedernurdie Ideeskizziertwerden.EinestetigesquashingFunktionkannman
so linearzu � kombinieren,daß(evtl. nachVerschiebung)dasBild der Intervalle

� ì a ý?� 5 ÿ 5 � 5 � �
,� û a ý�� 5 � w ��� 5hw�w �

und
� � a ý?� 5 / �A� 5 ÷ �

je
� ì�� � û � � � entḧalt (sieheSkizze).Gibt maneinebeliebige

Folgevon Intervallen
� ê æ

, . . . ,
� ê � vor, dannkannmaneinengeeignetenStartvektor Ð findenmit3��E ç � 	 ò = � ê z È ) ó ~ 5

Da die MengedermöglichenÐ jeweils kompaktist, findetmanaucheinengeeignetenStartwertÐ
wennmaneineFolgevonunendlichvielenIntervallen

� ê
vorgibt.

Startetmanmit demInitialkontext Ä ç�� ò a � õ¦B D ¸ D û D 9 ì , danninduziert� · o � Ãq � �
dieFunktion3� ·�4ú ¸ ü ç$� 	 ò a � õ�B D ¸ D û D 9 ì 9 	 5

Die Identiẗat kanndurchdie Sigmoideso gut approximiertwerden,daß,ersetztmandie lineare
Aktivierungin � ·

durchdie Identiẗat, immernoch

� ·�8ú ¸ ü ç ý\�6� 5e5e5 �O�| }�~ �y
mal

� ò ABDC � � 5 ÿ w falls ~ � � ê � ê � ê �= � � 5 � ��� 5 � ý falls ~Ia � ê � ê � ê �� � 5 m falls ~ � � ê � ê � ê
gilt, wie manrekursiv nachrechnenkann.

Berechnetmansimultan 3��E mit Ausgabe

1�ì
für ein Ð ensprechend

� ê
mit{ a ABDC ÿ � ç { ò a �� � ç { ò��� � ç { ò a ÿ
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und 3� ·�4ú ¸ ü mit Ausgabe

1 û undschließtdie BooleschenTestsç 1�ì � � 5 ÷ ò ¢ 1 û = � � 5 � ��� 5 � ý
für dieAusgabeund ç~ç 1�ì � � 5 ÷ ò yWç 1�ì � � 5 ÿ ò�ò ¢ 1 û = � � 5 � ��� 5 � ý
für dasNeuron,dasangibt,obdieRechnungschonbeendetist, an,dannberechnetdiesesNetzdie
Funktion

�
. <

6 Rekurr enteNetze

Voll rekurrenteNetzekönnenstartendvoneinemAnfangszustandsichmithilfe derschondefinier-
ten synchronenoderasynchronenSchaltdynamik̈uberdie Zeit hin entwickeln. Als solchessind
sie interessant,sofernPḧanomenewie Ged̈achtnis,spontanesAssoziieren,. . . modelliertwerden
sollen. Um sie allerdingskonkret zur FunktionsapproximationoderAssoziationverwendenzu
können,müssenwir ihneneineglobaleFunktionsweisezuschreiben.Da die Anzahl der Schalt-
schrittewederwie bei feedforwardNetzendurchdie Verkn̈upfungsstruktur, nochwie bei partiell
rekurrentenNetzendurchdieLängederEingabesequenzvorgegebenist,müssenwir unshieretwas
einfallenlassen.

6.1 Hopfieldnetze

Hopfieldnetzestelleneinen1982von HopfieldvorgeschlagenenSpezialfall dar, dersichdadurch
auszeichnet,daßdie Dynamik sich immer irgendwannstabilisiert,als kanonischerAusgabewert
zu einerEingabealso der irgendwann(asymptotischoder tats̈achlich)erreichtestabileZustand
dienenkann.

Definition 6.1 Ein Hopfieldnetz ist ein rekurrentesNetz
ç G � q � Ñ �9� ����� � � ñ ò

mit G a � a ñ
,

derPerzeptronaktivierungsfunktion
� a H und ë ê 	 a ë 	 ê

für alle
{ �|) , ë ê6êðï � für alle

{
.

Bezeichnetå die Gewichtsmatrix,so ist diesealsosymmetrischbzgl. der Diagonalenund die
Einträgeauf derDiagonalensindpositiv. Diesesist essentiell,damitwir jetzt einedurchdasNetz
berechneteFunktiondefinierenkönnen.Wir betrachtenzun̈achsteineasynchroneSchaltdynamik.
Bei diesernehmenwir im Folgendenan,daßjedesNeuron,dasaufgrundseinerAktivierungden
Zustandändernwürde,in irgendeinemSchaltschrittauchausgesuchtwird. Dasist etwa derFall,
soferndie Neuronenin einerfestenReihenfolgebetrachtetwerdenoderje ausdenNeuronenmit
gleicherWahrscheinlichkeit einesausgesuchtwird.

Ein Zustand: heißtstabil, falls kein NeuronseinenWert ändernkann,d.h.1�ê aWô � é 	 ë 	 ê21 	 þ ò ê � È { 5
Um auchhier die Rechnungenzu vereinfachen,sind alle Biasedurch On-Neuronenrealisiert.
[Falls mansich daranstört, daßdasOn-Neuronja seinenWert ändernkönntein der gegebenen
Schaltdynamik,versiehtesmit einemhinreichendgroßenGewicht zusichselbst.]Zu einemHop-
fieldnetzmit Zustand: definierenwir die Energiefunktion

� ç : ò a þ ÿ� é<ê ] 	 1�ê ë ê 	 1 	 a þ ÿ� : Ò å�: 5
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Die Minima derEnergiefunktionentsprechenin gewisserWeisestabilenZusẗandendesHopfield-
netzes,wie wir gleichsehenwerden.

Satz6.2 Bei asynchronerSchaltdynamikwie obenbeschriebenschaltetdasHopfieldnetzbei be-
liebigemStartzustand: in einenstabilenZustand.

Beweis: Da jedesNeuron,dasseinenZustandändernkönnte,auchirgendwanngewählt wird,
könnenwir die Schaltdynamikderartverkürzen,daßin jedemSchritt ein NeuronseinenWert
ändert,essei denn,ein stabilerZustandist erreicht. Im Schritt é habedasNeuron

{
geschaltet.�S: a : ç é + ÿ ò þQ: ç é ò seiderVektor, derdie Änderungangibtundalsonur anderStelle

{
eine ÿ

oder þkÿ besitzt,sonstNull ist. Man kannnachrechnen:

� ç : ç é + ÿ ò~ò þ � ç : ç é ò�ò a þ ìû : ç é + ÿ ò Ò å�: ç é + ÿ ò + ìû : ç é ò Ò å�: ç é òa þ ìû ç : ç é ò + �S: ò Ò å ç : ç é ò + �S: ò + ìû : ç é ò Ò å�: ç é òa þ ìû : ç é ò Ò å�: ç é ò þ ìû �S: Ò å�: ç é ò þ ìû �R: Ò å �R: + ìû : ç é ò Ò å�: ç é òa þ � 1�ê é ë 	 ê�1 	 ç é ò| }�~ �
netDyú Ò ü þ ìû ë ê]ê � 1 ûê| }�~ � [

Esist � 1�ê
net

ê ç é ò ï � , daherist obigerTerm

ó � ; � kannnur dannauftreten,wenndasNeuron
{

von � auf ÿ geschaltethat,dennnur dannkannnet

ê a � gelten.
DasbedeutetaberFolgendes:In jedemSchrittnimmt die Energie ab. Siewird maximaldann

nichtechtkleiner, wennein Neuronvon � nach ÿ geschaltethat.Daesnur endlichviele Zusẗande
gibt, ist die Energie nachuntenbeschr̈ankt.Eskönnenjeweils nur endlichviele Wertevon � nachÿ schalten.Dahermußirgendwannein stabilerZustanderreichtsein. <
Diesesermöglicht esuns,einemHopfieldnetzeineFunktionaliẗat zuzuordnen.Für ein Hopfield-
netzsei ordnenwir einemWert : in K��T�{ÿ�M & ì & denWert in K��T�{ÿ�M & ì & zu, der startendvon : als
stabilerZustanderreichtwird. Diesesist eineZuordnung,die von derjeweiligenSchaltreihenfol-
geabḧangt,dennvoneinemStartvektorausgehendist esdurchausmöglich,zumehralsnureinem
stabilenZustandzugelangen.

Alternativ kannmannaẗurlich dasErgebnisuntersynchronerSchaltdynamikbetrachten,d.h.
in jedemSchritt ist

1�ê ç é + ÿ ò a H
ç
net

ê ç é ò�ò mit der PerzeptronaktivierungH. DasErgebnisist
deterministisch,allerdingsist nicht gewährleistet,daßein stabilerZustanderreichtwird. Man
kannZyklenbekommen,etwadasNetz

-1

-1

-0.5-0.5

schaltetdenZyklus
ç ÿ��{ÿ ò q ç �T��� ò q ç ÿ��{ÿ ò q 5x5e5 . Auch wennein stabilerZustanderreicht

wird, brauchtdiesernicht mit einemder mit asynchronerDynamik erreichbaren̈ubereinzustim-
men. Setztmanin obigemNetzdie Verbindungë ì û a þ � , ë ê6ê a ÿ unddie Biaseauf � 5:w , dann
schaltetsynchroneDynamikvon

ç ÿ��Hÿ ò in denstabilenZustand
ç �T��� ò , asynchroneDynamikaber

je nachgewähltemNeuronin
ç ÿ���� ò oder

ç �T�Hÿ ò . Man kannzeigen,daßdieZyklenbeisynchronem
Schaltennichtbeliebiglangwerdenkönnen.

Satz6.3 BeisynchronemSchalteneinesHopfieldnetzesgibt esmaximalSchaltzyklenderLänge � .

Beweis: Betrachtezu einemNetzmit NeuronenG dasdoppeltsogroßeNetzmit NeuronenG
und G ·

. Die Verbindungenim neuenNetzsind � für Verbindungeninnerhalbvon G oderinnerhalb
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von G ·
und ë ê 	 für Verbindungen~ ê q ~ ·	

und ~ ·ê q ~ 	
. Ist in G ein synchronerSchaltschritt: ç é ò q : ç é + ÿ ò anzutreffen,dannkanndieserin folgendemSinneim doppeltsogroßenNetzdurch

asynchronesSchaltensimuliertwerden:Die Aktivierungenwerdenmit Tupeln
ç 1 � 1 · ò

bezeichnet,
diesichaufdie AktivierungdereinenHälfte G bzw. deranderenHälfte G ·

beziehen.Startetman
mit

ç : ç é ò � Ü ò , dannist dieAktivierungnet
·ê ç é ò dieselbewie net

ê ç é ò im Originalnetz.DieseTatsache
wird nicht gëandert,sofernein Neuronin G ·

schaltet,da ja keine Verbindungeninnerhalb G ·
liegen.SchaltetmanalsoderReihenachdie Neuronenin G ·

, dannerḧalt mannach
� G �

Schritten
mit asynchronemSchaltendenZustand

ç : ç é ò ��: ç é + ÿ ò�ò .
Wir nehmenjetztan,esgebeeinenZyklus : ì q : û q 5e5e5 q : y

mit ~ ��� für G . Dieserführt
im größeremNetzundasynchronemSchaltenmit speziellerReihenfolgezudenAktivierungenç : ì � Ü ò q ç : ì �.: û ò q ç : � �.: û ò 5e5e5 q ç : ì ��: û ò
im vergrößertenNetz, wobei jedesmal

� G �
asynchroneSchaltschrittezusammengefaßt wurden.

(Ist ~ ungerade,somußmanzweimaldurchalle : ê schalten,damanzun̈achstnur die vertauschte
Reihenfolge

ç : û ��: ì~ò erḧalt.) Für ~ ��� wärediesesabereinZyklus,derbeiasynchronemSchalten
ja nicht auftretenkann. <
Allerdingssinddie stabilenZusẗande,die bei synchronemundasynchronemSchaltenexistieren,
identisch,dennsiesindin beidenFällendurchdie EigenschaftÈ { 1�ê a H

ç
net

ê<ò
charakterisiert.SindalleVerbindungenë ê6ê a � , dannsinddiestabilenZusẗandeeinesHopfieldnet-
zesgenaudieEnergieminimamit einermaximalenAnzahlan ÿ , wie mansichwie folgt klarmacht:
In einemEnergieminimummit einermaximalenAnzahl an ÿ kann nicht geschaltetwerden,da
jederSchaltvorgangentwederdieEnergie erniedrigtoderdieAnzahlder ÿ erḧoht. Dahersindalle
solchenZusẗandeMinima.

Ist umgekehrteinZustand: ì gegeben,derkeinEnergieminimumist oderkeinemaximaleAn-
zahlan ÿ besitzt,danngibt eseinenZustand: û , dersichnur in einerStelle

{
von : ì unterscheidet,

unddereineniedrigereEnergie odermehr ÿ besitzt.Wie ebenkannmannachrechnen,daß

� ç : û ò þ � ç : ì�ò a þ�ë ê6ê ��� � 1 ûê þ net

ê ç ÿ ò ç 1 û ê þ 1�ìzê<ò
für dieAktivierungdesNeurons

{
in : ì gilt. Ist dieEnergiegleich,dannist dieAktivierung � , d.h.

dasNeuron
{

schaltetin einemSchritt von � auf ÿ ; ist die Energiedifferenznegativ, dannist das
H
ç
net

ê ç ÿ ò�ò ¹a 1%ìzê
, dasNeuronschaltetalsoebenfalls.

Esistoffensichtlich,daßauchbei ë ê6ê � � alleEnergieminimamit einermaximalenAnzahlan ÿ
stabileZusẗandesind.Allerdingskönnenzus̈atzlichestabileZusẗandeauftreten,dadieVerbindung
zusichselbsteineSelbstversẗarkungzurFolgehat.Sofernnur ë ê]ê großgenuggewählt ist, werden
tats̈achlichalleMusterstabil.

MöchtemaneinedirekteKorrespondenzderEnergieminimaundstabilenZusẗandeerreichen,
dannsolltemanalso ë ê6ê a � wählenundzus̈atzlichdie Schaltdynamikzu einersynchronenoder
asynchronenDynamikmit Gedächtnis modifizieren,bei der für das/dieschaltende/nNeuron/en
gilt: 1�ê ç é + ÿ ò a n 1�ê ç é ò fallsnet

ê ç é ò a �
H
ç
net

ê ç é ò~ò sonst

Mit derHebb-Regel bzw. PerzeptronlernensindHopfieldnetzesehrschnelltrainierbar. Dafür
kannabersehrviel Zeit vergehen,bevor ein stabilerPunkterreichtist. Dieseist umsolänger,
je verrauschterdasPatternist. Die Relaxationszeitkannals Indiz dafür gelten,ob überhauptein
(verrauschtes)bekanntesMusteralsStartvektorgegebenist, odereingänzlichneues.
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6.2 Trainingsalgorithmen

HopfieldnetzewerdenalsAssoziativspeicherverwandt.Zu diesemZwecksolltensietrainiertwer-
den,daßdie durchein HopfieldnetzgegebeneFunktionaliẗat die zu speicherndenMusterauf sich
selbstabbildetund ein zu denzu speicherndenMusternähnlichesMusterauf dasähnlichstebe-
kannteMusterabzubilden.

Die Lernaufgabewird nicht in FormvonBeispieleneinerzuapproximierendenFunktiongege-
ben,sonderndie gewünschtenstabilenZusẗandewerdenpräsentiert.DiesealsstabileZusẗandezu
erreichen,wird sichschonals teilweiseschwierigerweisen.Man versucht,die intendierteFunk-
tionalität dadurchzu erreichen,indemso wenig anderestabileZusẗandewie möglich entstehen.
DannsolltenunbekannteMustergegendie jeweils ähnlichstenbekanntenMusterkonvergieren.

Wir setzenim weiterenë ê]ê immerauf � , umSelbstversẗarkungunddamitunerẅunschtestabile
Zusẗandezu verhindern.Da die Rechnungeneinfachersind,gehenwir im Folgendenvon bipola-
ren Eingabenaus,d.h.die Mustersind aus K>þ ÿ��{ÿ�M & ì & statt K��T�{ÿ�M & ì & . Die Perzeptronaktivierung
wird durchdie bipolareAktivierungsgnersetzt.BiasessinddurchOn-Neuronenrealisiert.Seien
Muster

î ì � 5e5x5 � î  gegeben.Die Hebb-Regelsetztfür
{ ¹a )ë ê 	 a ÿG é � ëíì�î �ê î �	 5

D.h. VerbindungenzwischenNeuronen,die dengleichenWert haben,werdenversẗarkt, Verbin-
dungenzwischenNeuronenmit unterschiedlichemWert werdenvermindert.Würdemandie Bia-
sesexplizit machen,soerhieltemandie Summeüberalle gewünschtenAktivierungendesbetref-
fendenNeurons.

Esist nichtsichergestellt,daßhiermitalleMusterstabilsind.Genauerkannmanfür einMuster
�

ausrechnen

net
� ê a é 	 ë 	 ê î �	 a ÿG é 	 é 7 î 7	 î 7ê î �	 a î �ê + ÿG é 	 é 7 �ë � î 7	 î 7ê î �	 5

Sofernder letzteTermbetragsm̈aßigkleinerals ÿ ist, ist dasMusteralsostabil. Insbesondereist
im Fall

æ a ÿ dieseseineMusterstabil. SoferneineEingabeum maximaldie Hälfte der Pixel
verrauschtist, strebtsiegegendiesesMuster. Ist mehralsdie Hälfte der Pixel verrauscht,strebt
die Eingabegegen daskomplemenẗare Muster, bei dem ÿ und þkÿ vertauschtsind. (Bei einer
ungeradenAnzahl an Pixeln ist der Fall, daßgenauein Pixel mehrals die Hälfte ver̈andertist,
nicht klar, daNeuronendie Aktivierung � habenkönnen.)

Satz6.4 Für orthogonaleMustererlaubtdieHebb-Regel die Speicherungaller Muster.

Beweis: Orthogonalheißt,daß
� � î ê� î 	� a � für alle

{ ¹a ) gilt. Für solcheMusterberechnet
sichfür obigenStörterm ÿG é 	 é 7 �ë � î 7	 î 7ê î �	 a ÿG é 7 �ë � î 7ê é 	 î 7	 î �	| }�~ �ë [ 5

<
Sind die Muster noch hinreichendorthogonal,dasheißt die Störtermehinreichendklein, dann
könnensie auchgespeichertwerden. Für zufällige Muster (d.h. jedesBit ist zufällig und un-
abḧangig voneinander)kann man in verschiedenerWeise den Anteil an stabilenMustern ab-
scḧatzen.Wir zitierenhier lediglicheinigeErgebnisse[Hertzet.al.].
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Sei
æg�

die Wahrscheinlichkeit, daßdasBit
{

des

�
tenMustersinstabil ist. Dieseist offensicht-

lich für alle
{
und

�
gleichundmanerḧalt die Abscḧatzungæh� a ÿ� � ÿ¢þ �� ± � � & ì & ù~ú]û  ü[ eõ ¸ øA� � � 5

Jenachder toleriertenFehlerwahrscheinlichkeit kannmanalsodasVerḧaltnis
æ � � G �

derMuster
im VergleichzurNeuronenanzahlwählen.Man erḧalt z.B. dieWerteæg� æ � � G �� 5 ���#ÿ � 5 ÿZ� w� 5 ��� � � � 5 ÿ � /� 5 �#ÿ � 5 ÿ / w� 5 � w � 5 � m� 5 ÿ � 5 �#ÿ
Fraglichist trotzdemnoch,wassich letztendlichergibt, da ja die FehlerneueInstabilitätenher-
vorrufenund letztendlichdasganzeMustersich gëanderthabenkann,wennman in einemsta-
bilen Zustandangelangtist. Man kannberechnen,daßdieserLawineneffekt ab demVerḧaltnisæ � � G � a � 5 ÿ � /

eintritt. Dannsind mit einerWahrscheinlichkeit von ÿ 5 � von initial � 5 ��� � � die
Bits im stabilenZustandfalsch.Bei einemschlechterenVerḧaltniswird fastdasgesamteMuster
gelöscht.Möchteman

æh� � � 5 �#ÿ � � G �
erreichen,sodaßmit einerWahrscheinlichkeit von ÷�÷%� die

Pixel initial richtig undsehrwahrscheinlichauchasymptotischstabilsind,dannben̈otigt manein
Verḧaltnisvon æ a � G �� 0 ä O � G �
d.h.

æ � � G ��q � für G q �
. Bessersiehtdie Situationaus,fallsmansichauf dünnbesetzteMu-

sterbeschr̈ankt,die nur wenige ÿ enthalten.Dieseskommtin derRealiẗat etwa bei Schriftzeichen
vor. Formalsei

æßç î �ê a ÿ ò a ÿ � ç � ~ ö ò mit � óáñ�� ÿ . Dannist ist dasVerḧaltnis,sodaßmehr
als ÷�÷#� derPixel initial stabilsind,von derOrdnungæ � � G �I� � � � G �w 0 ä O � G � q � 5

NebenderSchwierigkeit, daßnicht alle intendiertenMusterstabilsind,tauchtdaszus̈atzliche
Problemauf, daßes weiterestabileZusẗandegebenkann. Wir habenschonerwähnt, daßmit
einemMusterauchdaskomplemenẗareMusterstabil ist. DesweiterensindÜberlagerungeneiner
ungeradenAnzahl an Musternmit relativ hoherWahrscheinlichkeit auchstabil, d.h. Termeder
Form  î � æ  î � ø  î ��� 5
DesweiterenkonntenauchstabileZusẗandenachgewiesenwerden,die nichtsmit denzu lernende
Musternzu tun haben.Allerdingsist diesesProblemnicht ganzsokritisch,dasichdie Attraktor-
beckenumdieseungewolltenMinima alsrelativ klein erweisenunddie Energie nochrelativ hoch
ist. BoltzmannMaschinen,diewir nocherhaltenwerden,umgehengenaudieseProbleme.

Alternativ zur Hebb-Regel kann man denPerzeptronalgorithmusverwenden,denndasPro-
blem,Musterzuspeichern,kannmanalsProblem,dieNeuronenaufeinePatternmengezutrainie-
ren,auffassen.Um Selbstversẗarkungzuverhindern,wird ë ê6ê a � gesetzt.Die G ç G þ ÿ ò ��� + G
verschiedenen̈ubrigenGewichte ë ê 	 (

{ ó ) ) undBiaseswerdendurchdenVektor å beschrieben,
wir nummerierendie Koeffizientendurch

ç ë ì û � 5e5x5 �Aë ì y �Aë û|� � 5e5e5 �Rë û y � 5x5e5 � ò ì � 5e5e5 � ò y ò
. Für jedes
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Neuron
{

undPattern

�
definiertmandasMuster(mit gleicherNummerierungwie å )

î � êê 	 a î �	
für ) � {

,
î � ê	 ê a î �	

für ) � {
,
î � êê a ÿ (On-Neuronfür denBias)unddenrestlichenKoeffizienten� . å Ò î � ê liefert genaudieAktivierungdesNeurons

{
beiAnliegendesMusters

�
. Dasheißtaber,

daßalle Musterstabilsind,dannundnur dann,wenn

sgn
ç å Ò î � ê ò a î �ê È&� � {

gilt. Dasist eineTrainingsaufgabefür ein einfachesPerzeptron.Die GewichtedesNetzeskann
mananschließenddurchdieGewichtedesNeuronswiedererhalten.AlternativezumUmschreiben
desGewichtsvektorsist folgendeModifikation desPerzeptronalgorithmus(für bipolareMuster):

wiederhole
betrachteein Muster

î �
für ein Neuron

{
mit sgn

ç
net

ê<òË¹a î �ê
änderefür

{ ¹a )ë ê 	 o a ë ê 	�+ î �ê î �	 �ë 	 êpo a ë 	 ê + î �ê î �	 �ò ê�o a ò ê þ î �ê �
Esist offensichtlich,daßaufdieseWeisenichtallebeliebigenMustergespeichertwerdenkönnen,
sonderndie Darstellungsm̈achtigkeit einesHopfieldnetzesgenauwie beim einfachenPerzeptron
beschr̈ankt ist. Läßtman ë ê6ê � � zu, kannmannaẗurlich durchSelbstversẗarkungdie Stabilität
jedesMusterserreichen.EineAlternativestelltesdar, wennmanhiddenNeuronenzuläßt,wie wir
sp̈aternochsehenwerden.

6.3 HopfieldnetzealsOptimier er

Hopfieldnetzehabendie scḧoneEigenschaft,die Energiefunktionzu minimieren.Diesesausnut-
zendkannmannaẗurlich zu einemgegebenengeeignetenPolynomein Hopfieldnetzkonstruieren,
daßdiesesPolynomals Energiefunktionbesitzt,und Minima desPolynomsper Relaxationdes
Hopfieldnetzesgewinnen.Tats̈achlichkannmanauchNP-vollständigeProblemesoangehen,wie
Hopfieldesfür dasTSPvorschlug.UnteranderemdieseTatsacheführtezueinemwiedererweck-
tenInteresseim Neurobereich– obwohl die Ergebnisse,wie nicht anderszu erwarten,insgesamt
ehermäßigsind.

Wir betrachtenjetzteinHopfieldnetz,dasmit Ged̈achtnisschaltet,sodaßeinebijektiveBezie-
hungzwischendenEnergieminimaunddenstabilenZusẗandenbesteht.Zunächstformulierenwir
dieEnergiefunktionnocheinmalmit explizitemBias,wir nehmenë ê]ê a � an:þ ÿ� ç :ð�Hÿ ò Ò ç Ñ �{þ¡� ò ç :p�{ÿ ò a þ é ê�} 	 ë ê 	 1�ê�1 	ö+ éíê ò ê�1�ê �
wobei

ç Ñ �{þ¡� ò die Matrix mit letzterSpalteund Zeile þ¡� und Diagonalelement� ist. Soll ein
beliebigesquadratischesPolynom é > ê 	 î ê î 	¦+ éíê @ ê î ê + Ä
mit Elementen

î ê
aus K��T�{ÿJM minimiert werden,sokannmandiesesin derFormþ é ê2} 	 ç þ > ê 	 þ�> 	 êyò î ê î 	ö+ éíê ç @ ê + > ê6êzò î ê
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schreiben,da
î ûê a î ê

gilt undKonstantenzur Minimierungnichtsbeitragen.D.h. ein Hopfield-
netzmit Gewichten ë ê 	 a þ > ê 	 þ�> 	 ê � ò ê a @ ê + > ê]ê
minimiert obigesPolynom.

Als erstesBeispielbetrachtenwir dasAcht-Türme-Probem: Auf einemSchachbrettsollenacht
Türmesoangeordnetwerden,daßsiesichnichtgegenseitigbedrohen.DazudefiniertmanNeuro-
nen î ê 	 a n ÿ aufFeld

ç { �() ò stehtein Turm� sonst

Esmußdabeiin jederZeile undSpaltegenaueineTurmstehen.Dasheißt:éíê î ê 	 a ÿ�� é 	 î ê 	 a ÿ 5
Diesesist für die Minima derFunktioné 	 � é�ê�î ê 	 þ`ÿ � û + é ê � é 	 î ê 	 þ ÿ � û
erfüllt. Ausmultiplizierenergibt dasPolynom� ézê ] 	 î ûê 	 þ � éyê ] 	 î ê 	�+ ��� + � é�ê é 	 } � î ê 	 î ê ��+ � é 	 é ê�} � î ê 	 î �(	 5
KonstanteTermeweglassendund

î ê 	
mit

î ûê 	 identifizierenderḧalt man� éíê�é 	 } � î ê 	 î ê ��+ � é 	 é ê2} � î ê 	 î �|	 þ � éyê ] 	 î ê 	 5
Ein zugeḧorigesHopfieldnetzhatalsoBiasesþ � undlateraleVerbindungenmit Wert þ � zwischen
je allenNeuroneneinerZeile bzw. je allenNeuroneneinerSpalte.LeiderbesitztdiesesNetznoch
unerẅunschtelokale Minima, eskönnenzwei Neuronenin einerZeile bzw. SpaltedenWert ÿ
besitzen.Abhilfe schafft, wennwir denBiasauf þ ÿ statt þ � setzen.DaswürdeeinerÄnderung
derzuminimierendenFunktionaufé 	 � éíê�î ê 	 þ`ÿ�� û + éíê � é 	 î ê 	 þ ÿ�� û + é<ê ] 	 î ûê 	
entsprechen.Die absolutenMinima dieserFunktionsinddieselben,dennsindwenigerals

/
Neu-

ronen ÿ , dannerḧalt man vom urspr̈unglichenPolynomfür jedesNeuron,dasnicht ÿ ist, den
Fehler � , daja mindestenseineSpalteundZeile unbesetztsind. AbsoluteMinima habenalsoden
Wert

/
, dernur durchdenzus̈atzlichenTermbelegt wird. Derzus̈atzlicheTermsorgt aberfür eine

Streckungderurspr̈unglichenFehlerfunktion,sodaßunerẅunschtelokaleMinima verschwinden.
Mansieht,daßdie WahleinergutenFehlerfunktiondurchausnichtoffensichtlichist.

EineandereAnwendungist dasTSP: Sẗadte ÿ , . . . , ~ seiengegebenmit nichtnegativenDistan-
zen � ê 	 von derStadt

{
zur Stadt) . Eswerdendie Variablen

î ê 	
für

{ �|) = K>ÿ�� 5x5e5 � ~ M definiertmit
derBedeutung î ê 	 a ÿ ßýà Stadt

{
ist die ) te StadtderRundreise.
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Esgilt, die absoluteDistanzzuminimieren,d.h.derTerm¢ a y õ ìé 	 ëíìðé � 7 � � 7 î �|	 î 7 	 9 ì + é � 7 � � 7 î �Ry î 7 ì
ist zu minimieren. Gleichzeitigmuß dafür gesorgt werden,daßdie Belegung tats̈achlich eine
Rundreiseist, d.h. jedeStadtsoll genaueinmalbesuchtsein:éíê î � ê a ÿ��
undanjederStellekannnur eineStadtstehen:é � î � ê a ÿ 5
AbsoluteMinima derFunktion¢ + 8 ÖØ é � � éíê�î � ê þ ÿ�� û + éíê � é � î � ê þ ÿ�� û ÙÛ
mit 8 � LängeeineroptimalenLösungdesTSPentsprecheneindeutigoptimalenLösungendes
TSP, dafür dieseaufgrundderWahlvon 8 diebeidenNebenbedingungenerfüllt sind.Ausrechnen
derProdukteführt zu einemPolynomzweitenGrades.Dieseskannmanwie obenangegebenmit
der Energiefunktion einesHopfieldnetzesabgleichen.Man erḧalt ein Netz, in der benachbarte
Spaltendurchdie negativenAbsẗande� ê 	 verbundensind,innerhalbeinerZeile bzw. Spalterufen
diemit 8 gewichtetenBedingungeninhibitorischeVerbindungenhervor. Die WahlderParameter8
ist in derPraxisdiffizil, dazugroßeWertetendentiellzwarkorrekte,abernichtsehrguteLösungen
bewirken;zu kleineWertehingegenführenzu ungültigen,abermeistenskurzenRundtouren.Da
die Nebenbedingungdas ~ TürmeProblemdarstellt,solltenwir auchhier wiederdenBias leicht
erḧohen,um lokale Minima zu vermeiden. Hopfield und Tank berichtenbei einem ÿZ� Sẗadte
Problemvonetwain jedemviertenDurchlaufoptimalenLösungen;diesesskaliertallerdingsnicht
auf größereProbleme.ZudemhabenHopfieldundTanknicht diskretschaltendeNetze,sondern
einekontinuierlichschaltendeVersionbenutzt.

AndereOptimierungsproblemekönnenaufPolynomehöherenGradesführen.Kannmanauch
hiereinHopfieldnetzzurMinimierungeinsetzen?DazumußdasKonzeptzun̈achstetwaserweitert
werden.

Definition 6.5 Ein Hopfieldnetz mit hidden Neuronen ist ein Netz
ç G � q � Ñ �9�ð�.��� � � ñ ò

, sodaßç G � q � Ñ �9�p�.��� G � G ò
ein Hopfieldnetzdarstellt.

Das heißt nichts anderes,daßEin- und Ausgabeneuronennicht notwendigmit allen Neuronen
übereinstimmen.Insbesonderekannes,waswir gleichbenutzenwerden,nicht nachaußensicht-
bareNeuronengeben.SoeinemNetzkannmannaẗurlich aucheineEnergiefunktionzuordnen,die
nebendensichtbarenVariablenauchdie denhiddenNeuronenentsprechendenVariablenbenutzt.
Eswir sichherausstellen,daßmanin gewisserWeiseTermehöhererOrdnungdurchzus̈atzliche
nichtsichtbareVariablenersetzenkann.Als KonsequenzkannmanbeliebigePolynomemit einem
Hopfieldnetzmit hiddenNeuronenminimieren.

Esseialsoein Polynom
æ ç�� ò

gegeben,in demo.B.d.A.keineTerme
� ûê vorkommen,daman

dieseja einfachdurch
� ê

ersetzenkann. Wir konstruierenein Polynom 3æßç�� �Ré ò mit einerneuen
Variablené , sodaß æ ç�� ò a �4�21Ò æßç�� �#é ò
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gilt. Ist 3 derhöchsteGradin
æ

, sohat 3æ einenTermmit Grad 3 wenigerals
æ

. Sei ë N / ê¤£ê ë#ê æ � ê
einTermhöchstenGrades.� Fall ë � � : ErsetzedenTermdurch

ê¤£éê ë#ê æ � ë � ê éÛþ ç � 3 þ ÿ ò ë´é 5� Fall ë � � : ErsetzedenTermdurchë
ê¥£6¦ æçê ë#ê æ � ê þ ê¤£6¦ æé ê ë#ê æ � ë � ê é + � ë � ê £ é + ç � 3 þ � ò ë�é 5

Eine etwas längereFallunterscheidungzeigt obige Eigenschaft. Jetztkann man sukzessive die
TermehöherenGeradesdurchneueVariablenersetzen,ohnedieDynamikdersichtbarenNeuronen
unddie LagederglobalenMinima zu ändern,underḧalt ein die globalenMinima realisierendes
Hopfieldnetzmit verborgenenNeuronenentsprechenddenneueingef̈urtenVariablené .

Eine scḧoneKonsequenzist, daßdasSAT Problemebenfalls mit Hopfieldnetzenbearbeitet
werdenkann.Allgemeinerkannmanfür jedeBoolescheFormel î ein Hopfielnetzmit verborge-
nenNeuronenfinden,sodaßdie globalenEnergieminimaderEnergiefunktionbeschr̈anktauf die
sichtbarenVariablengenaudenerfüllendenBelegungenderFormelentsprechen.DieseAussage
ist auchhistorischinteressant,dasiezeigt,daßneuronaleNetzezumindestbegrenztmit symboli-
schenDaten,BooleschenFormeln,umgehenkönnen.

Ein Polynom � § ç�� ò a n � �
erfüllt îÿ sonst

ist schnellindukiv überdenAufbauvon î konstruiert:� � ¸ a ÿ þ �� � ¨I§ a ÿ¢þ � §
� � §�©�ª a �0§ N �,ª
� � §�«�ª a ÿ¢þ ç ÿ�þ � §>ò ç ÿ�þ �¬ª ò
� � § � ª a ç ÿ¢þ � §>ò��,ª
� � §�®ª a ç ÿ¢þ ç ÿ¢þ � §>ò ç ÿ¢þ �,ªmò�ò ç ÿ¢þ � §x�,ªmò

Etwadie Formel
� ì y$� û y8� � ben̈otigt auchtats̈achlichhiddenVariablenzu ihrerRealisierung.

Die praktischeRelevanzdieserAnsätzeist notwendigbeschr̈ankt– schließlichhandeltessich
umNP-vollständigeProbleme,sodaßmanauchvonneuronalenNetzenkeineeffizientenLösungs-
algorithmenerwartenkann. Allerdings ist die Verbindungvon Netzenund Formelnein philoso-
phischund historischhöchstinteressantesThema,da esin denStreit zwischensymbolischerKI
und Konnektionismuseingreift. Eine der Hauptkritikpunkteder symbolischenKI an Netzenist,
daßVerarbeitenvon Formelnprinzipiell nicht ad̈aquatmöglich ist. DassogenannteBinding Pro-
blem, welchesgrob die Fragestellt, wie in einerkonnektionistischenMethodedie (evtl. zeitlich
ver̈anderliche)Verkn̈upfungzweierverteilt dargestellterEntitätenin einemeinzigenObjekt dar-
gestelltwerdenkann.Konkretetwa: Wie kannmanVariablenmit Termen,die dieseausf̈ullen, in
Beziehungbringen,sofernbeidesverteilt repr̈asentiertist.
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Eine andereKonsequenzist, daßHopfieldnetzemit hiddenNeuronenfeedforward Netzemit
derPerzeptronaktivierungsfunktionin folgendemSinnesimulierenkönnen:Berechneteinfeedfor-
wardNetzdie Funktion

� Ãq � ç�� ò
, sogibt esein Hopfieldnetzmit hiddenNeuronenundglobalen

Minima
ç�� � � ç�� ò~ò

. Möchtemanalsozu einerEingabe
�

denWert
� ç�� ò

berechnen,sokannman
dasdurchEingabederAktivierungen

�
in einenTeil dersichtbarenNeuronenundRelaxationzu

einem(globalen)Minimum erreichen.

6.4 Alter nativeSchaltdynamiken

EineAlternativezumasynchronenSchaltenist, die WertederNeuronensimultan,aberstetigent-
sprechendihrer Aktivierungzu ändern.Dazuersetztmandie diskreteAktivierungsfunktionwie
auchbeivorwärtsgerichtetenNetzendurcheinesigmoideAktivierungsfunktion.Die Neuronenak-
tivierungbestehtalsoausreellenWertezwischen� und ÿ . Anstattzufällig die Neuroneneinzeln
zu ändernodersiesimultangem̈aßihrerAktivierungneuzu berechnen,̈anderndie Neuronenihre
Wertestetig;d.h.die Dynamikwird durchDifferentialgleichungenbeschrieben.Ausgehendvon
einerStartbelegung,etwademEingabemuster, änderndanndie Neuronenihre Aktivierungnet

ê ç é ò
zumZeitpunkt é gem̈aßderVorschrift:¯ N � net

ê ç é ò��é a þ net

ê ç é ò + é 	 ë 	 ê N sgd
ç
net

	 ç é ò�ò �
wobei ¯ einefestepositive Zahl ist. Man schaltetalsonicht mehrdiskretzu denZeitpunkten ÿ ,� , . . . , sondernkontinuierlichfür é � � . Die Differentialgleichunggibt die Änderungzu jedem
Zeitpunkt an. In der Praxismuß die Dynamik in der Regel trotzdemdurch Diskretisierungen
gen̈ahertwerden,d.h.manerḧalt einesynchroneSchaltweisewie schonzuvor. DerVorteil ist, daß
dieDiskretisierungim Prinzipbeliebigfein vorgenommenwerdenkannunddieeinzelnenSchritte
nachgebessertwerdenkönnen.D.h. stattzumZeitpunkt � , ÿ , . . . zu schalten,kannmanetwa die
Zeitpunkte� , � 5 ÿ , � 5 � , . . . berechnen.

ObigeDifferentialgleichunghateineeindeutigeLösung,dadiebeteiligtenFunktionengutartig
sind(lokal Lipschitz-stetig).Die Tatsache,daßdie DynamikimmergegeneinenstabilenZustand
konvergiert,währenddesseneineEnergiefunktionminimiert wird, entsprichthier folgendemUm-
stand:

Satz6.6 Man findeteineFunktion � ç é ò , die monotonfallendundnach untenbeschränkt ist. Sie
hat die Ableitungexakt � dannund nur dann,wenn � net

ê ç é ò � ��é a � gilt. Es ist � � ç é ò � ��é q� ßýà � net

ê ç é ò � ��é q � È {
.

Beweis: Betrachtedie Energiefunktion

� ç é ò a þ ÿ� é<ê ] 	 ë ê 	 1�ê ç é ò61 	 ç é ò + éíê �±° D�ú Ò ü[ sgdõ ì ç 1�ò � 1 5
� ist nachuntenbeschr̈ankt,da

1�ê ç é ò = ý��T�{ÿ �
gilt. Die Ableitungberechnetsichals� � ç é ò��é a þ ÿ� é<ê ] 	 ë ê 	 � 1�ê ç é ò��é N 1 	 ç é ò þ ÿ� ézê ] 	 ë ê 	 1�ê ç é ò N � 1 	 ç é ò��é + éíê

sgdõ ì ç 1�ê ç é ò�ò N � 1�ê ç é ò��éa þ éíê � 1�ê ç é ò��é| }�~ �
sgdf ú netDyú Ò ü ü d netD�ú Ò ü ù d Ò � é 	 ë ê 	 1 	 ç é ò þ net

ê ç é ò �| }�~ �² d netD�ú Ò ü ù d Ò
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· ç

net

ê ç é ò~ò N » � net

ê ç é ò��é ½ ûó �L�
wobeidie Regel � b � ú ¸ ügHú ¸ ü U ç é ò ��é � � � a U ç � ç�� ò�ò � · ç�� ò þ�U ç � ç�� ò~ò � · ç�� ò

benutztwurde. ObigerAus-
druckist wegensgd

· ç�� ò � � nurdannexakt � , wenn � net

ê ç é ò � ��é a � gilt. <
Da � monotonfallendundbeschr̈anktist unddieSteigungdurchdieAbleitungvonnet

ê
bestimmt

wird, ergibt sichfür é q �
ein Zustand,sodaß � net

ê ç é ò � ��é q � gilt. D.h. dasNetzstrebtgegen
einenstabilenZustand,wo sichdie AktivierungenderNeuronennur nochmarginal ändern.Ins-
besonderesind Zyklen nicht mehrmöglich: Sie sind ein Effekt der bei synchronemSchaltenzu
grobenDiskretisierungder Dynamik, wobei gewisseAnfangszusẗandenicht gegendie aufgrund
derDiskretisierungnicht mehrvorkommendennicht stabilenFixpunktederDif ferentialgleichung
strebenkönnen.Ein Beispielfür die jetztwesentlicheinsichtigereDynamikist dasNetz:

1
0.50.5

Bei synchronemSchaltengibt eszwei stabileZusẗandeundzwei Zusẗande,die in einemZweier-
zyklus abwechselndgeschaltetwerden. Bei der zugeḧorigenDifferentialgleichung(bzw. denzu
dennet

ê
geḧorenden

1�ê
) findet manin der Näheder beidenurspr̈unglichenstabilenPunktewie-

derzwei stabileFixpunktederDif ferentialgleichung,die jeweils Attraktorendarstellen.Auf der
GrenzezwischendenbeidenAttraktorbeckenbefindensichauchdiebeidenZusẗande,diesichbei
synchronemSchaltenzyklischabwechseln.Jetztstrebensieauf demRandzwischendenbeiden
AttraktorbeckengegeneineninstabilenFixpunkt.

Man kanndie DynamikeinessynchronschaltendenHopfieldnetzesin folgendemSinnedurch
eineDifferentialgleichungersetzen:

Satz6.7 Für einHopfieldnetz,dessenstabileZustandefür keinNeuronzueinerAktivierungexakt� führen,undvorgegebenes��� � kannmaneinenpositivenFaktor å finden,sodaßfür dasdurch
eineDifferentialgleichungmodellierteNetzmit denGewichtenmultipliziert mit å folgendesgilt:
Für jedenstabilenZustand

1
desHopfieldnetzesfindet man einenstabilenAttraktor desdurch

die Differentialgleichung beschriebenenNetzes,so daß die zugeḧorigen Ausgaben

1 ·
in keiner

Komponentemehrals � von

1
abweichen.

Beweis: Seifür alle stabilenZusẗandedie AktivierungderNeuronenbetragsm̈aßiggrößerals . .� sei so klein, daßfür um � in denKomponentenvon einemFixpunkt abweichendePunktedie
Aktivierungenbetragsm̈aßigimmernochgrößerals . sind. å seisogewählt,daß� � þ . à sgd

ç å � ò�� ����� � � � . à sgd
ç å � ò � ÿ¢þ �A���

gilt. Insbesondereberechnetmanfür einenvon einemstabilenZustand

1 ï in jederKomponente
wenigerals � abweichendenZustand

1
, daßder durch sgd

ç å � ë ê 	 1 	 ò
gegebeneZustandum

wenigerals ����� in jederKomponentenvom stabilenZustandabweicht,denndie Aktivierungen
sind größerals . , mit å multipliziert ergibt sich alsomaximalder Abstand �A��� . Dasbedeutet
aber, daßfür Koeffizienten

{
von

1
, im Intervall

� ����� � � ýþ 1�ê +
sgd

ç å é ë 	 ê�1 	 ò�� �
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undfür Koeffizienten
{

von

1
im Intervall im Intervall

� ÿ¢þ � �{ÿ¢þ ����� ýþ 1�ê +
sgd

ç å é ë 	 ê�1 	 ò � �
mit der Dreiecksungleichung.Dasheißtaber, daßbei Start in denIntervallen

� ����� � � ý bzw.
� ÿ þ� �{ÿ þ ����� ý um denstabilenZustandmanin einer � -UmgebungdesstabilenZustandsbleibt. Für

diezugeḧorigenNettoinputsbedeutetdas,daßsieüberdiezeitlicheEntwicklunghin entsprechend
demstabilenZustand� . bzw.

� þ . bleibenmüssen.Da siekonvergieren,erḧalt manalsoeinen
stabilenZustandmit maximal � vomurspr̈unglichenstabilenZustandentferntenAusgaben

1�ê
. <

SomitwerdenalsoZyklen vermiedenunddie KonvergenzgegeneinenstabilenZustandist deter-
ministisch.Nichtsdestotrotzist dasProblemvonlokalenMinima derEnergiefunktiongegeben,die
maneigentlichverhindernwill – undhier nicht umgeht.EineAlternativestellt einestochastische
Betriebsweisevon Netzendar. Die Zusẗandesindweiterhin K��T�Hÿ�M -wertig. Für jedenSchaltschritt
wird dieAlti vierungjedesNeuronsberechnetundanschließendsynchronalleNeuronenoderauch
lediglichein Neuronmit derWahrscheinlichkeit

sgd
ç
net

ê � á ò
auf ÿ geschaltet. á heißtdabeidie Temperatur. Je kleiner dieseist, destosteiler ist die sich
ergebendeKurve in Abhängigkeit von net

ê
unddestomehrapproximiertdie Kurvedie Perzeptro-

naktivierung.Aber die Möglichkeit, sichauslokalenMinima derEnergiefunktionzu befreien,ist
gegeben:Die Wahrscheinlichkeit, zwar lokal verschlechterndeSchritte(Energie wird kurzfristig
höher),aberglobalverbesserndeSchritte(manerreichtlangfristigein besseresOptimum)durch-
zuführen,ist größeralsNull. HäufigbetreibtmandasNetzdabeimit Simulated Annealing, d.h.
die Temperaturist zu Beginn sehrhoch,sodaßderZustandsraumstarkexploriert wird, undwird
allmählichabgek̈uhlt, d.h. á vermindert,bis manbei kleinem á in einem(dannhoffentlich glo-
balen)Optimumlandet.Die stochastischeSichtweiseermöglicht eineweitereTrainingsmethode,
wobei auchhiddenNeuronenmittrainiert werdenkönnen. Der Ansatzgehtauf Hopfield zurück
undnenntsichnachderbeteiligtenstochastischenVerteilungdieBoltzmannmaschine.

6.5 Die Boltzmannmaschine

Die Boltzmannmaschineist ein stochastischschaltendesHopfieldnetz.Wir nehmenhier an,daß
sieasynchrongeschaltetwird. D.h. in jedemSchrittwird zufällig ein Neuronausgẅahlt, dasmit
Wahrscheinlichkeit sgd

ç
net

ê � á ò denWert ÿ annimmt,mit Wahrscheinlichkeit ÿåþ sgd
ç
net

ê � á ò den
Wert � . Essollenzun̈achsteinigeNotationeneingef̈uhrt werden:

Wie schonvorhersei

� ç : ò a þ ÿ� é ë ê 	 1�ê�1 	ö+ é ò ê@1�ê
die Energie im Zustand: . G seidie AnzahlderNeuronen.JedesNeuronwerdemit Wahrschein-
lichkeit ÿ � G ausgewählt. Wennmansichim Zustand: befindetunddasNeuron

{
ausgewählt hat,

sei æ ç ÿ � :p� { ò a µ ÿ +
eõ netD ù 7 ¶ õ ì

dieWahrscheinlichkeit, daßdasNeuron
{

auf ÿ schaltet,æßç � � :p� { ò a µ ÿ +
enetD�ù 7 ¶ õ ì

ist dieWahrscheinlichkeit, daßdasNeuronauf � schaltet.Für Zusẗande: , : ·
seiæ ç : q : · ò



NeuronaleNetze,WS99/00 97

dieWahrscheinlichkeit, in einemSchrittvon : nach: ·
zuschalten,d.h.esistæßç : q : · ò a ABDC ÿ � G N � æßç 1�ê � :p� { ò : a : ·ÿ � G N æ ç 1 ·ê � :p� { ò : und : ·

unterscheidensichnur in
{� sonst

Diesesdefiniertfür jedesfeste: eineVerteilungaufdenZusẗanden: ·
. Die Wahrscheinlichkeit, in~ Schrittenvon : nach: ·

zukommen,seimitæ ç : yq : · ò
bezeichnet.Damanüberalle möglichenZwischenzusẗande: · ·

gehenkann,gilt offensichtlichæ ç : yq : · ò a é2³ f f æ ç : y æq : · · ò æßç : · · y øq : · ò
für alle ~ ì + ~ û a�~ . Auch diesesdefiniertfür jedesfeste: eineVerteilungaufdenZusẗanden: ·

.
Die Situation,wennmansehrlangeschaltet,beschreibtfolgenderSatz:

Satz6.8 Für alle Zusẗande: existiert die Grenzverteilung

� 5
mit� 5 ç : · ò a 02���y �þ� æ ç : yq : · ò 5

Sieist unabḧangigvon : . Die Verteilungerfüllt dieFixpunktgleichung� 5 ç : · ò a é ³ � 5 ç : ò æßç : q : · ò 5
Die Verteilungist die sog. Boltzmannverteilung� 5 ç : · ò a eþ � ç : · ò � á� ³

eþ � ç : ò � á 5
Beweis: Essei

P y° a ��	�� ³ f æßç : · yq : ò . Dasist durch � nachuntenbeschr̈anktundmonoton
fallendwegen P y 9 ì° a ��	��³ f æßç : · y 9 ìq : òa ��	��³ f é ³ f f æßç : · q : · · ò æßç : · · yq : òó ��	��³ f é ³ f f æßç : · q : · · ò �
	��³ f f æßç : · · yq : òa P y° N ��	��³ f é ³ f f æ ç : · q : · · ò a P y° N ÿP y° konvergiert also für ~ q �

. Analog sieht man, daß " y ° a �4�21 ³ f æßç : · yq : ò monoton
wachsendist. Daesdurch ÿ nachobenbeschr̈anktist, folgt auchhier dieKonveregnz.

Für alle : und : ·
ist
æ ç : ìq : · ò ï . � � für ein . , da man ja nach G Änderungenjeden

Zustandin jedenanderen̈uberf̈uhrenkann.Danngilt für geeigneteIndizes
P

und "P ì ú y 9 ì ü° þ " ì ú y 9 ì ü° a æßç :'´ ì ú y 9 ì üq : ò þ æßç : è ì ú y 9 ì üq : ò



98 B. Hammera é ³ f  æßç :'´ ìq : · ò þ æ ç : è ìq : · ò !| }�~ �ú 5 ü N æßç : · ì yq : òó é³ f ] ú 5 ü  [ ç|« ò N P ì y° + é³ f ] ú 5 ü } [ ç|« ò N " ì y°a é³ f ] ú 5 ü  [ ç|« ò N µ P ì y° þ " ì y° ¶ó ç ÿ þ�. ò µ P ì y° þ " ì y° ¶
DievorletzteGleichunggilt, da

� ³ f ] ú 5 ü } [ ç|« ò + � ³ f ] ú 5 ü  [ ç(« ò a ÿ%þ ÿ a � ist. Die letzteUngleichung

folgertmanwegen
æßç :'´ ìq : · òôó ÿ und

æßç : è ìq : · òôï . . Esfolgt alsoP ì y° þ " ì y° ó ç ÿ¢þ!. ò µ P ì ú y õ ì ü° þ " ì ú y õ ì ü° ¶ ó 5e5e5 ó ç ÿ�þ�. ò y µ P [° þ " °° ¶ a ç ÿ¢þ�. ò y q � 5P y° und " y ° strebenalsogegendenselbenLimes.Essei : ·
einbeliebigerStartvektor. Danngilt" y ° ó æ ç : · yq : ò ó P y° �

alsokonvergiertauch
æ ç : · yq : ò unabḧangigvomStartvektorgegendieselbeGrenze

� 5 ç : ò . � 5
ist

eineVerteilung,damit
æßç : · yq : ò ï � und

� ³ æßç : · yq : ò a ÿ dasselbeauchfür denLimesgilt.
Ebensoerḧalt mandurchGrenz̈ubergangin derGleichungæ ç : · · y 9 ìq : · ò a é ³ æ ç : · · yq : ò æßç : q : · ò
die Fixpunktgleichungfür die Grenzverteilung. Eine Verteilung, die dieseFixpunktgleichung
erfüllt, ist eindeutigbestimmt,dennsei

� [
eineandereVerteilung,die ebenfalls dieseFixpunkt-

gleichungerfüllt. Für einebeliebigeVerteilung

�
sei

� ê
die Verteilungnach

{
Schritten.Dannist

� y ç : ò a � ³ f � ç : · ò æ ç : · yq : ò zwischen
P y° und " y ° angesiedelt.Egal mit welcherVerteilung

manstartet,manerḧalt alsodie GrenzverteilungnachbeliebiglangemSchalten.Speziellfür

� [
berechnetman

� y [ ç : · ò a é � y õ ì[ ç : ò æßç : q : · ò a 5e5e5 a � [ ç : · ò �
dasheißtdieGrenzverteilungstimmtmit

� [
überein.

Es reicht alsozu zeigen,daßdie Boltzmannverteilungdie Fixpunktgleichungerfüllt. Offen-
sichtlichkannmandenNormierungsterm

� ³
eõ¶µNú ³ ü ù 7 beiderRechnungweglassen.:åý {¡�

bezeich-
nedennur in derStelle

{
von : verschiedenenZustand.Esgilt� ³ f eõ¶µhú ³ f6ü ù 7 æßç : · q : òa eõ¶µNú ³ ü ù 7 æßç : q : ò + � ê

eõ¶µNú ³�· ê�¸ ü ù 7 æ ç :Ûý {¡��q : òa eõ¶µNú ³ ü ù 7 µ ìì � æßç 1�ê � :p� { ò +�� ê ìì eµNú ³ ü õ¶µNú ³�· ê�¸ ü�ü ù 7 æ ç 1�ê � :åý {¡� � { ò ¶a eõ¶µNú ³ ü ù 7 ìì µ|� æ ç 1�ê � :p� { ò µ ÿ +
eõ netD�ú ° Dyõ ° · ê�¸ D ü ù 7 ¶m¶a eõ¶µNú ³ ü ù 7 ìì � ÿ a eõ¶µNú ³ ü ù 7 �

MIT

� ç 1�ê � :åý {�� � { ò a æ ç 1�ê � :p� { ò
, da ë ê6ê a � gilt, und � ç : ò þ � ç :åý {¡� ò a þ net

ê ç 1�ê þ 1 ý {¡� ê<ò
, wie wir

früherschonnachgerechnethaben. <
Die Boltzmannmaschinestrebtalso, egal in welchemZustandsie gestartetwurde, gegen eine
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Grenzverteilung,die sich ausrechnenläßt. DiejenigenZusẗandehabeneine hoheWahrschein-
lichkeit, die Energieminimasind. Entspr̈achedie Grenzverteilungder Gleichverteilungauf eini-
genZusẗanden,so würdendieseZusẗandedengespeichertenZusẗandenentsprechen,sie werden
im Limes erreicht. Durch langesSchaltenkannmandie absolutenEnergieminimaanhandihrer
Häufigkeit eindeutigrekonstruieren.Möchtemandie BoltzmannmaschinealsAssoziativspeicher
verwenden,sobestehtauchhier die Hoffnung,daßderjenigeZustandderGrenzverteilungalser-
steserreichtwird, derdemStartzustandamähnlichstenist. SimulatedAnnealingkanndenEffekt
untersẗutzen,daßausgehendvom Anfangszustandder ähnlichstegespeicherteZustandunterVer-
meidunglokalerMinima erreichtwird.

Die Grenzverteilungder Boltzmannmaschinewurdenur für ein festesá ausgerechnet.Bei
SimulatedAnnealingstrebtá gegenNull. DerEffekt ist dabeifolgender:

Satz6.9 Die durch die Wahrscheinlichkeit der ZusẗandeinduzierteAnordnungist unabḧangig
von á . Für á q � strebtdie Grenzverteilunggegendie Gleichverteilungauf denZusẗandenmit
minimalerEnergie.

Beweis: Die Wahrscheinlichkeit einesZustandesist durchdenAusdruck� 5 ç : · ò a eþ � ç : · ò � á�
eþ � ç : ò � á

gegeben. Die Ungleichung

� 5 ç : · òü�¬� 5 ç : ò ist unabḧangig von á , sondernhängt nur von der
Energie derbeidenZusẗandeab.

Für á q � berechnetman0��2�7 � [ eþ � ç : · ò � á�
eþ � ç : ò � á a 02���7 � [ ÿ�

e
ç � ç : · ò þ � ç : ò~ò � á 5

Diesesist � , fallsein : mit geringererEnergieals : ·
existiert,dadannderNennerüberalleGrenzen

wächst.Falls : einesvon 3 Energieminimaist, findetmanim Nenner3 Summandenÿ undweitere
Summanden,die gegen Null gehen,es ergibt sich also der Term ÿ � 3 . Diesesentsprichteiner
GleichverteilungaufdenEnergieminima. <
SollenalsoMustergespeichertwerden,indemdie Grenzverteilungin etwa einerGleichverteilung
auf den Musternentspricht,dannkann man gut SimulatedAnnealingbetreiben: Alle übrigen
lokalen Minima verschwindenfür kleines á . Möchteman allerdingsdie Muster mit gewissen
unterschiedlichenHäufigkeitenspeichern,darf á nicht zuklein werden.

Zum Trainingversuchtmanjetzt, die Gewichtesoeinzustellen,daßdie Grenzverteilungeiner
gewünschtenVerteilung– der Gleichverteilungauf den zu speicherndenMustern– entspricht.
Dazuwird alsFehlermaßdiesog.Kr euzentropiederbeidenVerteilungen

� 5
, derGrenzverteilung,

und

� 9
dergewünschtenVerteilung,gebildet:

� ç � 5 � � 9 ò a þ é ³ � 9 ç : ò N 0�1 � 5 ç : ò� 9 ç : ò
undminimiert. DerFehlerist positiv undgenaudannNull, wenndiebeidenVerteilungen̈uberein-
stimmen,denn:

Lemma 6.10 Für Zahlen

��ê
, ê ê � � mit

� ��ê a ÿ a � ê ê ist
� ��ê 0�1 ç ê ê � ��êzò¸ï � undgleich Null

genaudann,wennalle

��ê
und ê ê übereinstimmen.
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Beweis: Wie manam Graphenleicht sieht,gilt
� + ÿ ó ȩ für alle

�
und Gleichheitnur für� a � . Esfolgt é ��ê 0�1 ê ê��ê ï é ��ê » ê ê��ê þ ÿ ½ a é þ´ê ê + ��ê a �

mit Gleichheitgenaudann,wenn ê ê � ��ê a ÿ für alle
{

gilt. <
Zum Training wird alsoGradientenabstieg auf demso definiertenFehlervorgenommen.Da of-
fensichtlicheineVerteilung

� 9
mit

� 9 ç : ò a � für ein : nicht durcheineBoltzmannverteilungmit
endlicherTemperaturá dargestelltwerdenkann,solltemaneinegegebeneZielverteilung

� 9
für

dasTrainingsoab̈andern,daßdieWahrscheinlichkeit für alleZusẗandeevtl. klein, aberpositiv ist.
Diesesverhindertein Anwachsender Gewichte überalle Schranken und kanndurchSimulated
Annealingausgeglichenwerden.DasTrainingbestehtalsoausderVorschrift� Ñ a þ ¯ � � � ç � 5 � � 9 ò
mit einerSchrittweitē � � . Dabeiwerdendie BiasesdurchOn-Neuronensimuliert.Essoll jetzt
die Ableitung von � bestimmtwerden. Der in der VerteilungauftretendeNormierungstermsei~Sa � ³ f eõ¶µhú ³ f ü ù 7 .; þ é ³ � 9 ç : ò 021 � 5 ç : ò� 9 ç : ò;�ë ê 	a þ é ³ � 9 ç : ò N ÿ� 5 ç : ò N ; µ

eõ¶µhú ³ ü ù 7 � ~ ¶;�ë ê 	a þ é ³ � 9 ç : ò� 5 ç : ò � eõ¶µNú ³ ü ù 7 þ¹; � ç : ò � á;�ë ê 	 N ~ þ eõ¶µNú ³ ü ù 7 é ³ f eõ¶µNú ³ f6ü ù 7 þ¡; � ç : · ò � á;¿ë ê 	 � � ~ ûa þ é ³ � 9 ç : ò� 5 ç : ò � eõ¶µNú ³ ü ù 7~ N ÿ� á N 1�ê�1 	 þ eõ¶µNú ³ ü ù 7~ é ³ f eõ¶µNú ³ f ü ù 7~ N ÿ� á N 1 ·ê 1 ·	 �a þ é ³ � 9 ç : ò ÿ� á 1�ê�1 	ö+ é ³ � 9 ç : ò ÿ� á é ³ f � 5 ç : · ò<1 ·ê 1 ·	
a ÿ� á � é ³ � 5 ç : ò61�ê�1 	 þ é ³ � 9 ç : ò61�ê�1 	 �

D.h. ë ê 	 wird in jedemSchritt so gëandert,daßdie Verbindungvon
{

nach ) gem̈aß der Soll-
Verteilunggemitteltversẗarkt wird, wobeiaberdie Ist-Verteilungber̈ucksichtigtwird. Dabeimuß
mandieGröße

� ³ � 5 ç : ò61�ê�1 	
entwederanhandderGewichteausrechnenoderstatistischscḧatzen,

indemmandasNetzzurGrenzverteilungrelaxierenläßtundüberdie dannauftretendenZusẗande
mittelt. Ist die Soll- und Ist-Verteilungje eineGleichverteilung,dannwerdendasGewicht von

{
nach) lediglichanhandderAnzahldesgemeinsamenAuftretensderPixel

{
und ) in denMustern

bestimmt.Diesesist alsowiederein HebbschesLernen,wobeideraktuelleZustanddurcheinen
Anti-HebbTermmit ber̈ucksichtigtwird.

Man kanndiesenFormalismusauf Netzemit verborgenenNeuronenerweitern. Dazuseien
die Zusẗandeauf demsichtbarenAnteil mit º notiert,siesollenauf die Verteilung

� 5 ç º ò trainiert
werden. Die verborgenenNeuronen,die lediglich zur Stabilisierungbenutztwerdenund dessen
Aktivierunguninteressantist, seienmit » notiert. Die Grenzverteilung

� 5 ç º¼» ò induziertauf dem
unsinteressierendenTeil eineRandverteilung� 5 ç º ò a é]½ � 5 ç º¼» ò 5
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Die Gewichtesollensogewählt werden,daßdieseRandverteilungmit dergegebenenVerteilung
� 9 ç º ò übereinstimmt.Essei � 5 ç » � º ò a � 5 ç º¼» ò� 5 ç º ò
die Verteilungder hiddenNeuronenim Grenzfall, wennwir º bereitskennen. ~ sei der in der
VerteilungvorkommendeNormierungsterm

�b¾ f ½ f eõ¶µNú ¾ f ½ f ü ù 7 . Dannkannmanfür die unsinter-
essierendeAbleitungdesFehlers� ç � 5 ç º ò � � 9 ç º ò~ò nachrechnen:; þ é ¾ � 9 ç º ò 0�1 � 5 ç º ò� 9 ç º ò;�ë ê 	a þ é ¾ � 9 ç º ò� 5 ç º ò éI½ ; � 5 ç º¼» ò;�ë ê 	a þ é ¾ ½ � 9 ç º ò� 5 ç º ò » eõ¶µNú ¾ ½ ü ù 7 N ÿ� á ç�¿ U ò�ê ç�¿ U ò 	 N ~þ eõ¶µNú ¾ ½ ü ù 7 é ¾ f ½ f eõ¶µNú ¾ f

½ f ü ù 7 N ÿ� á N ç@¿ · U · ò�ê ç�¿ · U · ò 	 � � ~ ûa þ ÿ� á � é ¾ ½ � 9 ç º ò� 5 ç º ò � 5 ç º¼» ò ç�¿ U ò�ê ç�¿ U ò 	 þ é ¾ ½ � 9 ç º ò� 5 ç º ò � 5 ç º¼» ò é ¾ f ½ f � 5 ç º · » · ò ç@¿ · U · ò�ê ç�¿ · U · ò 	 �a þ ÿ� á � é ¾ � 9 ç º ò é]½ � 5 ç » � º ò ç�¿ U ò�ê ç@¿ U ò 	 þ é ¾ ½ � 5 ç º¼» ò ç�¿ U ò�ê ç�¿ U ò 	 � 5
Die Gewichte werdenalsowiedergem̈aßder gewünschtenVerteilungdurchHebbschesLernen
versẗarkt, wobei bei denfreien Gewichtenzu hiddenNeuronenstattder Soll-Verteilungdie tat-
sächlicheVerteilungeingesetztwird. Ein Anti-Hebb-Termgem̈aßderaktuellenVerteilungkommt
hinzu.Die GrößenkannmanentwederaufgrundderbekanntenFormderGrenzverteilunganhand
der Gewichte berechnenoder statistischscḧatzen. Um die Größe

� 5 ç » � º ò zu bestimmen,hält
mandazudie Aktivierungder sichtbarenNeuronenfest und läßt denRestzur Grenzverteilung
relaxieren.Die Verteilungentsprichtdannderzuscḧatzenden,denn:

Lemma 6.11 Die Boltzmannmaschinemit fixemº relaxiertzurGrenzverteilung

� ç » � º ò .
Beweis: Falls mandie Neuronenº festḧalt, ergibt sich eineBoltzmannmaschinefür die übri-
genNeuronenmit gëandertemBias, dem Bias

ò ê ç º ò a þ � � ë ê � ¿ �
für dasNeuron U ê . Diese

relaxiertalsogegeneineGrenzverteilung.Sei � ¾ ç » ò die Energie dieserMaschineim Zustand» .� ç º ò sei die Energie, wennmannur die Neuronenº ber̈ucksichtigt, � ç º¼» ò sei die Energie der
Boltzmannmaschinefür Summation̈uberalle Neuronen.Esgilt:

� ¾ ç » ò a þ � ë ê 	 U ê U 	 ��� +�� U ê ò ê ç º òa þ � ë ê 	 ç�¿ U ò�ê ç@¿ U ò 	 ��� + � ë ê 	 ¿ ê ¿ 	 ��� a � ç º¼» ò þ � ç º ò 5Folglich ist mit ~Sa �L¾ f f ½ f f eµNú ¾ f f ½ f f6ü ù 7 :� 5¾ ç » ò a eõ¶µpÀ"ú ½ ü ù 7é<½ f eõ¶µ À ú ½ f ü ù 7 a eõ¶µhú ¾ ½ ü ù 7 � ~é<½ f eõ¶µNú ¾ ½ f ü ù 7 � ~ a � 5 ç º¼» òé.½ f � 5 ç º¼» · ò a � 5 ç º�» ò� 5 ç º ò a � 5 ç » � º ò 5 <
Die Boltzmannmaschinewird dahermithilfe folgendenAlgorithmustrainiert:



102 B. Hammer� Die Gewichtewerdenzufällig initialisiert. SiewerdenvermögeGradientenabstieg gëandert.� Der GradientbestehtauseinemHebb-Term: ë ê 	 wird um die gewichteteAnzahl von Mu-
sternin der Zielverteilung,die

{
und ) beideauf ÿ setzen,erḧoht. Sind hiddenNeuronen

vorhanden,dannmußdieVerteilungaufdenhiddenNeuronen,gegebeneinVektorderZiel-
verteilung,statistischgescḧatzt werden. Dazu hält man º fest und läßt die resultierende
MaschinezumGleichgewicht relaxieren(clamping).� Zus̈atzlich bestehtder GradientauseinemAnti-Hebb Term, der sich ausder mit denvor-
handenGewichteninduziertenGrenzverteilungergibt. Die Grenzverteilungkannmandabei
scḧatzen,indemdasNetzzumthermischenGleichgewicht relaxiert(fr eerunning).

AnschließendkanndieMaschinealsAssoziativspeicherverwandtwerden:Gegebeneinverrausch-
tesMusterrelaxiertsieevtl. mit SimulatedAnnealingzumnächstgelegenenwahrscheinlichenZu-
standder Grenzverteilung,den sie erst nacheiniger Zeit wieder verläßt, um die wahrscheinli-
chenZusẗandederGrenzverteilungaufzusuchen.DasTrainingdauertaufgrunddernotwendigen
statistischenScḧatzungenallerdingsrelativ lange,ermöglicht durchdasEinbeziehenvon hidden
NeuronenallerdingseinegroßeVariabilität in derDarstellungsm̈achtigkeit.

7 SelbstorganisierendesLernen

Bei selbstorganisierendemLernenist keineexplizite Funktionaliẗatvorgegeben.Eingabedatensol-
len soverarbeitetwerden,daßsinnvolle Informationextrahiertwird. Die Datensollensichselbst
organisieren.Kennzeichenvon selbstorganisierendenVerfahrenist, daßhäufig lokale Informati-
on verarbeitetwird; dasTraining ist inkrementellundschnell.Essollte in denDatenRedundanz
enthaltensein,so daßeineInformationsextraktion überhauptmöglich und notwendigist – ohne
Redundanz,wennauchnurdurchz.B.einemetrischeStrukturaufdenDaten,sinddieDatenselbst
ihrebesteRer̈asentation.KonkreteAufgabenwerdensein:� Ähnlichkeitenin denDatenlernen,irrelevanteundzufälligeFaktorenausfiltern,� ReduktionderDimension,indemnur relevanteFaktorengespeichertwerden,� ClusteringderDaten,Prototyping,� AbbildenderTopologiederDaten.

7.1 HebbschesLernen

Zunächstbetrachtenwir wiederein einfachesNeuron,welcheslediglich die gewichteteSumme
der Eingaben,d.h. die Korrelationmit der Eingabeberechnet.Formal ist diesesein

ç ~ �{ÿ ò feed-
forwardNetzmit linearerAusgabeundAusgabebias� . Die Gewichtebezeichnenwir mit

Ñ
. Das

Neuronsoll alsGed̈achtnisfungieren,dassich relevanteInformationderEingabenmerktund ir-
relevanteInformationvergißt. NeueVektoren,die starkkorreliert sind mit demdie Information
repr̈asentierendenVektor

Ñ
, ergebendanngrößereAusgabewertealsEingaben,die nur schwach

korreliertsind.
Als erstesversuchenwir wiederdieHebb-Regel,d.h.startendmit

Ñ [
(z.B.derNullvektoroder

ein Zufallsvektor) wird in jedemDurchlaufein Muster
�

eingelesen,die AusgabeÐ a Ñ Ò �
be-

rechnet,undderVektor

Ñ
je nachdemVorzeichenvon Ð zu

�
ähnlicheroderunähnlichergemacht:Ñ ç é + ÿ ò a Ñ ç é ò + ¯ Ð � a ë ç é ò + ¯ Ñ Ò �s�
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Die Daten
�

sinddabeiunabḧangigund identischverteilt gem̈aßeinerzugrundeliegendenWahr-
scheinlichkeit

æ
gezogen.Um dasasymptotischeVerhaltensolcherstochastischenVerfahrenzu

analysieren,nimmt manan,daßsichdie Gewichtewesentlichlangsamer̈andernalsdie Datenre-
präsentiertwerden.Daherist esgerechtfertigt,̈uberdie Änderungenzumitteln; stattdertats̈achli-
chenGewichts̈anderungin jedemSchrittbetrachtetmandiezuerwartendeGewichts̈anderung.

[Für kleine konstanteLernratenund geeigneteVorbedingungenkann man zeigen,daß die
beimstochastischenVerfahrenentstehendenTrajektorienaufkompaktenAnfangssẗuckenin Wahr-
scheinlichkeit gegendie sich bei der gemitteltenDynamik ergebendenTrajektoriestreben[Hor-
nik].]

Esist alsodie Gleichung � Ñ a ¯ éíê ë ê 	 � ç�� ê � 	 ò a ¯ � Ñ
zu betrachten.Dabei ist

� a ç � ç�� ê � 	 ò�ò�ê 	
die Korr elationsmatrix der Daten. D.h. ist

�
ein~ -dimensionalerZufallsvektor;

� ê � 	
beschreibtdasProduktder

{
ten und ) ten Komponentedes

Zufallsvektors. JeEintragin der Matrix wird der ErwartungswertdesentsprechendenProduktes
berechnet.Wir sindamasymptotischenVerhaltenderRegel interessiert.Wir werdenim folgenden
die Verfahrenselbstin derstochastischenVersionangeben,asymptotischeAnalysenabermit der
gemitteltenVersiondurchf̈uhren. In beidenFällenverwendenwir die Notation

Ñ ç é ò für densich
im konkretenFall bzw. im Mittel nachdem é tenSchritt ergebendenGewichtsvektor. Punktemit� Ñ a � heißenFixpunkte desVerfahrens.Nur in solchenPunkten̈andertsichnichts.Fixpunkte
heißenstabil falls maneineUmgebung findenkann,so daßfür jedenStartpunktinnerhalbder
Umgebung die sich ergebendeFolge gegen den Fixpunkt konvergiert. Insbesonderedarf man
alsoauchdenFixpunkt leicht ändern,wasja bei derstochastischenVersionin derRegel derFall
ist, ohnesich je zu weit vom Fixpunkt zu entfernen.Nur stabileFixpunktekönnenalsobei der
stochastischenVersiondesVerfahrensalsasymptotischerreichbarePunkteangesehenwerden.

FallsesstabileFixpunktediesesVerfahrensgäbe,gegendie derVektor

Ñ
asymptotischstrebt,

sowürde � Ñ a ¯ � Ñ a �
gelten.

Ñ
wärealso � oderein sogenannterEigenvektor der Matrix

�
zum Eigenwert � . [Ein

Eigenvektor
�

einerMatrix
P

ist ein Vektor
� ¹a � mit

P � a 8 �
für eineskalareGröße 8 , die

dannEigenwert zumEigenvektor
�

heißt.]Esist interessantzusehen,daßmanobigesVerfahren
auchalsGradientenabstieg derFunktion þ ÿ� ÑcÒ � Ñ
auffassenkann.DerGradientliefert genauþ � Ñ

.
Als erstessiehtmandaran,daß � nicht stabil ist, sondernein lokalesMaximumderzu mini-

mierendenFunktion.Desweiterensiehtman,daßRichtungen

Ñ
, sodaßbzgl.dieserRichtungdie

KorrelationderDatenmaximiertwird, alsstabileFixpunktein Fragekommen.Ist allerdingsdie
Längevon

Ñ
nicht beschr̈ankt, dannstrebt

� Ñ �
gegenunendlich,dennist

Ñ Ò � Ñ � � , dannistç 8 Ñ ò Ò � ç 8 Ñ ò
für 8 � ÿ nur nochgrößer. D.h. obigeLernregel ist instabilundliefert einenexplo-

dierendenGewichtsvektor. Wäreallerdingsdie Längebeschr̈ankt,waswäredanndasErgebnis?
Hier soll zun̈achsteinkleinermathematischerExkursfolgen,derdieMatrix

�
einwenignäher

beleuchtet.� �
ist offensichtlichsymmetrisch.
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ist positiv semidefinit,d.h.

Ñ Ò � Ñ ï � gilt für alle Vektoren

Ñ
, denn

Ñ Ò
� ç���� Ò ò Ñ a

� ç Ñ Ò �tç Ñ Ò � ò Ò ò a � ç�ç Ñ Ò � ò û ò ï � .� Esgibt eineOrthonormalbasis für
�

bestehendausEigenvektoren,da
�

positiv semide-
finit ist. Wir nennendie EigenvektorenÁ ì , . . . , Á y

, die zugeḧorigenEigenwerte8 ì , . . . , 8 y
.

Orthonormalbasisbedeutet: Á Òê Á 	 a � für
{ ¹a )�� Á Òê Á ê a ÿ 5� Man beachte,daßdie Eigenwertedie Nullstellen dessogenanntencharakteristischenPo-

lynomsder Matrix sind, welchesbei konkretvorgegebenenDaten � ì , . . . , � � mithilfe der
Koeffizienten � ç�� ê � 	 ò ó � � � �ê � �	 � �

abgescḧatztwerdenkann. Die Situation,daßein Ei-
genwertgenau� ist oderzwei Eigenwertegleichsind,ist dabeieineNullmenge,d.h.taucht
beiRauschensogutwie nie auf. Dahernehmenwir im folgenden8 ì � 5e5x5 � 8 y � �
an. Die Eigenwertemüssendabeinotwendigpositiv sein,da � ó Á Òê � Á ê a 8 ê Á Òê Á ê a 8 ê gilt.
Die Vektoren Á ê sind bis auf ihr Vorzeicheneindeutig,da die Mengealler Eigenvektoren
zumEigenwert 8 ê bei ~ verschiedenenEigenvektoreneineneindimensionalenVektorraum
darstellt.JederandereEigenvektorist einVielfacheseinesÁ ê , dennmanberechnetfür einen
Eigenvektor

Ñ a � ñhê Á ê zum Eigenwert 8 :
� 8 ñhê Á ê a 8 Ñ a � Ñ a � ç � ñhê Á êyò a� 8 êyñhê Á ê . Die Koeffizientenin obigerDarstellungsindabereindeutig,dadie Á ê eineBasis

bilden.Also sindalle Koeffizienten

ñðê
bisaufmaximaleinen � .� Für einenbeliebigenVektor

Ñ a � ñhê Á ê kannmandenTerm

Ñ Ò � Ñ
mithilfe derEigenvek-

torenberechnenals
� ñ ûê 8 ê .

Die BedeutungderEigenvektorenÁ ê wird anhandfolgendenSatzesklar:

Satz7.1 Die Korrelation

Ñ Ò � Ñ
wird durch Á ì maximiert,sofernmansich aufVektorenderLängeÿ beschränkt. Im zu Á ì orthogonalenRaummaximiertÁ û dieKorrelation,im zu Á ì und Á û orthogo-

nalenRaumÁ � , . . . , allesunterder Bedingung, daßdie VektorenBetrag ÿ haben.

Beweis: Esist  é ñhê Á ê ! Ò �  é ñhê Á ê ! a é ñ ûê 8 êó é ñ ûê 8 ì a 8 ì
Andererseitswird aberfür Á ì derWert 8 ì angenommen.

Für Vektorenim jeweiligenzu Á ì , . . . , Á ê orthogonalenRaumfallendie Komponenten

ñÈì
, . . . ,

ñhê
weg, eineanalogeRechnungwie obenzeigt,daßdannnochdasMaximum 8 ê 9 ì etwadurch Á ê 9 ì

erreichtwerdenkann. <
Wir nehmenjetzt an,daßdie Datenum � zentriertsind,d.h. � ç�� ê<ò a � Für alle

{
. Die Korrelation

ist alsoabsteigendin RichtungÁ ì , Á û , . . . maximal.DieseRichtungenheißenauchHauptkompo-
nentenrichtungenderVerteilung.DerVektor Á ê bzw. seinnegativesheißt

{
te Hauptkomponente

derMatrix. Sinddie Datenum denKoordinatenursprungzentriert,sobedeutetdasgenau,daßdie
Streuungder Datenin denerstenHauptkomponentenrichtungenmaximal ist. Möchtemanalso
maximaleInformationüberdie Datenbehalten,aberdie Dimensionenauf lediglich 3 reduzieren,
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sokannmandie Datenbzgl. der ersten3 Hauptkomponentenstattderurspr̈unglichenDatenbe-
trachten.Diesesist naẗurlich nureinPlausibiliẗatsargument,allerdingskannmanfolgendeszeigen:
Möchtemandie Datenauf 3 orthogonaleRichtungenlinear transformieren,sodaßder Informa-
tionsverlust,d.h. in diesemFall der quadratischeFehlerzwischendenvollen Datenund denauf3 DimensionenreduziertenDaten,minimiert ist, dannsind die ersten3 Hauptkomponentenbei
um Ü zentriertenDatenoptimal. EineHauptkomponentenanalyse, welcheauchmit klassischen
Methodendurchf̈uhrbarist, ist eineverbreiteteVorverarbeitungzurDimensionsreduktion.

Zurück zur Hebb-Regel: Es gilt zwar, daßdasVerfahrendivergiert, aberbetrachtetmandie
Größe

Ñ ç é ò � � Ñ ç é ò �
, sokonvergiertdiese(im Mittel) gegen Á ì (oderdasnegative).Um dieStabilität

desVerfahrenszuerzwingen,könntenwir die Regel alsozuÑ ç é + ÿ ò a Ñ ç é ò + ¯ Ð �� Ñ ç é ò + ¯ Ð � �
modifizieren.

Satz7.2 ObigesVerfahrenkonvergiert im Mittel gegen Á ì oder þ¡Á ì .
Beweis: Die KorrelationÁ Òê Ñ ç é + ÿ ò für densichim Mittel ergebendenVektor

Ñ ç é + ÿ ò berechnet
sichals Á Òê ç Ñ ç é ò + ¯ � Ñ ç é ò~ò� Ñ ç é ò + ¯ � Ñ ç é ò � a Á Òê Ñ ç é ò ÿ + ¯ 8 ê� Ñ ç é ò + ¯ � Ñ ç é ò � 5
Bzgl. derBasisÁ ì , . . . , Á y

sinddieKoeffizienteneinesVektors

Ñ
genaudurchdieKorrelationÁ Òê Ñ

gegeben.Die KoeffizientendesneuenVektors

Ñ ç é + ÿ ò bzgl.derKoordinatenÁ ê ergebensichalso
bisaufeinenpositivenmultiplikativenFaktorals» ë ç é ò�ì �Aë ç é ò û ÿ + ¯ 8 ûÿ + ¯ 8 ì � 5e5e5 �Aë ç é ò y ÿ + ¯ 8 yÿ + ¯ 8 ì ½ �
wobeidie Terme ë ç é ò8ê die altenKoeffizientenbzgl. Á ê darstellen.Dasheißt,in jedemSchrittwird
derAnteil in Richtung Á ì verglichenzumRestgrößer, da ja alle Terme

ç ÿ + ¯ 8 êzò � ç ÿ + ¯ 8 ì~ò . für{ ¹a ÿ kleinerals ÿ sind.
Ein Spezialfall ist gegeben,falls derAnteil in Richtung Á ì zu Beginn � ist. Formalwürdeobi-

ger AusdruckdanngegendenNullvektor konvergieren. Sofernmanmit einemzufälligen

Ñ ç � ò
startet,tritt dieserFall abernur mit Wahrscheinlichkeit Null auf. <
Der Nachteilist, daßdieseRegel globaleInformation,d.h.denWert aller Gewichteben̈otigt, um
ein einzelnesGewicht ändernzukönnen.Siekannalsonicht verteilt aufdie Gewichteimplemen-
tiert werden.EineAlternativebietetes,wennmandie Taylorentwicklungum ¯ a � obigerRegel
betrachtet;wir betrachtenjetztwiederdie stochastischeVersion:Ñ + ¯ Ñ Ò ���� Ñ + ¯ Ñ Ò ��� �ó Ñ� Ñ � + ¯ » Ñ + ¯ Ñ Ò ���� Ñ + ¯ Ñ Ò ��� � ½ · ç ¯ a � ò

a Ñ� Ñ � + ¯ Ö××Ø Ñ Ò �s� � Ñ + ¯ Ñ Ò ��� � þ ç Ñ + ¯ Ñ Ò ��� ò ç Ñ + ¯ Ñ Ò �s� ò Ò ç Ñ Ò ��� ò� Ñ + ¯ Ñ Ò ��� �� Ñ + ¯ Ñ Ò ��� � û ÙxÚÚÛ ç ¯ a � ò
a Ñ� Ñ � + ¯ » Ñ Ò ���� Ñ � þ Ñ6Ñ Ò Ñ Ò ���� Ñ � � ½
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Beachtetman
� Ñ � ó ÿ , sokannmanobigenTermdurchdie RegelÑ ç é + ÿ ò a Ñ ç é ò + ¯ ç Ñ ç é ò Ò ��� þ ç Ñ ç é ò Ò � ò û Ñ ç é ò~ò a Ñ ç é ò + ¯ ç Ð ç é ò � þ!Ð ç é ò û Ñ ç é ò�ò �

die sogenannteOja-Regel, ersetzen.Mittelt manüberdie Eingaben,erḧalt manausderstochasti-
schenVersiondiegemittelteVersionÑ ç é + ÿ ò a Ñ ç é ò + ¯ ç � Ñ ç é ò þ ç Ñ ç é ò Ò � Ñ ç é ò�ò Ñ ç é ò�ò 5
Satz7.3 Fixpunkteder (gemittelten)Oja-Regel sind die Hauptkomponentenund der Nullvektor.
Einzige stabileFixpunktesinddie Vektoren Á ì und þ¹Á ì , d.h.die Hauptkomponentenzumgrößten
Eigenwert.

Beweis: Für Fixpunkte

Ñ
gilt� Ñ þ ç ÑcÒ � Ñ ò Ñ a � à � Ñ a ç ÑcÒ � Ñ ò Ñ �

alsoist

Ñ
Eigenvektorvon

�
zumEigenwert

Ñ Ò � Ñ a 8 oderderNullvektor. Im erstenFall sei
etwa

Ñ a ñ Á ê mit

ñ ¹a � . Manrechnetñ 8 ê Á ê a � ñ Á ê a � Ñ a ç ÑýÒ � Ñ ò Ñ a ç ñ Á êyò Ò � ç ñ Á êzò~ñ Á ê a ñ �O8 ê Á ê à ñ a Sÿ 5
Folglich sindnur die VektorenÁ ê (oder þ¹Á ê ) undderNullvektorFixpunkte.

Um Stabilität zu testen,berechnenwir, ob die Jakobimatrix Â der Funktion

Ñ Ãq þ ç � Ñ þç Ñ Ò � Ñ ò Ñ ò
amFixpunktpositiv definit ist. In diesemFall ist derPunktstabil.Gibt esRichtungen�

, so daß
� Ò Â � � � ist, dannist dasVerfahreninstabil, wennmansich ausdiesenRichtungen

nähert.Esist Â ç Ñ ò a þ ��+ ç ÑcÒ � Ñ ò � + � Ñ6ÑcÒ �
mit derIdentiẗatsmatrix

�
.

[An dieserStellesindevtl. einpaarRegelnangebracht,diemehrdimensionalesAbleiteneinfa-
chermachen.Man kannaberalle Rechnungenauchkomponentenweisedurchf̈uhrenundben̈otigt
dannnichtmehralseindimensionaleAnalysis.Für eineFunktion

� o Ï y q Ï bezeichneÂ ç � ò die
Jakobimatrix,d.h. Â ç � ò a ç ; � ê � ; � 	 ò�ê 	

. Danngilt� Â ç 8 ç �º+ � ò~ò a 8 ç Â ç � ò + Â ç � ò�ò ,� Â ç�� Ãq t � ò a t für eineMatrix t ,� Â ç�� Ãq � Ò t � ò a � t �
für einesymmetrischeMatrix t ,� Â ç � À�� ò a Â � N Âs� ,� Â ç � N � ò a � N Â ç � ò + � N ç Â ç � ò�ò Ò für

� o Ï y q Ï .]

Also Á Ò	 Â ç Á ê<ò Á � a Á Ò	 ç þ � + ç Á Òê � Á êzò � + � Á ê Á Òê � ò Á �a þÃ8 � Á Ò	 Á ��+ 8 ê Á Ò	 Á ��+ � Á Ò	 Á ê 8 � Á Òê Á �
a ABDC � ) ¹a 3� 8 ê { a ) a 38 ê þ`8 	 { ¹a ) a 3
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Wegen
ç � ñ � Á � ò Ò Â ç Á ê<ò ç � ñ � Á � ò a � ñ 	 ñ � Á Ò	 Â ç Á êzò Á � a � � Á Ò � Â ç Á ê<ò Á �

ist alsodereinzigestabile
Fixpunkt Á ì oderdasnegative,danur dannalle Werte 8 ì þÄ8 ê für

{ ¹a ÿ größerals � sind. Für �
ist die Jakobimatrix þ � undalsonegativ definit (d.h. þÅÂ ist positiv definit), für Á ê mit

{ ¹a ÿ sind
Richtungeninstabil,die vonEigenvektorenzugrößerenEigenwertenkommen. <
EswurdenalternativeRegelnzurOja-Regel vorgeschlagen:� Yuille-Regel: Ñ ç é + ÿ ò a Ñ ç é ò + ¯ ç Ñ ç é ò Ò ��� þ � Ñ ç é ò � û Ñ ç é ò~ò

mit dergemitteltenVersionÑ ç é + ÿ ò a Ñ ç é ò + ¯ ç � Ñ ç é ò þ � Ñ ç é ò � û Ñ ç é ò�ò 5
Fixpunktesind � und die Vektoren � 8 ê Á ê . Die Jakobimatrix der dasDifferenzenverfahren
beschreibendenFunktionberechnetsichalsÂ ç Ñ ò a þ � + Ñ Ò Ñ � + � Ñ6Ñ Ò 5
Dieseist anderStelle � negativ definitundgenauin � 8 ì Á ì positiv definit,dennÁ Ò	 Â ç � 8 ê Á ê<ò Á � a ABDC � ) ¹a 3� 8 ê ) a 3 a {8 ê þ�8 	 ) a 3 ¹a {
Die gemittelteVersionderYuille-Regel ist ein Gradientenabstieg zurFunktionþ ÿ� ÑcÒ � Ñ + ÿ� � Ñ � ® 5� Hassoun-Regel:Ñ ç é + ÿ ò a Ñ ç é ò + ¯ » Ñ ç é ò Ò ��� þ�8 » ÿ¢þ ÿ� Ñ ç é ò � ½ Ñ ç é ò ½
mit 8 � � undhinreichendvon Ü entferntem

Ñ
. Die gemittelteVersionliefertÑ ç é + ÿ ò a Ñ ç é ò + ¯ » � Ñ ç é ò þ�8 » ÿ¢þ ÿ� Ñ ç é ò �2½ Ñ ç é ò ½

mit denFixpunkten8 � ç 8ßþ`8 êzò Á ê . Die JakobimatrixberechnetsichalsÂ ç Ñ ò a þ ��+ 8 » ÿ¢þ ÿ� Ñ � ½ � + 8 Ñ6Ñ Ò� Ñ � � 5
Dieseist genauin 8 � ç 8Zþ�8 ì�ò Á ì positiv definit, falls 8 � 8 ì , dennÁ Ò	 Â » 88 þ`8 ì Á ê ½ Á � a AB C � ) ¹a 38ßþ�8 ê ) a 3 a {8 ê þ�8 	 ) a 3 ¹a {
Die gemittelteVersionderHassoun-Regel ist ein Gradientenabstieg zurFunktionþ ÿ� ÑýÒ � Ñ + 8 � ç � Ñ � þ ÿ ò û 5
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Netzeund Lernregeln, so daßsämtlicheHauptkomponentenextrahiertwerdenkönnen,wurden
unteranderenvon Sangervorgeschlagen.StatteinemNeuronbetrachtetman ~ Neuronenmit Ge-
wichten

Ñ ê
. Die Gewichts̈anderungensind nicht mehrlokal, sondernenthalteneinenTerm, der

tendentielldie einzelnenGewichte zu verschiedenenAuspr̈agungenzwingt, so daßalle Haupt-
komponentenerhaltenwerden.Genauerist die Gewichts̈anderungbei Sangervon derForm� Ñ ê a ¯ ç Ñ Òê � ò � � þ êé 	 ëíì ç Ñ Ò	 � ò Ñ 	 � 5
Dasreduziertsichoffensichtlichfür

{ a ÿ zur Oja-Regel. DieseRegel sorgt für eineKonvergenz
derGewichte

Ñ ê
im Mittel zu Á ê .

Satz7.4 Einziger zuerwartenderstabilerFixpunktder Regel� Ñ ê a ¯ ç Ñ Òê � ò � � þ êé 	 ëíì ç Ñ Ò	 � ò Ñ 	 �
ist derVektor

ç Á ì � 5e5e5 ��Á y ò
.

Beweis: Die gemittelteRegel hatdie Form� Ñ ê a ¯ � � Ñ ê þ êé 	 ëíì ç ÑcÒ	 � Ñ êzò Ñ 	 � 5
Für Fixpunkteberechnetmansukzessive,daß ë ê entweder� oderein Eigenvektor Á ê z zumEigen-
wert 8 ê z seinmuß:Für

Ñ ê 9 ì a � ñ 7 Á 7 gilté 8 7 ñ 7 Á 7 a � Ñ ê 9 ì aç Ñ Òê 9 ì � Ñ ê 9 ì~ò Ñ ê 9 ì + êé 	 ëíì ç Á Òê z � Ñ ê 9 ì�ò Á ê z a é 8 7 ñ �7 Á 7 + êé 	 ëíì 8 ê z ñhê z Á ê z 5
DaDarstellungenbzgl.derBasisvektoreneindeutigsind,gilt für alle

{ 	8 ê z ñðê z a 8 ê z ñ �ê z + 8 ê z ñhê z �
also

ñðê z a � . Dadamitaber

Ñ ê 9 ì Eigenvektorist, ist er gleicheinemVielfacheneinesVektors Á 	 .
Für alle anderenKoeffizientengilt 8 7 ñ 7 a 8 �7 ñ �7
unddamit

Ñ ê 9 ì a ÆÁ 	 D�Ç æ
. Ein Fixpunkt

Ñ
setztsichauseinerPermutationderEigenvektorene

ê
oder � zusammen.

Die dasDifferenzenverfahrenbeschreibendenFunktion
�

setztsichausverschiedenenBlöcken
zusammen.Betrachtetman nur denerstenBlock, dannreduziertsich alles zur einfachenOja-
Regel,dereneinzigerstabilerFixpunkte

ì
darstellt.Hatmaninduktiv gezeigt,daßdieerstenKom-

ponentensichause

ì
, . . . , e

ê õ ì zusammensetzen,dannerḧalt manfür den
{
tenBlock notwendige

ê
:

Die Änderungdes
{
-tenBlocksberechnetsichals� Ñ ê a ¯ � � Ñ ê þ êé 	 ëíì ç ÑýÒ	 � Ñ êyò Ñ 	 �ó ¯ � � Ñ ê þ ÑcÒê � Ñ ê Ñ ê þ ê õ ìé 	 ëíì ç eÒ	 � Ñ êzò

e
	 �a ¯ ç � ÑÉÈê þ Ñ Òê � Ñ ê Ñ êzò �
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mit

Ñ Èê
alsdemAnteil von

Ñ ê
im zue

ì
, . . . , e

ê õ ì orthogonalenRaum.DieserAnteil wird nämlich
geradedurch

� ê õ ì	 ëíì ç
e

Ò	 � Ñ ê<ò
e

	
abgezogen.Man beachte,daß

�
diesenRaumin sichselbstabbil-

det.WegendesTerms

Ñ Òê � Ñ ê Ñ ê
veringertsichderKoeffizient

� 	
von

Ñ ê
in Bezugaufe

	
mit ) � {

in jedemSchritt dennfür hinreichendkleines ¯ . Dannreduziertsich aberobigeRegel asympto-
tischzurOja-Regel im beschr̈anktenRaumderzue

ì
, . . . , e

ê õ ì orthogonalenVektoren,konvergiert
alsogegen Á ê . <
EineAlternative,um die ersten3 HauptkomponentenoderähnlichrelevanteRichtungenzuextra-
hieren,ist etwadurcheinganznormalesfeedforwardNetzderArchitektur

ç ~ � 3 � ~ ò – einEncoder
Netz – mit der Identiẗat als Aktivierungsfunktiongegeben. Trainiert manmit Backpropagation
die Identiẗat auf dengegebenenDaten,somußdasNetzdieseüberdasNadel̈ohr der 3 Neuronen
realisieren,alsoauf 3 relevanteRichtungenprojizieren.

Als weiterAlternative wurdevorgeschlagen,3 einfachelineareNeuronenmit derurspr̈ungli-
chenHebb-Regel plus einenNormierungstermzu trainieren,aberzus̈atzlich trainierbarelaterale
HemmungenzwischendenNeuroneneinzuf̈uhren.D.h. esgibt Gewichte ë ê 	 vom Neuron

{
zum

Neuron) für ) � {
, die in jedemTrainingsschrittmit einerAnti-Hebb-Regel trainiertwerden,d.h.� ë ê 	 a þ ¯ Ð ê Ð 	 5

Dasführtdazu,daßdasersteNeuronwie vorherdieersteHauptkomponentelernt,daszweiteNeu-
ron erḧalt abervomerstenstarkenegativeVerbindung,soferneseinezumerstenNeuronähnliche
Ausgabebesitzt. SeineAusgabewürdealsoged̈ampft, falls esauchdie ersteHauptkomponente
extrahierenwürde.Dahernimmtesfür sichdiezweiteHauptkomponentein Anspruchu.s.w.

7.2 Learning Vector Quantization

Bei Vektorquantisierungwird ebenfalls ein Ê�ËhÌ9Í,Î Netzmit Í konkurrierendenNeuronenbetrach-
tet,die für repr̈asentativeBereichederDatenzusẗandigseinsollen.Die Gewichtedes Ï tenAusga-
beneuronsseienmit Ð
Ñ bezeichnet.Andersalsbei einerHauptkomponentenanalysekonkurrieren
hierdieNeuronenmiteinanderumdieEingabe,sodaßjeweilsnurdasNeuronmit dergrößtenAus-
gabegem̈aßHebbschemLernenseineGewichteänderndarf. Dasführtdazu,daßnichtHauptkom-
ponentenrichtungenextrahiert,sonderndie Datendurchdie Neuronenquantisiert,d.h. in Klassen
eingeteiltwerden.JederVektor reagiertauf Neuronenin gewissenBereichendesEingaberaumes
relativ stark,bei anderenwird er einekleineAusgabeliefern.

Wir müssenjedochzun̈achstdafür sorgen,daßdie Gewichtenicht explodieren.Fernerist bei
diesemWettbewerbsansatzerkenntlich,daßbeliebigeDatenoderbeliebigeGewichtezuzulassen
nicht ratsamist: Vektorenmit großerNorm habenin derRegel ein größeresSkalarproduktallein
aufgrundihrerLänge,auchwennihreRichtungnichtübereinstimmt.Daherist esratsam,entweder
nurnormierteEingabenundGewichtsvektorenzuzulassen,odervomMessenderKorrelationzum
tats̈achlicheneuklidischenAbstandüberzugehen.Das Neuronmit größtemSkalarproduktent-
sprichtunterAnnahmenormierterDatengenaudemNeuronmit kleinstemAbstandzur Eingabe,
denn Ò�Ó Ð Ñ ist für Ï maximal Ô
Õ Ò�Ó�Ò=Ö`×�ÒØÓ Ð ÑÚÙ Ð Ñ Ó Ð ÑÛ Ü�Ý Þßkà ist für Ï minimalÔ
Õ Ê ÒáÖ Ð Ñ Î Ó Ê ÒáÖ Ð Ñ Î ist für Ï minimalÔ
Õ â ÒáÖ Ð Ñ â ist für Ï minimal

Statt

Ò
zu addieren,kannmaneineExplosionderGewichteverhindern,indemmaneinenAnteil

desVektors

ÒãÖ Ð
Ñ zu Ð
Ñ addiert,derdenGewichtsvektor in Richtung Ð
Ñ zieht. Insgesamtwird
Vektorquantisierungalsozu folgendemVerfahren:
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wiederhole
berechneä Ñkå â Ò=Ö Ð Ñ â
für ein Ï mit minimalemä ÑÐ Ñgæ å Ð Ñ Ù�ç Ê ÒáÖ Ð Ñ Î

mit einerLernrateçÉè�é . ç mußbeschr̈anktsein,dasonstdieAnpassungdenGewichtsvektorüber
denVektor

Ò
hinausbewegt. Soferndie Lernratesoklein ist, daßmanüberdie Änderungsschritte

für dieeinzelnenEingabenmittelnkann,undsoferndieFunktionê�ëÑ åíì é Ï ist Gewinnerfür dasPattern

Ò ëî
sonst

überdie Zeit konstantist, etwa weil sich die Gewichte schonnahezueingestellthaben,dannist
obigesVerfahrenein Gradientenabstieg zurFunktioné×Æï ë Ê Ò ë Ö Ð Ñ Î6ð ê ëÑ
für das Ï te Neuron. Über alle Ï aufsummiert,ist dasinsgesamtminimal, wenndie Absẗandeder
Neuronenzu denjeweils nächstenEingabepattern,für die siezusẗandigsind,möglichstklein ist,
dasheißtdieNeuronensichtendentiellaufdieHäufungspunktein denDatenverteilthaben.Aller-
dingsbesitztdieFunktionvielelokaleMinima undistbeivariierendem

ê�ëÑ unstetig.DieMittelung
ist nichtunbedingtgerechtfertigt,mankanndenFall beobachten,daßsichetwadiedurchzyklisch
aufeinanderfolgendePatternergebenden̈Anderungengenauaufheben.

DastrainierteNetz kannzur Klassifikationder Dateneingesetztwerden,denndie Neuronen
bildensog.Codebookvektoren die denEingabebereich,für densieminimaleeuklidischeNorm
im Vergleich zu denanderenNeuronenbesitzen,repr̈asentieren.Eine Eingabewird jeweils der
durchdennächstenCodebookvektorrepr̈asentiertenKlassezugeordnet.DasNetzkannnicht nur
zumClusteringund Prototyping,sondernauchzu einerFunktionsapproximationeingesetztwer-
den,indemein Vektor je zumFunktionswertdesnächstenCodebookvektorsabgebildetwird. Zu
beachtenist, daßdiesesNetzkeinNeuronalesNetzim Sinneunsererurspr̈unglichenDefinition ist,
daesdieAktivierung â ÒÃÖ Ð�â statt Ð Ó Ò berechnetunddieAusgabefunktion– dieWinnerTakesAll
Funktion– keinelokaleWeiterverarbeitungder Aktivierungist. Die WTA Funktionkönnteman
allerdingsin einemfeedforwardPerzeptronnetzderTiefezweirealisieren,undwir habengesehen,
daßbei normiertenDatendereuklidischeAbstanddurchein Skalarproduktausgetauschtwerden
könnte.

Eine weitereAnmerkungist hier angebracht:Bei diesenVerfahrenist eineNormierungder
Eingabedatennotwendig! Hat eine EingabekomponentewesentlichgrößereEingabenals eine
zweite,dannist dieseEingabebei Ähnlichkeitsberechnungenwesentlichsẗarker gewichtetalsdie
zweite.

Kohonenhat vorgeschlagen,Vektorquantisierungin einemüberwachtenSzenario,dasheißt
als Learning Vector Quantization anzuwenden.Die Aufgabeist, eine Funktion ñ æÅòxóõôö é Ì�÷�÷�÷øÌOÍ'ù zulernen.Die Ideeist, jedeKlasseñ¼ú à Ê�Ï)Î durcheinenodermehrereCodebookvektoren
zu repr̈asentierenundeineEingabe

Ò
derKlassedesnächstenCodebookvektorszuzuordnen.û LVQ1: Es werdenfür die Klassen é bis Í ein odermehrereNeuronenerzeugtund deren

Gewichtsvektorenzufällig, mit zufälligenPatternder jeweiligenKlasse,durchdie Schwer-
punkteder jeweiligenKlasseoderanderssinnvoll initialisiert. Dannwerdengenauwie bei
Vektorquantisierungdie Musterpräsentiertundje ein Gewinnerneuronmit kleinstemeukli-
dischemAbstandzur Eingabeberechnet.Für diesesNeuronÐ Ñ ändertmanü Ð Ñ å ì ç Ê ÒáÖ Ð
Ñ�Î falls ñ�Ê Ò Î å durch Ð
Ñ repr̈asentierteKlasseÖ ç Ê ÒáÖ Ð�Ñ@Î sonst.
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Dabei ist die Lernrate ç�ý�þ î Ì é%þ entwederkonstantoderim Laufe desVerfahrensfallend,
um Konvergenzzuerzwingen.û OLVQ: OptimizedLVQ verwendeteineeigeneLernrateç Ñ für jedesNeuronÐ
Ñ , d.h.für den
Gewinnerberechnetmanü Ð Ñ åõì ç Ñ Ê Ò=Ö Ð�Ñ@Î falls ñMÊ Ò Î å durch Ð�Ñ repr̈asentierteKlasseÖ ç Ñ Ê ÒáÖ Ð
Ñ�Î sonst.

Die Lernrateç Ñ wird soangepaßt,daßdie Änderung,die jedesMusterhervorruft, möglichst
dengleichenEffekt hat.Formalist ç Ñ Ê�ÿ Ù é Î å ç Ñ Ê�ÿ<Î , falls Ï keinGewinnerzumZeitpunkt ÿ
ist, und ç Ñ Ê@ÿ Ù�é Î å ç Ñ Ê@ÿ<Îé Ù � Ê@ÿ<Î ç Ñ Ê�ÿ<Î
sonst,wobei � Ê@ÿ<Î å é gilt, fallsdieKlassedesGewinnersÐ
Ñ korrektist, � Ê�ÿ<Î å Ö é ist, falls
die KlassedesGewinnersfalschist. Dasheißt,Neuronenim ZentrumeinerKlassehaben
schnellabfallendeLernraten,NeuronenamRand,diebeiEingabenhäufigfälschlicherweise
alsGewinnervervorgehen,habengroßeLernraten,sodaßsieschnellvomRandweggedr̈angt
werden.Dabeisolltemandaraufachten,daßdieLernratenicht größerals é wird.

FormalkannobigeLernratewir folgt motiviert werden:Zwei Änderungenvon Ð�Ñ , o.E. in
aufeinanderfolgendenSchritten,führenzur ÄnderungÐ Ñ Ê@ÿ Ù × Î å Ð Ñ Ê@ÿ Ù�é Î Ù�ç Ê@ÿ Ù�é Î � Ê�ÿ Ù é Î�Ê Ò Ê@ÿ Ù�é Î Ö Ð Ñ Ê@ÿ Ù�é Î<Îå Ê é Ö ç Ê�ÿ Ù é Î � Ê@ÿ Ù�é Î.ÎjÐ Ñ Ê�ÿ Ù é Î Ù�ç Ê@ÿ Ù�é Î � Ê@ÿ Ù�é Î Ò Ê@ÿ Ù�é Îå Ê é Ö ç Ê�ÿ Ù é Î � Ê@ÿ Ù�é Î.Î�Ê�Ð Ñ Ê@ÿ<Î Ù�ç Ê@ÿ<Î � Ê@ÿ<Î�Ê Ò Ê@ÿ<Î Ö Ð Ñ Ê�ÿ<Î.Î<ÎÙ�ç Ê@ÿ Ù�é Î � Ê@ÿ Ù�é Î Ò Ê@ÿ Ù�é Îå Ê é Ö ç Ê�ÿ Ù é Î � Ê@ÿ Ù�é Î.Î ç Ê@ÿ<Î � Ê@ÿ<Î Ò Ê@ÿ<Î Ù�ç Ê@ÿ Ù�é Î � Ê@ÿ Ù�é Î Ò Ê@ÿ Ù�é ÎÙ Ê é Ö ç Ê@ÿ Ù�é Î � Ê@ÿ Ù�é Î<ÎjÐ Ñ Ê�ÿ<Î Ö Ê é Ö ç Ê@ÿ Ù�é Î � Ê�ÿ Ù é Î.Î ç Ê�ÿ<Î � Ê@ÿ<Î)Ð Ñ Ê@ÿ<Î
Damit die durch

Ò Ê�ÿ<Î und

Ò Ê�ÿ Ù é Î bewirkte Änderunggleichgewichtetist, mußâ¥Ê é Ö ç Ê@ÿ Ù�é Î � Ê@ÿ Ù�é Î<Î ç Ê@ÿ<Î � Ê�ÿ<Î�â å â ç Ê�ÿ Ù é Î � Ê�ÿ Ù é Î�â
gelten,d.h. ç Ê@ÿ Ù�é Î å ç Ê@ÿ<Îé Ù�ç Ê@ÿ<Î � Ê�ÿ<Î
OLVQ sorgt für eineschnelleKonvergenzdesVerfahrens.û LVQ2.1: DiesesVerfahrenkann zum Feintuningder Klassengrenzenverwendetwerden.
Es betrachtetjeweils die erstenbeidenGewinner Ð�Ñ und Ð � und ändertdiese,sofernsie
verschiedenenKlassenangeḧorenund dasEingabepattern

Ò
nicht sehrdicht an einemder

beidenGewinnerliegt, d.h.� å����	� 
 â ÒáÖ Ð Ñ ââ ÒáÖ Ð � â Ì â ÒáÖ Ð � ââ ÒáÖ Ð Ñ â��� é Ö��é Ù � Ì ��� î ÷ ×��
sollte gelten. Dannwird dasNeuron,daszur selbenKlassewie

Ò
geḧort, etwa Ð
Ñ , zu

Ò
ähnlicher, dasandereNeuronÐ � zu

Ò
unähnlichergemacht,d.h.ü Ð Ñ å ç Ê Ò=Ö Ð Ñ Îü Ð � å Ö ç Ê ÒáÖ Ð � Î
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Wie vorherist çRèLé . DiesesVerfahrenstellt lediglichNeuronenandenKlassengrenzenein
undoptimiertnicht die Neuronenin derMitte von Klasse.Daherwendetmanesmeisterst
an, nachdemeineGrobklassifikationetwa mithilfe von OLVQ gelerntwurde. Die Bedin-
gung,daß

Ò
in einemFensterliegenmuß,bedeutet,daßPunktenahebeieinemKlassenvek-

tor nicht zur Änderungbeitragen,dennder Klassenvektor ist entwederkorrekt und bedarf
keinerweiterenEinstellung,oderer ist falsch,allerdingseineVerbesserungwahrscheinlich
nichtmöglich,daderPunktsehrähnlichzueinemtypischenKlassenvertretereinerfalschen
Klasseist. Wennmandie Verbindungsstrecke von Ð
Ñ nach Ð � betrachtet,dannbeeinhaltet
dasFensterallePunkte,diemehralsdenAnteil Ê é Ö�� Î�� × derStreckevon Ð
Ñ und Ð � entfernt
sind. Gehtmanvon derStrecke weg, dannfindetmaneinensichallmählichverbreiternden
Bereich,in dendas

Ò
fallendarf.û LVQ3: DiesesVerfahrenkombiniertdasFeintuningderKlassengrenzenvonLVQ2.1mit ei-

nemkorrektenAdaptierenderNeuroneninnerhalbeinerKlasse.SoferndiebeidenGewinner
in dieselbeKlassefallenunddiesekorrektist, werdenbeidedurchü Ð Ñ å���� Ê ÒáÖ ÐSÎ
mit � ýQþ î ÷ é Ì î ÷ ��� derEingabe

Ò
ähnlichergemacht.Esist allerdingsimmernochso,daßein

falschklassifiziertesPatterneinensehrnahenCodebookvektornichtabsẗoßt.

Kohonenselberhatdie beidenletzterenVerfahrenin Kombinationmit demsehrschnellkonver-
gierendenOLVQ erfolgreichin verschiedenenProjekteneingesetzt.

7.3 SelfOrganizing Maps

SelbstorganisierendeKarten (SOMs) sind eine von KohonenvorgeschlageneErweiterungvon
Wettbewerbslernen,bei der zus̈atzlicheineNachbarschaftsbeziehungauf denNeuronengegeben
ist. Die NeuronensolleneinerseitsdiegegebenenDatengut repr̈asentieren,andererseitsaberauch
die gegebeneNachbarschaftsstrukturder Neuronenerhalten. Diesesführt letztendlichzu einer
KartierungdesEingaberaumes,wo man nicht nur die Codebookvektorenfinden kann, sondern
auchdurchdie zwischendenCodebookvektorengegebenenNachbarschaftenauchdie Möglich-
keit zurNaviagtionbesitzt.

SeienalsoNeuronenmit Gewichten Ð à , . . . , Ð�� gegeben,sowie eineNachbarschaftsfunktion Ê@Ï.Ì"!¶Î . Möglichkeitensindetwaû eineListenanordnung,d.h.
 Ê@Ï.Ì"!¶Î å â Ï Ö !�â ,û eineAnordnungalsRing,d.h.

 Ê�Ï<Ì"!¶Î å����	� Ê�â Ï Ö !�â Ì$# Ö é Ö â Ï Ö !�âDÎ ,û eineAnordnungalsRechteckgitter, d.h. Ï å Ê%!#Ì9Í¬Î ,  Ê.Ê&! à Ì9Í à Î�Ì"Ê%! ð Ì9Í ð Î<Î å â ! à Ö ! ð â Ù âDÍ à Ö Í ð â ,û eineAnordnungalsGitter in einemhöherdimensionalenRaum,alsunregelmäßigesGitter,
. . .

Bei aufGitternliegendenNeuronenkannalsAbstandsmessungzwischenzweiNeuronendie
LängeeinesPfadeszwischendenNeuronengenommenwerden.Alternativ ist eineAnord-
nungderNeuronenim Raumund

 
alsdereuklidischeAbstanddenkbar.

Die Gewichte der Neuronenwerdenjetzt zufällig (oder als je ein zufälliges Pattern)initia-
lisiert und anschließendwie bei Vektorquantisierungan die Datenadapatiert,wobei jedochdie
Nachbarschaftenber̈ucksichtigtwerden:Mit demGewinner werdenauchdie Neuronenin einer
Nachbarschaftin die RichtungderjeweiligenEingabegezogen.Genauer:
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Wiederhole
für eineEingabe

Ò
berechneâ ÒáÖ Ð Ñ â ,

ermittledenGewinner Ï�' ,ü Ð Ñ å ç)( ñMÊ+*kÌ  Ê@Ï.Ì�Ï,'9Î.ÎøÊ ÒáÖ Ð Ñ Î ,ç æ å ç)( � à.- * æ å * ( � ð
mit der Lernrateç , die z.B. mit einerZahl aus þ¥é Ì$/ � initialisiert wird undnachjedemSchritt um
denFaktor � à � î ÷10�0�0 verkleinertwird, einemTerm * , derdie BewertungderNachbarschaftbe-
einflußtundetwamit 2 # initialisiert undin jedemSchrittumeinenFaktor � � î ÷10�0�0 verkleinert
wird, undeinermit * ô î

und 3 å  Ê@Ï.Ì�Ï,'�Î ô 4 abfallendenFunktion ñ , die die Änderungder
GewichteentsprechendderNähezumGewinnerskaliert,z.B.ñMÊ5*ØÌ$3¶Î å eú7698":<; ð"= 8?> ÷
Die Skalierungvon * und ç sorgt dafür, daßdasVerfahrenkonvergiert. Am Anfangwerdenrelativ
großeNachbarschaftenmit ber̈ucksichtigtunddie Neuronensehrgëandert,gegenEndedesVer-
fahrenswerdenhaupts̈achlichnur nochdie einzelnenNeuronenmit relativ kleinenÄnderungen
adaptiert.

DieTopologiesorgt dafür, daßsichdieNeuronenmit ihrervorgegebenenVerkn̈upfungsstruktur
aufdenDatenquasiausbreiten.Wozuist diesezus̈atzlicheNachbarschaftsbeziehungim Vergleich
zunormalerVektorquantisierunggut?EsfolgeneinigePunktemöglicherAnwendungen:û SOMskönnenaufgrundihrereeinfachenund plausiblenLernregel zur Erklärungbiologi-

scherPḧanomeneherangezogenwerden. Man kannz.B. nachweisen,daßder sensorische
Kortex einetopologischeAbbildungderentsprechendenBereichederSinneswahrnehmun-
genist.û Genauwie LVQ könnenauchSOMszur KlassifikationoderFunktionsapproximationver-
wandtwerden.Dazuwird aufdieDatentrainiertundanschließenddieAbbildungkalibriert .
Kalibrierenbedeutet,denNeuronendesNetzesje einenWert zuzuordnen,sodaßeineAb-
bildung oderKlassifikationrealisiertwerdenkann; als Wert bietetsich etwa der Wert des
zumGewichtsvektordesNeuronsnächstenTrainingsmusterodereinegeeigneteMittelung
über die durch die Daten,für die dieseNeuronGewinner ist, gegebenenWerte an. An-
schließendwird ein Eingabedatumwird auf denWert,derdemfür die Eingabezusẗandigen
Gewinnerneuronzugeordnetist, abgebildet.Manerḧalt alsoeineFunktion.

DiesesVerfahrenist naẗurlich auchmöglich,ohneeineexplizite Topologieerhaltungzu im-
plementieren.EineTopologieerhaltungkannjedochVorteilehaben,wennmanstetigeFunk-
tionenaufdieseWeiseapproximierenwill. NahebeieinanderliegendeNeuronenhaben̈ahn-
liche Funktionswerte,sodaßeinehöhereFehlertoleranzsichergestelltist. OhneTopologie-
erhaltungwäreesmöglich,daßdie EinzugsgebietezweierVektorenmit völlig unterschied-
lichemFunktionswertaneinanderstoßen.û MankanneineuklidischesTSPmit einemeindimensionalenringförmigenKohonennetzan-
gehen.Die Neuronenwerdenz.B. mit

î
initialisiert undanschließendmit denKoordinaten

derSẗadtetrainiert. Wählt manetwa gleichviele Neuronenwie Sẗadte,dannwird tendenti-
ell amEndejedesNeuronfür genaueineStadtGewinnersein.EineReihenfolgederSẗadte
erḧalt manausderAnordnungdieserNeuronen.Die Topologieerhaltungwirkt dabeidahin-
gehend,daßkurzeTourenbevorzugtwerden,dennin kurzenTourensind die Koordinaten
benachbarterSẗadteähnlicher, entsprechenalsoderTopologiedesNetzes.
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naleKohonenabbildungläßtNachbarschaftenzwischendenDatenpunktenerkennen.Ange-
wandtwird diesesz.B. in semantischenNetzenzur Erkennungvon SynonymenundKlas-
sifikationderWörter: Die in einigenTextenauftretendenWörter werdenje durchZufalls-
vektoren,sog.Fingerprints , codiertund anschließendein SOM mit Tripelkontexten, d.h.
denVektoren,die drei aufeinanderfolgendenWörternin denTextenentsprechen,trainiert.
Da etwa Synonymehäufigim gleichenKontext auftauchen,besitzensiehöchstwahrschein-
lich dasselbeGewinnerneuron. in der BedeutungverwandteWörter befindensich in der
unmittelbarenNachbarschaft.Ein einzelnesWort kannauf diesersemantischenAbbildung
wiedergefundenwerden,indemmandenFingerprintdesWortesmit zwei Zufallsvektoren
alsKontext vervollständigt.

In derArbeitsgruppevon KohonenwurdedieseMethodeeingesetzt,um dasein Dokument
beschreibendeWorthistogrammin der Dimensionzu reduzieren:Anstellealler (wesentli-
chen)auftretendenWörter wird ein Dokumentdurchdassich in der SemantischenAbbil-
dungergebendeNeuronenhistogrammrepr̈asentiert.Diesedie Dokumentebeschreibenden
Vektorendienenim sog.WEBSOM als EingabeeinesweiterenzweidimensionalenKoho-
nennetzes,dassomitDokumentegem̈aßihrer Ähnlichkeit anordnet.Dasdabeientstehende
Netzkanndazudienen,auchaufnaẗurlichsprachigeFragennachDokumentenzuantworten:
Die FragenwerdeneinfachdersemantischenAbbildunggem̈aßin Histogrammeumgewan-
delt,undletzteredienenalsEingabeandaszweiteSOM.Die TopologiedesNetzeserlaubt,
nichtnurdenoptimalenKnoten,sondernauchdieUmgebunggezieltzupräsentieren,sodaß
der FragestellergezielteInformationerhaltenkann. Diesesist insbesonderedanninteres-
sant,wenner nachinhaltlich verschiedenenAuspr̈agungendesGebietessucht,die in der
Regel in unterschiedlichenbenachbartenKnotengespeichertsind.

7.4 Hybride Ar chitekturen

In hybidenArchitekturenwerdenselbstorganisierendeKartenoderVektorquantisierungenzusam-
menmit ebenfalls trainierbarenvorwärtsgerichtetenNetzeneingesetzt.Dashat denVorteil, daß
durch die lokale, selbstorganisierendeSchicht zun̈achstdie Daten auf für den Menschenein-
sichtigeWeisevorverarbeitetwerden:Sie werdenetwa mit einemähnlichenVektor identifiziert;
dasEinfügenneuerDatenist durchEinfügenneuerReferenzvektoreninkrementellund schnell
möglich. Anschließendermöglicht eineflexible Verarbeitungdie Approximationauchkomplexer
Abbildungen.

Counterpropagation kombinierteineselbstorganisierendeWinner-Takes-All Schichtmit ei-
nerlinearenvorwärtsgerichtetenSchicht.Ein Counterpropagation-NetzberechnetalsoeineAbbil-
dung ÒA@ô Ê,B � Ñ Î � mit Ï æ â ÒáÖ Ð Ñ â minimal ÷
Zunächstwird alsoderzur EingabeähnlichsteVektor Ð Ñ bestimmt.Dasentsprechendeverborge-
neNeuronberechnetdie Ausgabeé , alle anderendie Ausgabe

î
. Anschließendwird die AusgabeÊ î Ì�÷�÷�÷�Ì î Ì é Ì î Ì�÷�÷�÷�Ì î Î der verborgenenSchichtdurch lineareNeuronenmit Gewichten C wei-

terverarbeitet. Ausfgrundder unärenAktivierung entsprichtdie Ausgabedem Vektor der Ï ten
KomponentenderGewichte C � . Die ersteSchichtnachderEingabeschichtheißtauchKohonen-
schicht, die zweiteSchichtGrossbergschicht.

TrainingderKohonenschichterfolgtetwamit Vektorquantisierung,d.h.üED Ñ � å ç Ê5F � Ö D Ñ � Î falls Ï derGewinnerist.
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Dabeiwird dieLernrateç  î
häufigüberdieZeit hinweg verkleinert,umKonvergenzzuerzwin-

gen.Alternativ kanneineNachbarschaftzwischendenNeuroneneingef̈uhrtundgem̈aßKohonens
SOM trainiertwerden,sodaßeineglattere,topologieerhaltendeKartierungdesRaumesdurchdie
Kohonenschichtgegebenist. DabeiwerdendieGewichteinitial zufällig, zufällig alseinTrainings-
musteroderdurch é � 2 Ë , Ë å Eingabedimension,bestimmt.Um zuverhindern,daßdieNeuronen
derKohonenschichtsichnicht gleichm̈aßigauf die Trainingspunkteeinstellen,kannmanin letz-
teremFall dieEingabedateninitial auf � F Ñ Ù Ê é Ö � Î<� 2 Ë
mit �  î

ver̈andern.Läßtman � gegen é streben,erḧalt mandie urspr̈unglichenTrainingsdaten
zurück. Dasiesichaberanf̈anglichfür kleines� nahederVektorenderKohonenschichtbefinden,
stellendiesesichoptimalaufdie Trainingsdatenein.

Die Großbergschichtwird etwa mit der sich durchGradientenabstieg auf demquadratischen
FehlerergebendenRegel ü B Ñ � å Ö ç Ê,B Ñ � Ö ä � Î<G Ñ
trainiert,wobeidieLernrateç überdieZeit gegenNull geht,umKonvergenzzuerzwingen.H stellt
die gewünschteAusgabedarund G Ñ ist é für dasGewinnerneuronbei Eingabedeszugeḧorigen

Ò
,

für andereNeuronenist es
î
. StattdessenkannmandieGewichteauchin einemSchrittalsB Ñ � å ïI

ist Gewinnerfür J ä � �K#
mit # å AnzahlderEingaben

Ò
, für die Ï Gewinnerist, bestimmen.Diesesminimiertdenlinearen

Ausgabefehler.
Üblicherweisewird ein Counterpropagationnetzauf die Identiẗat auf denDaten Ê Ò Ì9ñ�Ê Ò Î<Î mit

derzulernendenFunktion ñ trainiert.DashatdenVorteil, daßgleichzeitigdieFunktion ñ alsauch
einemöglicheInvertierungderFunktiongelerntwerden:EineEingabevon Ê Ò Ì î Î führt zuderbei
Eingabevon Ê Ò Ì9ñMÊ Ò Î.Î gelerntenAusgabe,dadie EingabederEingabe Ê Ò Ì9ñMÊ Ò Î.Î amähnlichsten
ist, wennmandie Trainingsmengebetrachtet.Analogführt eineEingabevon Ê î Ì9ñ�Ê Ò Î<Î zur selben
Ausgabewie Ê Ò Ì9ñMÊ Ò Î.Î .

Zufügenvon neuenMusternist inkrementellmöglich: Man fügt, soferndasMuster

Ò
noch

nicht zufriedenstellendabgedecktist, ein Neuronmit Gewicht

Ò
zur Kohonenschichtzu; die von

diesemNeuronausgehendenGewichtewerdenidentischzur gewünschtenAusgabegewählt. Die-
sesermöglicht, dasneueMuster(im schlimmstenFall: auswendig)zu lernen,ohnedie bisherige
Funktionaliẗatzuzersẗoren.

EineandereMöglichkeit, einelokale,leicht interpretierbareSchichtzusammenmit einerinter-
polierendenvorwärtsgerichtetenSchichtzu verschalten,stellenRadiale BasisfunktionenNetze,
kurzRBF-Netzedar. Ein RBF-NetzberechneteineFunktionÒA@ô ï D ÑML,Ñ Ê9â Ò=Ö Ò Ñ âDÎ
mit FunktionenL¬Ñ , diehäufigalsGaußfunktionenL¬Ñ ÊMFkÎ å eúON 8 : = 8I gewähltwerden.AndereFunk-
tionenmit L ÊMFkÎ ô î

für F ô 4 sind aberdenkbar, etwa L,Ñ Ê5FkÎ å 2 F ð Ù * Ñ . Dasheißt,in der
erstenSchichtwird der Abstandder Eingabezu Referenzvektorengemessen.JenachAbstand
ergibt sich eineAktivierungder Neuronender verborgenenSchicht,die je nachAbstandzu den
ReferenzvektorenniedrigeoderhoheWerteaufweist. Die gewichtet aufsummierteAktivierung
liefert die AusgabedesNetzes.Auch hier ist die ersteSchichtlokal, dadie Referenzvektorenje
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die Ausgabefür Eingabenin ihrereNähefestlegen. RBF-Netzewerdenim Vergleich zu feedfo-
wardNetzenhäufigeingesetzt,wennrelativ wenigeDatenvorliegen.AnhandderAktivierungder
verborgenenSchichtkannmanhier leicht feststellen,obeineEingabeim relevantenBereichliegt.

Zum Training werdendie Zentren

Ò Ñ entwederidentischzu einigen(allen) Trainingsmuster
gewählt,oderdurcheinenselbstorganisierendenMechanismus,etwaVQ oderSOM,trainiert.Der
Glättungsparameter* Ñ wird häufig für alle Neuronenidentischim Fall von Gaußfunktionenaufé oder é � Anzahl der hiddenNeuronengesetzt. Die Ausgabegewichte könnenprinzipiell über
einenGradientenabstieg bestimmtwerden,sodaßmandieselbenFormeln(mit unterschiedlicher
AusgabederverborgenenSchicht G Ñ ) wie bei Counterpropagationerḧalt. Möchtemandie Auga-
begewichte in einemSchrittbestimmen,sodaßderquadratischeFehlermöglichstklein ist, dann
kannmandieGewichtsmatrixuntergewissenBedingungendurchC å Ê,P Ó PãÎ ú à PRQ
mit derdieAusgabenaufsammelndenMatrix Q undderMatrix

P åTSSSSSSS
L à Ê9â Ò à Ö Ð à âDÎ (U(U( LWV Ê9â Ò à Ö Ð V âDÎ...

...L à Ê9â ÒYX Ö Ð à âWÎ (U(U( LWV Ê9â ÒYXQÖ Ð V âDÎ SSSSSSSmit Z å Anzahl der Beispieleund Í å Anzahl der hidden Neuronenwählen. Die MatrixÊ,P Ó PãÎOú à P stellt dabeidie sogenanntePseudoinverseder Matrix P dar und ersetztdie Matri-
xinversionim GleichungssystemP ( C å Q , dasbei einerexaktenInterpolationderAusgaben
durchdie Gewichte C gelöstwürde. AnstellederMatrix Ê,P Ó PãÎ�ú à P kannmanauchdie MatrixÊ.Ê+P Ó P Ù\[^]PãÎ�ú à P mit

]P å SSSSSSS
L à ÊOâ Ð à Ö Ð à âDÎ (U(U( LWV Ê9â Ð à Ö Ð V âDÎ...

...L à ÊOâ Ð X Ö Ð à âWÎ (U(U( LWV Ê9â Ð X Ö Ð V âWÎ SSSSSSSverwenden.JenachWahl von [`_ î
entsprichtdaseinerRegularisierungder Lösung,d.h. die

Ausgabefunktionwird evtl. aufKostendesempirischenFehlersglatter, sodaßeinebessereGene-
ralisierunggewährleistetist.

Nachdemdie Gewichte in dieserWeisedirekt eingestelltsind,kannNachtrainingsinnvoll er-
scheinen.Dieseskannsich auf alle vorliegendenParameter, d.h. die Zentren,die Parameter* Ñ
unddie Ausgabegewichtebeziehen.In allenFällengeschiehtNachtrainingetwa durcheinenGa-
dientenabstieg auf demquadratischenFehler. Zufügenvon Datenist durchEinfügeneinesneuen
verborgenenNeuronsmit entsprechendemZentrummöglich. Die Ausgabegewichtewerdeniden-
tischzurgewünschtenAusgabegewählt undevtl. durchNachtrainingkurzadaptiert.

Tja

Daswär’s für’s erste.Bleibennochdie Aspektezuerwähnen,die nichtbehandeltwurden:û Für die ZeitreihenverarbeitungstellenTime Delay Netze(TDNN) eineAlternativedar. Sie
ermöglichendurchgeeignetesweightsharingundeineautomatischeSequenzenbehandlung,
lokaleMerkmaleunabḧangigvon derLagebzgl. derZeit undderLängeeffizient zu extra-
hierenundzuverarbeiten.



NeuronaleNetze,WS99/00 117û Speziellfür dieSchriftzeichenerkennungentworfenwurdedasNeocognitron, dassukzessi-
ve lokaleMerkmalederSchrift translationsinvariantverarbeitet.û ProbabilistischeNeuronale Netzesind einespezielleImplementierung,die vermögedes
BayesAnsatzundeinerScḧatzungderbeteiligtenDichtenvermögeFensterfunktionenver-
arbeiten.û EineKombinationvon feedforwardNetzenundlogischenRegelnist möglich, insbesondere
gibt eseffizienteneuronaleImplementierungenvonFuzzy-ReglernzuverschiedenenNeuro-
Fuzzy-Modellen.û Im Vergleichzu Hopfieldnetzenwird Assoziation,indemmannur einmalschaltet,im bidi-
rektionalen Assoziativspeicher(BAM) implementiert.û Verglichenzur PCA extrahiertdie Independent Component Analysis (ICA) stochastisch
unabḧangigeKomponentenunddientsoderSeparierungvonSignalenauseinemgemischten
Signal. Die kernel PCA extrahiert nichtlineareSignale,indem sie sich den Kerneltrick
derSVM zunutzemachtundSkalarproduktedurchSkalarproduktedernichtlinearin einen
hochdimensionalenRaumabgebildetenDatenersetzt.û BiologienaheModelle, die Selbstorganisation,Ged̈achtnisleistungenund das Stabilitäts-
/Plastiziẗatslemmaangehensinddie im RahmenderAdaptiveResonanztheorie(ART) vor-
geschlagenenVarianten.û BiologienaheModelle,dieNeuronenzusammenmit derenzeitlicherEntwicklungmodellie-
ren,sindspiking Netze.û . . . undnochvielesmehr.

Mehl

"Back-Propagation"


